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Résumé

La méthode de classification présentée dans ce manuscrit, se base sur I'utilisation du
treillis de Galois. Elle est dédiée a la reconnaissance d’objets graphiques détériorés, et
plus particulierement d’images de symboles. Le treillis de Galois est un graphe dont la
structure est proche de celle de I’arbre de décision. Il donne une représentation de toutes
les correspondances possibles entre un ensemble d’objets (symboles) et un ensemble
d’attributs (descripteurs). Pour atteindre une classe (type de symbole), dans arbre de
décision il n’y a qu’un seul chemin de la racine vers une feuille, alors que dans le treillis
de Galois de nombreuses possibilités de chemins sont définies et représentées. Toutes
ces possibilités sont autant de scénarii de classification offrant un réel avantage dans le
contexte de reconnaissance de données bruitées.

Un systeme de reconnaissance itératif a été mis en place, dans le but d’exploiter
I'information complémentaire pouvant étre fournie par les signatures statistiques et
structurelles. Ce systéme integre différents types de descriptions des objets (appelées si-
gnatures), afin de tirer parti de la complémentarité de ces informations, et ainsi obtenir
un apprentissage plus performant. En cas d’ambiguité sur les données de I'apprentis-
sage, lors de la navigation dans le treillis, il est possible de stopper la progression et
d’éviter ainsi certaines erreurs de classification. La description des objets concernés
étant ambigué pour la signature courante, elle peut étre renouvelée par des attributs
provenant d’un autre type de signature.



Abstract

In this thesis, a classification method based on the use of a concept lattice is pre-
sented. It is dedicated to the recognition of noisy graphic objects, and more precisely
to symbols recognition. Concept lattice is a graph the structure of which is similar to
the decision tree one. It gives a representation of the whole possible correspondences
between a set of objects (symbols) and a set of attributes (descriptors). In the decision
tree, for reaching a class (symbol type), there is an only path from the root to a leaf,
whereas in the concept lattice there is a large number of possibilities of paths. All these
possibilities represent scenarii of classification and offer a real advantage in the context
of noisy data recognition.

An iterative recognition system has been implemented, in order to use the comple-
mentary information given by the statistical and the structural signatures. This system
integrates several description types of the objects (called signatures), in order to ex-
ploit this complementarity of the data and thus to obtain a more efficient learning stage.
In case of ambiguity on the learning data, it is possible to stop the progression in the
concept lattice and avoid some classification errors. The description of the objects being
ambiguous, it can thus be updated by attributes provided by another type of signature.
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Introduction générale

Les travaux décrits dans ce manuscrit concernent, comme son titre l'indique, la
reconnaissance d’objets graphiques détériorés, réalisée a I’aide d’un treillis de Galois. Ce
sujet se compose de deux parties principales : la reconnaissance d’objets et I'utilisation
d’un treillis de Galois qui caractérisent chacune un domaine de recherche a part entiere.
Pour préciser 'intérét de ces travaux, il parait important d’expliquer l'objectif et les
applications liés a la reconnaissance d’images, mais également de motiver I'utilisation
d’un treillis de Galois dans ce contexte.

Pourquoi reconnaitre ?

Avec 'essor de l'informatique et de I'Internet, une masse considérable de données
est créée, échangée et conservée sur des supports numériques. Dans ce contexte de sur-
abondance, il est nécessaire, pour faciliter la navigation au sein de ces données et les
rendre exploitables, de les organiser en regroupant entre elles les données similaires.
Cette indexation ne peut raisonnablement pas s’effectuer a la main et doit étre auto-
matisée. Pour les documents textuels, 'indexation est réalisée a 1’aide de mots-clés ou
directement a partir des mots du texte. Mais s’agissant des images, des graphiques,
des schémas ou des photographies, 1’opération se révele plus complexe. Comment ex-
traire des indices objectifs qui soient les mémes pour toute personne ? Des mots-clés ne
semblent pas offrir une solution satisfaisante car ils ne peuvent retranscrire I'intégralité
des éléments d'une image, et sont tres subjectifs d'une personne a l'autre. Seule une
indexation par le contenu parait réellement objective et exploitable, a condition que
I'extraction des indices visuels ne soit pas trop cotiteuse. Dans ce genre d’applications,
la reconnaissance des images et plus généralement des objets graphiques trouve donc
tout son intérét.

Cependant, bien que ’on observe un engouement général pour les outils numériques,
une grande quantité de documents papiers est toujours exploitée. Parmi ces ouvrages,
on trouve en particulier, les documents du patrimoine, dont le contenu riche et va-



rié suscite l'intérét grandissant du grand public. En vue d’une meilleure conservation,
I’acces a certains de ces documents anciens est restreint. Des campagnes de numéri-
sation ont déja eu lieu et se poursuivent pour les rendre disponibles a un plus grand
nombre. La détérioration du papier (trous, taches, plis, effacement de l'encre, ...) rend
la reconnaissance des objets graphiques d’autant plus délicate.

Parmi tous ces objets graphiques, il existe un domaine plus particulier qui concerne
la reconnaissance de symboles. Au regard de ’étymologie grecque de ce mot, il est
amusant de parler de "reconnaissance de symboles”. En effet, a 1’origine le mot symbole
est un signe de reconnaissance entre deux hotes. Il s’agissait d’un objet séparé en deux
parties, que conservait la famille de chaque hote. En rapprochant les deux parties de
I'objet, on pouvait ainsi prouver les liens sacrés d’hospitalité entre les deux familles.
Cette référence étymologique rend ainsi cette problématique fort sympathique. En effet,
il est certain que la reconnaissance des symboles facilitera I'usage et la navigation dans
ces masses de données, réunissant ainsi comme dans ’antiquité, les personnes autour
du partage de la connaissance.

Fi1G. 1 — Exemples de symboles

i




Pourquoi utiliser un treillis de Galois ?

Le treillis de Galois est issu d’une recherche théorique abondante et relativement an-
cienne. Apres une premiere définition algébrique a partir des opérations de borne sup et
borne inf [Bir67], il fut décrit de maniere structurelle sous la forme d’un graphe [BM70].
Il faut savoir que, dans le pire des cas, la taille de ce graphe peut étre exponentielle.
C’est pourquoi, le développement d’applications le concernant, n’a été rendu possible
que récemment, suite a la montée en puissance des ordinateurs. Des lors, son utilisation
n’a cessé de progresser, notamment dans les domaines de la fouille, de la classification
et de la visualisation des données.

Sa structuration sous forme de graphe lui confere une grande lisibilité et une organi-
sation des données tres intuitive. Ses qualités ont séduit bon nombre de chercheurs qui
mettent en ceuvre des applications surprenantes. Par exemple, J. Ducrou et P. Eklund
[DEO5] ont mis au point un systeme pour rechercher les meilleurs spots de surf sur les
coOtes australiennes a partir des données météorologiques et des connaissances géogra-
phiques du terrain. De méme, V. Duquenne [Duq07] a récemment employé le treillis
de Galois pour aider les enseignants a adapter ’apprentissage des mathématiques en
fonction des acquis des éleves. A notre connaissance, le treillis de Galois n’a jamais
été utilisé en reconnaissance de symboles. Pourtant, il semble posséder des propriétés
intéressantes pour son exploitation dans ce domaine. En effet, 'une de ses propriétés
principales concerne l’existence dans le treillis de Galois de nombreux chemins de classi-
fication qui permettent d’aboutir & une meéme classe. Ces différents chemins offrent ainsi
une grande souplesse dans le cadre d’une reconnaissance d’objets graphiques détériorés.

Le premier chapitre de ce manuscrit fournit un état de l'art consacré aux approches
statistiques et structurelles de descripteurs de formes et aux classifieurs communément
utilisés en reconnaissance d’images. Cet état de 'art comprend également une partie
dédiée aux fondements mathématiques du treillis de Galois et a plusieurs applications
le concernant. Le second chapitre contient une description des bases de données et des
descripteurs de formes utilisés pour 1’évaluation de notre systéme de reconnaissance. Le
classifieur basé sur le treillis de Galois, principale contribution de ces travaux, est ensuite
présenté dans le troisieme chapitre. Enfin, différentes évaluations ainsi qu'une discussion
proposant quelques pistes de recherche sont détaillées dans le dernier chapitre.



Chapitre 1

Etat de ’art

1.1 Introduction

Cet état de I'art comprend deux parties principales correspondant chacune a 'un
des deux domaines étudiés et mis en application conjointement dans ce travail de these.
Ces deux domaines sont la reconnaissance d’images (§ [1.2) d’une part, et le domaine
des treillis et de 1’analyse formelle des concepts (§ [1.3) d’autre part.

Nous débutons la partie reconnaissance d’images par la description des signatures
caractérisant des objets graphiques, qui consiste a distinguer les approches statistiques
(§1.2.1), des approches structurelles (§1.2.2)). Ensuite, nous présentons différentes mé-
thodes de classification utilisées classiquement en reconnaissance de formes (§ [1.2.4) :
I’arbre de décision, les C-Moyennes floues, les k-plus proches voisins, le classifieur Bayé-
sien, les réseaux de neurones et les machines a vecteur de support.

Dans un second temps, nous développons la partie concernant les treillis qui com-
prend la description des fondements mathématiques et de I’analyse formelle des concepts
(§ [1.3.1)), puis quelques aspects algorithmiques (§ [1.3.2). Enfin, nous présentons diffé-
rents travaux réalisés en classification avec les treillis de Galois (§ [1.3.3) et les regles
d’association (§[1.3.4).
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1.2 Reconnaissance d’images

Dans la littérature, plusieurs états de 'art décrivent la problématique de la recon-
naissance d’images, et plus particulierement de symboles issus de documents : [CP98|
CV00, LVSMO02, LVS03, [TL03|, VDO04].

La reconnaissance ou classification consiste a attribuer un méme label (une méme
étiquette) a un ensemble d’objets identiques. Pour cela, il est souvent nécessaire de
passer par une phase d’apprentissage qui permet au classifieur, c¢’est-a-dire au systeme
chargé de classer les objets, de connaitre et d’apprendre les descriptions d’un ensemble
d’objets. Par la suite, lors de la classification, il devra étre en mesure de classer cor-
rectement de nouveaux objets inconnus, mais qui ressemblent a ceux de ’ensemble
d’apprentissage.

En reconnaissance d’images, pour décrire les objets graphiques, nous utilisons une
signature. 11 s’agit d’une information condensée de l'objet qui permet de le décrire
mais aussi surtout de le caractériser. Cette information peut étre de nature différente :
numérique (I'objet se compose de 4 segments), symbolique (I’objet est bleu et jaune),
elle peut décrire la forme dans sa globalité (I'objet est un triangle) ou de manieére plus
fine (I'objet comporte 34 pixels noirs), ...

Il existe un grand nombre de signatures dans la littérature. Elles représentent un
caractere fondamental dans un processus de reconnaissance de formes [BSA91]. Un bon
état de lart de ces signatures se trouve dans les références [LVSMO1, [Ada01l, Zuw06,
TWTO03, TW03a].

Nous allons présenter ces signatures suivant deux types d’approches classiquement
utilisées en reconnaissance de symboles : les approches statistiques et les approches struc-
turelles. Les approches statistiques sont obtenues par comptage d’une mesure considérée
comme caractéristique de la forme. En revanche, les approches structurelles décrivent
un type de structure caractéristique de la forme. Plus précisément, elles décrivent les
relations spatiales ou topologiques entre les primitives élémentaires. Ainsi, il semble
approprié de calculer une signature structurelle sur des images de symboles car ces
derniers comportent une certaine organisation : leur structure est caractéristique.

En reconnaissance d’objets graphiques, les signatures décrivant les symboles se
doivent, selon le contexte, de respecter certaines contraintes, telles que par exemple
I'invariance a la translation, au changement d’échelle ou a l'orientation. De plus, les
signatures doivent étre le plus possible robustes au bruit.
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Les valeurs de la signature seront par la suite nommeées attributs, primitives, descrip-
teurs ou caractéristiques. La description de certaines approches statistiques est donnée
dans la partie suivante, et celle d’approches structurelles dans la partie [1.2.2.

1.2.1 Approches statistiques

Une signature statistique donne une description de 1’objet graphique en fonction de
son contenu pixellaire. Elle peut également caractériser des propriétés fréquentielles.
Dans tous les cas, nous obtenons un vecteur numérique, autrement dit un ensemble de
valeurs numériques calculées suivant certaines propriétés.

Parmi les références sur ce type de signature, il existe ’étude de Trier, Jain et Taxt
[TJT96] qui décrit plusieurs méthodes d’extraction de primitives sur des caracteres seg-
mentés. Différentes représentations des caractéres sont testées : caracteres binaires ou
en niveau de gris, approche contours ou squelettes. Les propriétés d’invariance des mé-
thodes, les distorsions et variabilités des caracteres attendues, et la complétude (recons-
truction des caracteres a partir des descripteurs) sont discutées. Les auteurs insistent
sur 'importance d’avoir un ensemble de descripteurs adapté a ’application visée, et
sur le fait que le calcul de descripteurs est un maillon essentiel a une bonne reconnais-
sance. Le livre de Marcus Rodrigues [Rod00] fait également référence. Il regroupe des
articles sur de nombreuses signatures statistiques : projection des invariants, invariants
a la convolution et a la rotation, invariants de Fourier-Mellin, descripteurs robustes au
bruit, descripteurs d’images couleur, ...

Les méthodes de reconnaissance basées sur l'utilisation de signatures statistiques
offrent des résultats de classification acceptables lorsqu’elles s’appuient sur des jeux
d’apprentissage significatifs. En revanche, elles traitent une information bas niveau et
nécessitent souvent d’étre appliquées sur des images de symboles segmentés.

Dans la suite, nous décrivons plus particulierement le principe du calcul des si-
gnatures basées sur la transformée de Fourier-Mellin, la transformée de Radon, les
moments de Zernike et pour finir sur les ondelettes. Ces signatures sont souvent uti-
lisées dans la littérature en reconnaissance de formes ou elles ont fait leurs preuves
[CV00, LVS03, VD04, [Ada01] et elles respectent les contraintes d’invariance a la trans-
lation, rotation et au changement d’échelle.

Intuitivement, I'invariance a la translation s’obtient en positionnant l’origine du re-
pere pour le calcul de la signature au centre de gravité de la forme. L’invariance a la
rotation peut étre obtenue, soit en se projetant dans un espace ou il y a possibilité de
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travailler sur 'invariance (domaine polaire), soit en travaillant directement dans 1’es-
pace cartésien sous forme de projection circulaire, le cercle étant par définition invariant
a la rotation. Enfin, 'invariance au changement d’échelle est souvent obtenue par nor-
malisation par un facteur "général” permettant de rendre la mesure indépendante de la
taille ou du poids de la forme dans I'image. Ce facteur peut étre le nombre de pixels de
la forme, le rayon de giration de ’ellipse englobante, ...

Signature de Fourier-Mellin

Présentation La transformée de Fourier-Mellin est une méthode utilisée principale-
ment dans la littérature en reconnaissance de formes, reconstruction d’images et éga-
lement pour I'estimation du mouvement. En pratique, les invariants de Fourier-Mellin
sont calculés a partir de filtres appliqués sur I'image du symbole.

Description mathématique La transformée de Fourier-Mellin [DDG99, AOCT00]
est définie pour une image décrite par une fonction f(r, 0) réelle et positive en coordon-
nées polaires de la maniere suivante :

o0 211
M,, = / / rP e £ (1, 0)drdf avecp=oc+iveCetqgeZ
r=0 J6=0
Les invariants de Fourier-Mellin sont alors donnés par la formule :

[pq = Mpq [MOU]_p/U [Mla]_q|Mla |q

Cette signature est paramétrable suivant deux termes p et ¢ relatifs a l'invariance a
I'orientation et a 1’échelle : p est un coefficient radial et ¢ un coefficient circulaire.
Les moments de Fourier-Mellin sont invariants a la translation, a la rotation et au
changement d’échelle [DDG99).

Exemples d’application Les applications sont nombreuses et majoritairement sur
des images en niveaux de gris. On peut citer les travaux de R. Milanese et al. (1998)
[MCPO8] qui ont travaillé sur la recherche d’images décrites par la transformée de
Fourier-Mellin, tout comme S. Derrode, M. Daoudi et F. Ghorbel dans leurs travaux en
1999 [DDG99], ou encore S. Adam et al. en 2001 [AOCT01]. En 2002, C. Kan et M.D.
Srinath [KS02] ont utilisé les moments orthogonaux de Fourier-Mellin associés aux mo-
ments de Zernike pour la reconnaissance de caracteres de différentes tailles. Enfin en
2004, A.T.B. Jin et al. ont développé un systeme de vérification des empreintes digitales
[JLS04].
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Signature de Radon

Présentation C’est en 1917 que J. Radon [Radl7] a créé la transformée qui porte
son nom. Cette transformée donne une représentation de la forme par un ensemble de
projections suivant différentes orientations.

Description mathématique La transformée de Radon [Rad17,[TWO03b] d’une image
est déterminée par un ensemble de projections de I'image le long de droites suivant
différentes orientations. Soit f(x,y) une image, la transformée de Radon est alors définie
par :

Tr,(p,0) = /_OO /_00 f(x,y)0(zcos(0) + ysin(f) — p)dxdy

avec 0 la fonction Dirac telle que §(z) = 1si x = 0 et 0 sinon, 6 € [0,11[ et p € [—00, 0.
Autrement dit, la T, est l'intégrale de f le long de la droite L(p,0) définie par p =
zcos(0) + ysin(f). A partir de cette formule, on calcule la R-signature comme suit :

Ry(0) = / " (T, (p.0))dp

o0

Cette signature est invariante a la translation, aux changements d’échelle et si on in-
clut les permutations dans son calcul de distance, a la rotation [TW03bh]. Pour obtenir
I'invariance a la rotation, il est nécessaire d’intégrer dans la mesure de distance entre
deux signatures, la comparaison avec les différentes permutations possibles des valeurs
de la signature. Autrement dit, il s’agit de réaliser une permutation cyclique de la si-
gnature. Une autre possibilité pour obtenir I'invariance a la rotation, consiste a calculer
la transformée de Fourier de la signature.

Exemples d’application Dans la littérature, on trouve de nombreuses applications
en reconnaissance de formes et en reconstruction d’images médicales. En 1992, VF
Leavers [Lea92] a appliqué la transformée de Radon pour décrire les propriétés géomé-
triques et les relations spatiales au sein de la forme. L’objectif de cette description était
la reconnaissance d’objets. E. Magli, G. Olmo et L. Lo Presti (1998) se sont servis de la
transformée de Radon associée a la transformée continue en ondelettes pour détecter le
sillage en forme de "V” des bateaux sur des images aériennes maritimes [MOLP99]. En
2000, J. Waldemark, M. Millberg, T. Lindblad et K. Waldemark ’ont appliquée dans le
but de reconnaitre des missiles [WMLWO00]. A. Kadyrov et M. Petrou(2003) [KP03] ont
généralisé la transformée de Radon en créant une transformée nommée "Trace” pour
construire une signature invariante d’un objet. Elle a également été appliquée en 2003
par J.S. Seo, J. Haitsma, T. Kalker et C.D. Yoo pour obtenir des images robustes d’em-
preintes digitales [SHKY04]. Enfin en 2003, S. Tabbone et L. Wendling [TWO03b] ont



CHAPITRE 1. ETAT DE L’ART 9

étendu l'utilisation de cette transformée aux images en niveaux de gris et en couleur
dans le cadre d'un travail sur la reconnaissance de formes.

Signature de Zernike

Présentation Les moments invariants permettent de décrire le contenu d’une image
en le projetant dans un espace, 'espace des polynomes de Zernike. Il est possible de
classer les moments invariants en deux catégories : les moments non-orthogonaux et les

orthogonaux. Parmi les moments orthogonaux, on trouve les moments de Legendre et
de Zernike (1934).

Description mathématique Les polynomes de Zernike ont été introduits par Teague
[TeaO3] en analyse d’images. Ils forment un ensemble orthogonal complet intérieur au
cercle unité 2% 4+ y? = 1. La fonction de Zernike dépend de l'ordre (p, q) et est définie
selon le systeme de coordonnées polaires (r, ) tel que :

Wiq(r,0) = Rpg(r) e’

ou
p

R, 1,(r) = Z qukrk
k=q,p—|k|pair
. (—1)P=P2((p+ k) /2)!
M ((p = k)2 (g + k)2 (k- 9)/2)!

Les moments de Zernike d’une image sont les projections de la fonction image suivant

ces fonctions a base orthogonale. Le moment de Zernike d’ordre p avec répétition de g
pour une image est défini par :

p+1 .
qu - T Zz.f(xay)wpq(ra G)ArAy
oy

ou r est la longueur du vecteur partant de l'origine et allant au pixel (x,y), 0 est 'angle
entre ce vecteur et l’axe des abscisses dans le sens inverse des aiguilles d’une montre,
2?2 +y? <1,z =rcos() et y = rsin().

Exemples d’application Dans la littérature, les moments de Zernike ont souvent
été utilisés pour faire de la reconnaissance de formes. On peut citer les travaux de
P.C. Hew (1997) [Hew97] qui traitent de la reconnaissance de chiffres imprimés ayant
subi des rotations bruitées, ou ceux de Novotni et Klein [NK04] sur la reconnaissance
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de formes en 3D. Leur popularité tient en majeure partie au fait qu’ils sont robustes
au bruit. Une autre application des moments concerne la reconstruction d’images. De
nombreuses recherches sont encore menées sur les moments de Zernike pour améliorer
la rapidité de leur calcul par des approximations [PBKMO07], ou encore pour mieux
expliciter leurs propriétés d’invariance [BHOO7]. Ils ont été derniérement combinés aux
ondelettes dans le cadre de la reconnaissance de caracteres [BS07].

Signature a base d’ondelettes

Présentation La théorie des ondelettes a été développée des les années 1900. Etudiées
en mathématiques, physique quantique, statistiques et plus récemment en traitement
du signal (1980), les ondelettes sont basées sur une extension de l'idée du filtrage passe-
haut (qui permet de filtrer les basses fréquences pour ne laisser passer que les hautes
fréquences). Un contraste important dans le domaine spatial (ciel clair au-dessus du sol
sombre) s’exprime par des valeurs élevées dans le domaine fréquentiel. L’information
fréquentielle peut étre extraite par transformée de Fourier ; cependant, avec I'utilisation
de cette transformée, il manque l'association avec le domaine spatial. L’intéret des
ondelettes réside dans le fait qu’elles sont basées sur des fonctions localisées a la fois
dans le domaine spatial et fréquentiel. Ces fonctions représentent des signaux dans
différentes bandes de fréquence, chacune suivant une résolution adaptée a I’échelle.

Description mathématique Les ondelettes peuvent étre décrites selon deux groupes :
les fonctions d’ondelette appelées ondelettes meres sont notées (z) et les fonctions
d’échelle appelées ondelettes péres sont notées ¢(z). On se réfere a ces deux groupes
par le terme de famille d’ondelettes. Les transformations appliquées aux ondelettes
meres et peres sont respectivement appelées ondelettes filles et fils. La premiere onde-
lette, qui est également la plus simple, a été développée par Alfred Haar en 1909. Elle
appartient au groupe d’ondelettes connu sous le nom d’ondelettes de Daubechies, dont
les fonctions d’échelle vérifient des propriétés intéressantes.

1 si0<z< 1/2
1 si0<r<l1 -
¢Haar<x) = { S% =7 wHaar(:C> = —1 sinon si 1/2 S <1
0 sinon ]
0 sinon

Une famille d’ondelettes est généralement décrite par sa fonction d’ondelette ou
ondelette mere. Elle doit vérifier certaines propriétés pour que la transformation en
ondelettes soit inversible de maniere stable :
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/ W()Pdr =1 (1) / (a)ldz < oo (2) / ba)dz =0 (3)

La fonction doit étre un élément de L*(R) et avoir une énergie normalisée, elle doit
étre un élément de L' (R) et avoir une moyenne nulle, enfin elle doit permettre ’addition
des coefficients en ondelettes sans changer le flux total du signal. D’autres propriétés
peuvent étre spécifiques aux applications. Par exemple, il peut étre nécessaire que la
fonction d’ondelette soit continue, ou que le support soit compact sur un intervalle
spécifique.

Un facteur de normalisation est généralement appliqué a la fonction d’ondelette afin
que l'ondelette fille hérite de toutes les propriétés de sa mere. Une ondelette fille est
définie par :

Yap(T) = a V%)((z —b)/a) avec a,b € Ret a #0

ol a est le facteur d’échelle ou facteur de dilatation, et b est le facteur de translation.
Le choix généralement fait est le suivant : @ = 277 et b = 279k avec j et k des entiers.
L’ondelette fille devient ainsi :

Yin(r) =272 — k)

Dans les transformées en ondelettes discretes, une fonction d’échelle ou ondelette
pere est nécessaire pour couvrir les basses fréquences. Il est utile de spécifier que 1’on-
delette pere doit avoir une moyenne égale a 1 :

/ (x)dz = 1

Les fonctions d’ondelettes de Haar étant discontinues, il n’est pas souhaitable de
les utiliser pour I'analyse de fonctions aux dérivées continues. Elles ne sont donc pas
préconisées pour le traitement des images. Les ondelettes de Daubechies [Dau92] font
partie des nombreux types d’ondelettes développés pour améliorer la transformée en
ondelette de Haar. Pour chaque entier r, la base orthonormée [Mal89] pour L*(R) est
définie par :
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Urjp(z) =2, (22— k)  jkEZ

ot la fonction ,(x) dans L*(R) est telle que {¢.(x — k)|k € Z} est une suite
orthonormée dans L?(R). Ici, j est le facteur d’échelle, k est le facteur de translation et
r le facteur du filtre.

En reconnaissance de formes, on trouve différentes méthodes de calcul des invariants
basés sur les ondelettes. L’approche de Shen et Ip [SI99] présente une formule générale
pour obtenir n'importe quels moments invariants a la rotation et ils en déduisent sous
certaines contraintes une formulation des moments a base d’ondelettes. L’approche de
Chen et al. [CBK03] combine 'utilisation de la transformée de Fourier et de la trans-
formée en ondelettes.

Exemples d’application Les nombreuses applications concernent la reconnaissance
de caracteres ou de symboles [CBKO03, [TV06, RMOT7], la reconnaissance de visages
[KP05], la compression et le débruitage d’images [BV07], la fusion d’images [AZDO07].
Les ondelettes ont été combinées avec succes aux réseaux de neurones dans un objectif
de classification [CBKO03, [ATP05].

Conclusion

Comme en attestent les références citées précédemment dans les différents exemples
d’application, les signatures statistiques utilisées pour la description des symboles vé-
rifient toutes une bonne robustesse au bruit et les propriétés d’invariance nécessaires
au contexte de reconnaissance d’objets graphiques détériorés issus de documents (voir
Tab. [1.T). De plus, elles proposent un large panel de descripteurs statistiques et offrent
ainsi une information de caractérisation des symboles relativement complémentaire.

1.2.2 Approches structurelles

Par définition, une signature structurelle vise a représenter la "structure” de la forme.
Souvent, cette signature repose sur une décomposition de la forme en primitives élé-
mentaires et sur une description des relations entre ces primitives. On appelle primitive
élémentaire ou primitive graphique tout regroupement de pixels de la forme : lignes,
arcs de cercle, régions, vecteurs, ... Techniquement, une signature structurelle peut
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TAB. 1.1 — Synthese des propriétés des signatures statistiques étudiées
E 5
= = 2
SEE (TE
0 =
TElEe|tE
AR
Signatures Représentation | Invariance et propriétés | =~ £ | = & | & T
statistiques
Invariants de Domaine Translation + + -
Fourier-Mellin fréquentiel Rotation
Changement d’échelle
Gestion des formes
connectées
R-signature Domaine Translation + + +
(Radon) spatial Rotation
Changement d’échelle
Moments de Domaine Translation ++ | ++ +
Zernike spatial Rotation
Changement d’échelle
Moments a base | Domaines Translation + + ++
d’ondelettes spatial et Rotation
fréquentiel Changement d’échelle

contenir, soit un ensemble de primitives, soit un ensemble de relations topologiques
(jonctions, parallélisme, ...), ou bien encore les deux a la fois. Dans ce dernier cas, la
signature structurelle est souvent représentée par un graphe relationnel ou les noeuds
du graphe sont, par exemple, les primitives graphiques, et les arcs du graphe sont
les relations topologiques entre ces regroupements. Selon les éléments intégrés dans la
signature structurelle, la description de l'objet graphique obtenue peut étre plus ou
moins élaborée. Outre les graphes, il existe aussi des approches syntaxiques basées
sur l'utilisation de grammaires. Une grammaire est constituée d’un alphabet d’éléments
terminaux (ensemble d’éléments de base), d'un alphabet d’éléments non-terminaux (en-
semble d’éléments plus complexes composés d’éléments de base), et d'un ensemble de
regles de grammaires. Ces dernieres modélisent la construction des éléments complexes
de maniere hiérarchique, a partir des éléments de base. Plusieurs types de grammaire
sont utilisés en reconnaissance de formes : grammaire de chaines, grammaire bidimen-
sionnelle, grammaire stochastique, ...
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Les méthodes de reconnaissance basées sur 'utilisation de signatures structurelles
integrent donc une information haut niveau et peuvent ainsi étre appliquées sur des
images de symboles en contexte, c’est-a-dire sur des symboles non segmentés. Elles pos-
sedent également l'avantage d’étre invariantes a l’échelle et a la rotation. Cependant,
elles sont assez sensibles au bruit et aux déformations et nécessitent souvent 'intégra-
tion de connaissances a priori sur les symboles traités. Leur limite est essentiellement
liée au caractere NP-complet des isomorphismes qui implique souvent d’introduire des
heuristiques pour élaguer les graphes.

Dans son étude bibliographique, M. Delalandre [Del05] présente une organisation des
méthodes d’extraction des primitives graphiques en sept catégories. En collaboration
avec S. Bernard et M. Delalandre [Ber(6], nous avons agrémenté cette classification
d’une huitieme catégorie :

Détection de contours. Cette catégorie de méthodes a pour but la détection des
points de contours (opérateurs morphologiques, suivi de contours ou encore dé-
composition en plages) puis le chainage de ces points de contours (codage de
Freeman [FreG1]).

Squelettisation. Il s’agit d’obtenir le squelette, c¢’est-a-dire les axes médians d’une
forme par amincissements successifs des traits, ou encore par transformée en dis-
tance.

Parcours de forme. L’objectif est également d’obtenir les axes médians de la forme
par des techniques de suivi de traits, ou de détection de jonction.

Décomposition en plages. Le principe est de décomposer une forme en trois caté-
gories de bandes verticales (ou horizontales) : plage "extrémité”, plage "ligne” ou
plage "jonction” afin de construire un graphe représentant ’organisation de ces
plages au sein de la forme.

Segmentation en régions. Ils’agit d’identifier et d’étiqueter chaque pixel d’une forme
comme appartenant a une région "extrémité”, "ligne” ou "jonction” (calcul de "dis-
tances d’orientation” dans toutes les directions pour former une courbe dont les
pics permettent d’identifier le type de région).

Sous-échantillonnage. Cette catégorie de méthodes consiste en l'application d'un
maillage (sous-échantillonnage) sur la forme, puis en la recherche de correspon-
dance entre chaque maille de la forme et des modeles de mailles référencées dans
une bibliotheque. A partir des mailles reconnues, il est possible de déterminer la
structure des primitives graphiques et leurs relations topologiques.

Graphes de composantes. Il s’agit de segmenter les pixels de la forme en compo-
santes connexes (ensemble de pixels interconnectés) pour obtenir les primitives
graphiques correspondantes a ces composantes connexes et leurs relations topolo-
giques (propagation, balayage de lignes, suivi de contours).
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Transformée de Hough/Radon. [Hou62, Radl7] L'objectif de ces méthodes est de
détecter dans une image un ensemble de formes géométriques simples connaissant
leurs équations paramétriques, comme par exemple des droites, des cercles, des
ellipses, ...

Dans le tableau synthétique [1.2, nous présentons les différentes caractéristiques de
ces huit catégories de méthodes. Tout d’abord, les différentes méthodes offrent des qua-
lités de représentation qui vont du simple ensemble de pixels a des représentations plus
riches sémantiquement tels que les vecteurs. Elles peuvent comporter des informations
sur les jonctions ou les axes médians des formes et proposent des propriétés de robustesse
et d’invariance plus ou moins intéressantes.

TAB. 1.2 — Synthese des propriétés des méthodes d’extraction de primitives graphiques

Méthodes Qualité de la représentation Robustesse | Invariance

Détection de | + Représentation exacte ++ ++

contours - Jonctions, axes médians

Squelettisation + Axes médians - +
- Distorsions de jonctions

Parcours de | + Primitives vecteurs + -

formes + Jonctions

Décomposition + Représentation riche - -

en plages + Jonctions, axes médians

Segmentations + Jonctions ++ ++

en régions - Sémantiquement faible

Sous- + Primitives graphiques de types variés - -

échantillonnage | + Sémantiquement riche

Graphe de com- | + Primitives composantes connexes ++ ++

posantes - Jonctions, axes médians

Transformée de | + Primitives de haut niveau ++ +

Hough/Radon + Jonctions, axes médians

Comme le précise S. Bernard [Ber(0], la plupart des catégories de méthodes font
I'objet d’'un compromis entre qualité de représentation et propriétés de robustesse et
d’invariance. Il semble ainsi que la méthode basée sur les transformées de Hough/Radon,
offre le meilleur compromis, de par sa représentation sémantiquement riche, et ses per-
formances en terme de robustesse et d’invariance. Grace a son caractere global, cette
méthode semble en effet pouvoir absorber différents types de bruit. Les capacités de
reconnaissance d'un systeme dépendent, en majeure partie, de la représentation struc-
turelle choisie. C’est pourquoi, il est essentiel, d’extraire des primitives graphiques de
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bonne qualité, qui constitueront les briques élémentaires de la structure finale représen-
tant le symbole.

Dans cet état de I'art, les différentes signatures structurelles présentées vont étre
ordonnées selon trois catégories :
— les signatures structurelles sous forme de liste de valeurs numériques
— les signatures composées de modeles de vecteurs, ¢’est-a-dire composés d’ensembles
de vecteurs ou d’agencements simples de vecteurs (tels que des jonctions particu-
lieres, des formes rectangulaires, triangulaires, . . .)
— les signatures sous forme de graphe

A - Signatures structurelles sous la forme d’une liste de valeurs numériques

Dans ses travaux [Hua97|, Huang utilise un code binaire pour représenter les objets
ainsi que leur agencement au sein des images. Ce code, appelé 72D Ct-string”, est un
vecteur numérique contenant une suite de 0 et de 1. L’auteur dénombre 13 relations
spatiales entre 2 objets et 9 types de similarité entre 2 paires d’objets qui lui permettent
de caractériser les objets des images. L’objectif est d’effectuer I'indexation des images
de grandes bases de données ou de rechercher une image dans la base. Il est possible a
partir des données contenues dans la signature, de reconstruire les objets d’une image.

Dans leurs travaux [GW96, GSW02], Geibel et Wysotzki proposent une signature
structurelle sous la forme d’une liste de valeurs numériques, obtenue a partir de graphes
relationnels. En effet, le principe de leur méthode est de construire un graphe relation-
nel par symbole a décrire. Les nceuds du graphe représentent les primitives graphiques
et les arcs sont les relations topologiques entre ces primitives graphiques. Pour chaque
graphe relationnel, les auteurs calculent la matrice d’adjacence correspondante, qu’ils
élevent au carré, au cube, ou plus, ce qui leur permet d’obtenir tous les chemins de
longueur 2, 3 ou plus du graphe relationnel correspondant. Ces chemins de longueurs
n représentent des modeles d’agencement des primitives graphiques. Chaque symbole
est alors représenté par une signature sous forme d’un vecteur numérique. Dans cette
signature, la i-eme valeur correspond au nombre de fois ou le modele d’agencement des
primitives graphiques ¢ est présent dans le symbole. Pour la reconnaissance, les auteurs
utilisent par la suite un arbre de décision. Ainsi, ils valident au fur et a mesure de la
progression dans l'arbre, la présence ou l'absence des différents modeles d’agencement
des primitives graphiques, ce qui leur permet de déterminer une classe pour le sym-
bole a reconnaitre. Cette signature a 'avantage d’allier une représentation haut niveau,
adaptable a la reconnaissance en contexte, et une facilité d’utilisation conjointe avec
une signature statistique. De plus, les modeles de vecteurs ne sont pas fixés a I'avance
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comme c’est le cas d’ordinaire pour ce type de signature, mais sont calculés a partir
des symboles. En plus, il est possible de choisir le degré de précision des modeles de
vecteurs en choisissant des chemins plus ou moins longs.

L’approche de Dosch et Lladés [DL04] consiste a décrire les relations spatiales entre
les paires de segments voisins qui constituent le symbole. Chaque paire est décrite par
une relation spatiale et un facteur de qualité traduisant la pertinence de la relation.
Les 5 relations considérées sont les suivantes : parallélisme avec ou sans chevauchement,
colinéarité, jonction en L et jonction en V. Pour les relations spatiales comme pour le
facteur de qualité, des seuils doivent étre fixés afin de sélectionner seulement les rela-
tions pertinentes. La signature est alors obtenue en comptant le nombre d’occurences
de chacune des 5 relations spatiales considérées dans le symbole. Les auteurs obtiennent
de bons résultats en contexte, c’est-a~dire sur des symboles non segmentés (par exemple
sur des plans architecturaux). Cependant, les résultats dépendent beaucoup de la vec-
torisation qui doit faire face a certaines difficultés (probléeme des petites dimensions et
des arcs de cercles) et entraine un nombre important de fausses détections.

Dans [RnL05], Rusinol et Lladds ont basé leur approche sur la méthode de Dosch
et Llados. L’'image du symbole est vectorisée, puis, le graphe attribué représentant le
symbole est construit. Les noeuds du graphe sont les segments et les arcs sont les relations
structurelles. Il est alors possible de calculer la matrice d’adjacence correspondante au
graphe. On examine ’ensemble des sous-matrices contenant 2, 3 ou 4 nocuds. Les auteurs
considerent qu'une seule ligne de la matrice permet de caractériser la forme codée par
la matrice. La ligne est mise sous la forme d’un mot. La signature est alors composée du
nombre d’occurences de chacune des formes codées par les sous-matrices, ¢’est-a-dire du
nombre d’occurences de chaque mot. Un dictionnaire est nécessaire pour mémoriser les
équivalences entre les mots, car plusieurs mots peuvent représenter la méme forme. Les
tests ont été réalisés sur les symboles segmentés de la base GREC2003 [GREO3] (données
synthétisées), sur les symboles de plans architecturaux en contexte (données réelles)
et également sur des symboles dessinés & la main. Comme dans [DL04], les résultats
obtenus en reconnaissance sont bons et les auteurs rencontrent les mémes difficultés. Le
passage aux données réelles entraine notamment un grand nombre de fausses détections.
Cette approche suit également le méme principe que celui de 'approche de Geibel et
Wysotzki énoncée précédemment : dans leur cas, ils utilisaient les chemins de longueur
n du graphe relationnel, alors qu’ici, les auteurs passent par les sous-matrices de la
matrice d’adjacence.

Fonseca et al. [FI'.J05] proposent une méthode de classification de formes génériques
décrites par 2 types de descripteurs. L’objectif est d’estimer la ressemblance entre une
forme donnée et un ensemble restreint de formes simples. Ils utilisent des descripteurs
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topologiques (caractéristique globale du dessin : inclusion, adjacence) et géométriques
(caractéristique locale : ratios des aires, ratios des périmetres de certains polygones).
Les auteurs ont comparé cette méthode a 5 autres méthodes considérées comme les plus
performantes en description de formes dont les moments de Zernike, les descripteurs de
Fourier, la triangulation de Delaunay, . .. Ils obtiennent les meilleurs résultats en rappel-

I excepté lorsque 1'objet & reconnaitre et d’autres objets de la base sont tres

précision
ressemblants (rappel inférieur ou égal a 20%). Dans ce cas seulement, les moments de

Zernike sont plus perfomants.

Les travaux de Surapong et al. [SHG™05] présentent une signature structurelle calcu-
lée a partir de 'organisation spatiale de différentes couches de segmentation, dans le but
de caractériser des images de lettrines. En effet, il s’agit de réaliser la segmentation d’une
méme image a différents seuils pour obtenir des couches d’informations distinctes. Les
auteurs obtiennent alors ’organisation spatiale des informations contenues dans chaque
couche en calculant la longueur de l’arbre recouvrant minimum (Minimum Spanning
Tree), ainsi que les relations (angle et distance) entre les deux axes principaux d’inertie.

Le tableau 1.3/ propose un récapitulatif des caractéristiques des signatures structu-
relles sous la forme d’une liste de valeurs numériques qui viennent d’étre présentées.

B - Signatures structurelles composées de modeles de vecteurs

Dans leurs travaux [PP00], Parker et Pivovarov proposent une méthode de recon-
naissance basée sur les modeles de vecteurs. A partir des symboles de I’ensemble d’ap-
prentissage, ils construisent des modeles de vecteurs par squelettisation. Le squelette
est débarrassé de ses petites imperfections pour obtenir un ensemble de segments d’un
pixel d’épaisseur. Pour obtenir un modele comportant la méme épaisseur de trait que
le symbole d’origine, les auteurs approximent alors ’épaisseur des traits et ajoutent
sur le squelette des rectangles dont la largeur correspond a cette épaisseur estimée. Les
rectangles sont remplis et forment ainsi le modele du symbole. Pour gérer I'invariance
a la rotation, les auteurs proposent de déterminer l'orientation de ’axe principal du
symbole par le calcul de moments ou de la matrice de covariance, afin de tourner le mo-
dele selon la bonne orientation avant d’effectuer ’appariement. De la méme maniere, la
gestion de I'invariance a ’échelle est réalisée en évaluant 1’échelle du symbole au moyen

'Rappel : rapport du nombre d’objets pertinents trouvés au nombre total d’objets per-
tinents. Précision : rapport du nombre d’objets pertinents trouvés au nombre total d’objets
sélectionnés. Soient .S I’ensemble des objets qu’un processus considere comme vérifiant la pro-

priété recherchée, et V' I’ensemble des objets qui vérifient effectivement cette propriété, alors
R=[SOVI/IV]et P =[SOVI/|S]|
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TAB. 1.3 — Comparaison des signatures structurelles sous la forme d’'une liste de valeurs
numeériques

Méthodes | Construction | Recherche | Construction de la | Taille de la signature

d’un graphe de formes | signature
simples
[Hua97] Par paire | Présence / absence | Dépend des données
d’éléments | d’agencements
[GW96, Graphe de Comptage de che- | Dépend des données
1SWO02] | vecteurs mins dans le graphe
[DL04] Par paire | Comptage d’agen- | 5 valeurs
d’éléments | cements
[RnL05] | Graphe  de Comptage des che- | Dépend des données
vecteurs mins  (utilisation
d’un dictionnaire)
[EFJ05] Graphe de ré- Ratios d’aires, de | Descripteur topolo-
gions périmetres des | gique : dépend des
polygones; Valeurs | données;  Descrip-
propres de la ma- | teur géométrique
trice d’adjacence 11 valeurs
[SHGT05] | Graphe de ré- Poids de I'arbre re- | 3 valeurs par couche
gions (MST) couvrant minimum | de segmentation

d’une boite englobante et en recalant le modele a cette échelle. Les résultats obtenus
sur des symboles électroniques sont tres encourageants, étant donné que la méthode a
remporté le concours de reconnaissance de symboles a la conférence ICPR 2000 (Inter-
national Conference on Pattern Recognition), avec seulement un modele généré a partir
d’un symbole de I'ensemble d’apprentissage. La méthode a également été testée sur des
symboles manuscrits avec trois modeles générés par symbole et obtient de bons résul-
tats. Dans cette approche, les auteurs ont fait I'hypothese que les symboles sont d’une
épaisseur constante. Une variation de I’épaisseur pourrait donc entrainer des erreurs de
classification, de méme qu’'une épaisseur de traits des symboles trop fine.

Huang et al. [HTLO3] ont mis en place un systeme de reconnaissance de diagrammes
basé sur des modeles. Les graphiques décrits par des modeles sont de quatre types :
histogramme, diagramme circulaire, graphique sous forme de courbes et graphique en
barres. La reconnaissance est réalisée a deux niveaux : un appariement au niveau ca-
ractéristique, pour localiser les objets de base, et un appariement au niveau objet,
pour déterminer s’il correspond bien a un modele de diagramme. La premiere étape
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du traitement consiste a séparer le texte des éléments graphiques. La partie texte est
traitée par un OCR (Optical Character Recognition), mais le résultat n’est pas tres
convaincant du fait que les polices des diagrammes sont souvent de tres petite taille et
suivent différentes orientations. Une vectorisation est appliquée a la partie graphique
pour extraire les segments, les arcs de cercle et les contours. Elle consiste a partir d'un
ensemble de pixels alignés, a examiner son voisinage horizontalement et verticalement,
pour prolonger cet ensemble jusqu’a retrouver un arc de cercle ou un segment. Parmi
les éléments vectorisés, les auteurs recherchent les propriétés de parallélisme, perpendi-
cularité, ou convergence qui permettent de décrire les barres, les camemberts, les lignes,
... Les éléments recherchés étant connus, de nombreuses contraintes sont établies pour
les caractériser. Ensuite, une mesure de vraisemblance permet de déterminer si un dia-
gramme est présent dans l'image, et si c’est le cas, de connaitre son type. Enfin, les
données numériques sont extraites en examinant les attributs du diagramme. Les tests
de reconnaissance ont été effectués sur des diagrammes issus d’Internet ou de documents
scannés. Le type de diagramme est parfaitement reconnu sur cet ensemble de test et
I'extraction des données numériques est relativement précise.

C - Signatures structurelles sous forme de graphe

Parmi les signatures sous forme de graphe, nous distinguerons :

— le graphe des vecteurs : ou les nceuds sont des vecteurs (segments, cercles, arcs de
cercles) et les arcs sont les relations topologiques entre ces vecteurs.

— le graphe des régions : ou les nceuds sont des régions et les arcs sont les relations
topologiques entre ces régions.

Ces approches a base de graphe sont limitées par les contraintes liés a 1’isomor-
phisme de graphe. En effet, pour reconnaitre les symboles, il est possible de réaliser
une comparaison des graphes deux a deux. Or, cette comparaison est un probleme
NP-complet, c’est-a-dire que les algorithmes employés sont exponentiels, il n’existe pas
d’algorithme polynomial. Une autre possibilité, pour réaliser I’étape de reconnaissance,
consiste a utiliser des grammaires. Le principe est d’appliquer des regles de grammaire
pour transformer le graphe a reconnaitre en graphe modele (issu de I’étape d’appren-
tissage). Enfin, il est également possible de réaliser la reconnaissance en utilisant une
distance d’édition. En cas de présence de bruit, des nceuds ou arcs supplémentaires
peuvent apparaitre dans le graphe qui peuvent ainsi perturber I’analyse des graphes.
Pour étre assez robuste, un bon appariement doit pouvoir intégrer une certaine tolérance
aux erreurs.
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Dans la référence [DTOL05], Delalandre et al. proposent une approche a base de
graphe pour représenter les symboles. Des pré-traitements (opérations morphologiques
et filtrage), adaptés en fonction de I’épaisseur des traits et la surface occupée par la
forme, sont tout d’abord appliqués. Ensuite, les auteurs ont la possibilité de construire
plusieurs types de graphes : un graphe de régions qui peut contenir différents types
d’information (relations d’inclusion, relations de voisinage entre les occlusions et/ou
les éléments de base); un graphe de vecteurs qui peut combiner plusieurs approches
(squelettisation, détection de contours, vectorisation, ...). Ces deux types de graphes
sont adaptables selon le contexte de reconnaissance. Un formalisme de connaissances
structurelles est mis en place pour justement permettre cette adaptabilité au contexte.
La reconnaissance est effectuée par un algorithme d’appariement basé sur un critere de
similarité des nceuds et des arcs des graphes.

Dans leurs travaux [YWO03, WZY06], Wenyin et al. proposent une description des
symboles par un graphe contenant les primitives graphiques structurelles des symboles
ainsi que leurs relations (parmi quatre types de contraintes géométriques). L’apprentis-
sage consiste en la construction du graphe avec la description des primitives graphiques
(taille, position et orientation) et I'intégration des types de contraintes vérifiées par le
symbole (intersection, parallélisme, perpendicularité, arcs de cercle et cercles). Par cette
méthode, le graphe de vecteurs obtenu n’est pas unique. La reconnaissance ne peut donc
pas étre réalisée par un appariement de graphes. Pour reconnaitre un symbole, les au-
teurs recherchent dans le dessin la présence des primitives graphiques et leurs relations.
Pour améliorer la reconnaissance, 1'utilisateur peut modifier les graphes pour indiquer
les primitives graphiques manquantes ou mal reconnues.

Dans l'approche de Qureshi et al. [QJHO06], le graphe de vecteurs utilisé est un
peu particulier. En effet, chacun de ses noeuds représente un quadrilatere et ses arcs
correspondent aux relations spatiales entre paire de quadrilateres. Les quadrilateres
sont une forme originale de vectorisation des segments, car généralement les segments
sont représentés par leurs contours ou leur squelette. Un quadrilatere est décrit par
plusieurs attributs, parmi lesquels on trouve la longueur de son axe médian et une zone
d’influence. Cette zone d’influence est de forme rectangulaire et dépend des dimensions
du quadrilatere. Seuls les quadrilateres dont les zones d’influence se chevauchent sont
en relation dans le graphe de vecteurs. Dans cette application, les noeuds du graphe
contiennent la longueur relative du quadrilatere par rapport a la plus grande longueur
observée sur l'image, et les relations spatiales se résument a ’angle formé entre les
axes médians des quadrilateres. L’appariement des graphes est obtenu en calculant une
mesure de similarité. Cette mesure évalue la distance entre les attributs décrivant les
neeuds et la distance entre les attributs décrivant les arcs du graphe. De plus, cette
mesure integre des pénalités lorsque un nceud ou un arc du graphe G est associé a
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plusieurs autres dans le graphe G5. Les résultats de reconnaissance obtenus par cette
approche sur la base GREC 2003 [GREO03] sont tres satisfaisants.

Dans la référence [DH.J06], Deruyver, Hodé et Jolion mettent en place un processus
de segmentation en régions, dont le principe est d’associer un graphe d’adjacence de ré-
gions et un graphe sémantique. Ces deux types de graphes utilisent un formalisme assez
proche. Le graphe sémantique représente les relations entre les composants élémentaires
sémantiques de I'image. Il s’agit alors de mettre en correspondance le graphe de régions
représentant une segmentation de I'image et le graphe sémantique représentant I’'objet
recherché. La mise en correspondance utilisée est basée sur un critere de relaxation
controlant la consistance d’arc du graphe sémantique a deux niveaux de contraintes
(inter-nceuds et intra-nceud). Le principe est de faire évoluer le graphe d’adjacence de
régions pour le faire correspondre au graphe sémantique. Pour fusionner deux régions
du graphe d’adjacence, il faut pouvoir évaluer si elles sont assez similaires, ce qui est dé-
terminé au moyen d’un seuil. La meilleure valeur de seuil permet d’obtenir un minimum
de régions et une compatibilité avec le graphe sémantique. L’algorithme est itératif et
se poursuit tant que la segmentation permet d’obtenir un graphe arc-consistant. Des
tests ont été effectués sur des visages humains pour reconnaitre les zones correspondant
aux cheveux, aux yeux, a la bouche, ...

Zuwala et Tabbone [ZT06] présentent une méthode de segmentation de symboles
dans les documents graphiques sans connaissance a priori. Le traitement débute par la
construction d’'un graphe de jonctions ou les noeuds représentent les chaines de points
reliant deux points de jonction. Le but est ensuite d’isoler les chaines de points, qui
caractérisent un symbole, en fusionnant successivement les nceuds du graphe de jonc-
tions, selon un critere d’aggrégation. Ce critere dépend de la compacité de I’ensemble de
chalnes de points et de son degré de convexité. A chaque étape de fusion, le graphe re-
présente un symbole potentiel. Pour la reconnaissance d’un symbole, les candidats sont
tout d’abord filtrés a partir de criteres géométriques simples. Ensuite, le descripteur
statistique ART (Angular Radial Transform) est calculé parmi les symboles candidats
restants.

Le tableau 1.4 propose un récapitulatif des caractéristiques des signatures structu-
relles sous forme de graphes qui viennent d’étre présentées.

Conclusion

Les propriétés des trois types de signatures structurelles présentés dans cet état de
I’art sont données dans le tableau/1.5. On constate que lorsque la qualité de la description
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TAB. 1.4 — Comparaison des signatures structurelles sous forme de graphes

23

Méthodes | Type de graphe Principe de la reconnaissance
[DTOLOS] | Graphe de régions et | Appariement de graphes selon un
graphe de vecteurs critere de similarité des noeuds et
des arcs
[YWO03, Graphe de vecteurs Recherche des primitives gra-
WZY06] phiques et de leurs relations dans
les images
[QJHO6] Graphe de vecteurs | Appariement de graphes selon un
(quadrilateres) critere de similarité des nceuds et
des arcs
[DH.JOG] Graphe de régions et | Mise en correspondance selon un
graphe sémantique critere de relaxation controlant la
consistance d’arc a deux niveaux
de contraintes du graphe séman-
tique
[ZT06] Graphe de vecteurs | Filtrage des candidats selon des
(points de jonction et | criteres géométriques simples,
points terminaux) puis application du descripteur
ART

s’améliore, la complexité du traitement augmente. Les méthodes les plus cotteuses
offrent aussi des perspectives d’applications intéressantes, telle que la reconnaissance en
contexte, c¢’est-a-dire lorsque les objets graphiques a reconnaitre ne sont pas segmentés
(isolés).

1.2.3 Utilisation conjointe des approches statistiques et struc-
turelles

Dans les parties précédentes, nous avons présenté des exemples applicatifs d’ap-
proches statistiques et structurelles. Ces deux types d’approches possedent leurs propres
avantages. Les signatures statistiques fournissent une information bas niveau relative-
ment robuste au bruit, et les signatures structurelles proposent une représentation plus
ou moins complexe qui integre une description sémantique des objets, plus proche de
la perception visuelle humaine. Plusieurs auteurs ont trouvé un intérét a combiner ap-
proches statistiques et structurelles, afin de tirer partie de leurs qualités respectives.
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TAB. 1.5 — Propriétés des signatures structurelles

o | 8
Signatures S | & | 8 Complexité Divers
Sous la forme dune | - - | + | Peu complexe | Liaison simple avec un
liste de valeurs numé- classifieur statistique
riques
Composée de modeles | + | +4 | - | Complexité Les plus performantes
de vecteurs moyenne actuellement
Graphe ++ | - | + | Tres complexe | Simple a adapter pour
de la reconnaissance
en contexte (ie. sym-
boles non segmentés)

Comme nous 'avons précisé dans le tableau [1.5, ’ensemble des signatures structu-
relles mises sous forme de listes de valeurs numériques peuvent étre intégrées dans un
classifieur statistique et ainsi étre utilisées conjointement avec une signature statistique.
C’est cette approche qui a été choisie par [HPM'98] pour combiner information statis-
tique et structurelle. De leurs cotés, les auteurs des travaux [DHAT02] et [LATT05] ont
choisi un autre procédé : ils ont introduit une description statistique des régions dans
une structure de graphe.

Heutte et al. présentent une méthode de reconnaissance de caractéres manuscrits
[HPM™98] (chiffres, lettres en capitale et graphemes). A partir de 7 familles de des-
cripteurs structurels et statistiques : moments invariants, projections verticales et ho-
rizontales, profils selon quatre directions, intersections avec des lignes droites, occlu-
sions (une occlusion est une fermeture dans la forme, par exemple un ”8” comporte
deux occlusions, un ”0” comporte une occlusion, un "m” n’en comporte aucune) et arcs
concaves, extremum, points de terminaison et de jonction, ils composent une signature
statistico-structurelle de 124 caractéristiques. L’apprentissage est réalisé en partition-
nant les classes deux a deux par des hyperplans. Pour la classification d’un caractere, il
faut observer sa position par rapport a chaque hyperplan séparant les paires de classes.
Lorsqu’une classe correspond mieux au caractere que les autres classes, un niveau de
confiance lui est attribué (distance séparant cette classe de la 2nde meilleure classe).
L’étape de reconnaissance renvoie un vecteur de toutes les classes ayant obtenu un ni-
veau de confiance non nul classées par ordre décroissant. Les bons résultats obtenus
sur les caracteres suggerent que l'utilisation de classifieurs multiples n’est pas la seule
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alternative pour améliorer les taux de reconnaissance.

Delalandre et al. [DHAT02] présentent une approche statistico-structurelle de re-
connaissance de symboles. Cette méthode se décompose en plusieurs étapes : extraction
des occlusions, extraction des composantes invariantes a l'orientation et au changement
d’échelle, reconnaissance statistique des occlusions, construction des graphes d’occlu-
sions composant les symboles, reconnaissance structurelle des symboles. Pour la partie
statistique, les occlusions sont caractérisées par trois types de descripteurs : les mo-
ments de Zernike, les invariants de Fourier-Mellin et les sondes circulaires. A partir
des résultats de reconnaissance statistique des occlusions, un graphe d’occlusions, vé-
rifiant une contrainte de distance et/ou de nombre de connexions entre les occlusions,
est ensuite construit. La reconnaissance structurelle des symboles est ensuite calculée
par appariement de graphes. L’appariement dépend d’un critere de similarité basé sur
le recouvrement entre les graphes. Les tests applicatifs sont réalisés sur des symboles
extraits de plans de réseaux France Télécom et des symboles météorologiques.

Locteau et al. [LATT05] proposent une méthode de classification combinant des
descripteurs statistiques et structurels. Chaque symbole est décrit par un graphe d’ad-
jacence de régions. Les nceuds représentent les régions (occlusions du symboles) qui sont
décrites selon deux formalismes différents : une description des frontieres des régions au
moyen de primitives vectorielles et une description du contenu des régions au moyen
de moments invariants. Pour 'apprentissage, les auteurs génerent plusieurs symboles
bruités (bruit caractérisant l'impression, la photocopie ou la numérisation) a partir
d’un symbole modele pour obtenir un ensemble plus conséquent de représentants par
classe. Au commencement, chaque occlusion se voit attribuer un label, puis le nombre
de dimensions est réduit grace a une méthode d’analyse en composantes principales.
Chaque nuage de points est approximé par une distribution gaussienne multivariée. La
reconnaissance d’un symbole est alors réalisée par application de la regle de décision de
Bayes.

Conclusion

Les signatures statistiques et structurelles qui viennent d’étre décrites possedent des
propriétés d’invariance et de robustesse intéressantes. Cependant, les descriptions des
symboles qu’elles proposent peuvent s’avérer insuffisantes lorsque le probleme de re-
connaissance se complexifie. En effet, les systemes de reconnaissance doivent faire face
au probleme de passage a 1’échelle. Il s’agit de vérifier de quelle maniere un systeme
se comporte lorsque le nombre de classes de symboles augmente fortement (plusieurs
centaines de classes) et également lorsque le nombre d’objets par classe augmente. Gé-
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néralement, les performances de reconnaissance des systemes ont tendance a chuter avec
I’augmentation du nombre de classes. Cette baisse peut s’expliquer par le manque de
discrimination des signatures. Mais il faut savoir que plus on cherche a étre discriminant,
plus la description des symboles doit étre précise et complexe, et plus la robustesse au
bruit risque de diminuer. Il faut donc trouver le bon compromis entre complexité de
la description et robustesse. C’est pourquoi, la robustesse au passage a 1’échelle est un
sujet de recherche d’importance majeure.

Un autre sujet en pleine expansion concerne la reconnaissance de symboles en
contexte. Le probleme de reconnaissance est plus complexe car les symboles ne sont pas
segmentés. Plusieurs symboles sont disposés sur une méme image, et parfois connectés
entre eux, comme par exemple sur des schémas électriques. Ce contexte a permis de
faire ressortir la dualité du probléeme [L1a06] : "reconnaitre pour segmenter” ou “seg-
menter pour reconnaitre” ? Certains systemes de reconnaissance fonctionnent bien dans
le cas segmenté, mais dans certains contextes, les symboles peuvent étre tres difficiles a
segmenter.

1.2.4 Classifieurs usuels en reconnaissance d’images

La littérature foisonne de méthodes de classification qui peuvent étre réparties en
différentes familles selon qu’elles sont basées sur I'utilisation de graphes, de fondements
probabilistes, d'une simple distance entre les objets de ’apprentissage, ... Il faut noter
qu’elles sont souvent corrélées aux signatures utilisées pour décrire les données.

Les auteurs des travaux présentés dans la référence [LLO1] proposent une compa-
raison du perceptron multi-couches, des réseaux de neurones bayésiens, des machines
a vecteur de support et du bayésien naif. Les résultats expérimentaux sont meilleurs
pour les réseaux de neurones bayésiens et les machines a vecteur de support mais ces
méthodes nécessitent de trouver la bonne distribution ou le bon paramétrage.

Dans le livre [CMEKNMO02], les auteurs proposent une bonne description des techniques
d’apprentissage artificiel et de reconnaissance de formes, et en particulier sur I'utilisation
des réseaux de neurones.

La référence [GRCO3] donne une comparaison entre les k-plus proches voisins (k-
ppv) et les machines a vecteur de support (SVM), dans le domaine de la reconnaissance
d’émotions. Ce domaine particulier nécessite un tres grand nombre de descripteurs. Les
résultats montrent que les SVM perdent leurs avantages face aux k-ppv lorsqu’en amont
la sélection des attributs est tres efficace.
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Fi1G. 1.1 — Exemple d’arbre de décision

Quel temps fait-1l?

Hauteur des vagues?

ﬁ: 1.50m|1.50m & 2.50m
Marée montante? Je vais faire du surf

oui non
Je vais faire du surf Je reste chez moi

Je reste chez moi

Plus récemment, Gunes, Ménard et Loonis ont présenté un état de l'art sur les
classifieurs dans la référence [GMLPRO4] ; Pobjectif de cette analyse était de les utiliser
conjointement.

Nous allons a présent développer plus précisément six méthodes couramment em-
ployées en reconnaissance. L’objectif n’est pas de décrire en détail les algorithmes, mais
de donner une intuition sur leur fonctionnement et de mettre en avant leurs points forts
et leurs faiblesses. Cette étape nous parait nécessaire pour mieux situer le classifieur
utilisé au cours de ce travail de these.

Arbre de décision

Les arbres de décision sont largement utilisés dans le domaine de la classification
et surtout en classification supervisée. Ils ont notamment fait I’'objet de nombreuses
recherches par le passé et sont encore actuellement un axe de réflexion important [BK99,
CF04, Rak05, 'Ait08]. Les méthodes de classification basées sur les arbres de décision
les plus connues sont CART [BFOS84], ID3 [Quig6] et C4.5 [Qui93].

Un exemple d’arbre de décision est présenté en figure 1.1. Il s’agit de déterminer si la
personne va faire du surf ou bien va rester chez elle selon les conditions météorologiques

et les mardées.

Les noeuds d’un arbre de décision sont appelés neeuds de décision car chaque noeud
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décrit un test sur I'une des primitives qui doit permettre de partitionner les objets.
On peut ainsi associer a chaque nceud de décision 'ensemble D de primitives a tester.
Le test doit donc étre applicable a ’ensemble des objets. A chaque réponse au test
est associée une branche qui conduit vers un autre nceud de décision ou bien vers une
feuille. Les feuilles sont les nceuds terminaux de 'arbre. Chaque feuille correspond a
une classe, c¢’est-a-dire a une prise de décision. Plusieurs feuilles peuvent représenter la
meéme classe.

Lors d’une procédure de classification, on parcourt l'arbre a partir de sa racine
(le premier noeud de décision), puis on progresse vers d’autres nceuds de décision en
fonction des réponses aux tests, jusqu’a atteindre une feuille, c¢’est-a-dire trouver la
classe de l'objet.

En général, les arbres de décision donnent de bons résultats dans la pratique.
Cette structure est intéressante car elle est facilement compréhensible par 1'utilisa-
teur. De plus, elle permet une traduction immédiate en regles de décision. Ces regles
sont d’ailleurs mutuellement exclusives, c’est-a-dire qu’il n’est pas possible d’avoir deux
feuilles différentes possédant les mémes primitives de description.

Cependant, les arbres de décision possedent quelques inconvénients. Tout d’abord,
les méthodes de construction sont non optimales; elles ne permettent pas de créer
I’arbre, parmi tous les possibles, qui permettra d’obtenir la meilleure classification. De
plus, les choix dans la construction ne sont jamais remis en question (pas de back-
tracking) et l'ordre dans lequel les primitives sont étudiées est figé. L utilisation d’un
ensemble d’échantillonnage peut entrainer un probleme de biais inductif. En effet, si
I’ensemble d’échantillonnage n’est pas assez représentatif, I’erreur commise sur la clas-
sification peut se réveler assez conséquente. Enfin, il peut étre difficile de faire un choix
parmi les nombreuses heuristiques relative a la construction de I’arbre.

C-Moyennes Floues

Cet algorithme (Fuzzy c-Means) a été créé par Bezdek en 1987 [CDBS&6]. C’est une
méthode de classification non supervisée. Le principe est de former des groupes d’objets
d’apres leur positionnement et d’essayer de faire converger ces groupes de maniere a ce
qu’ils correspondent aux classes. Il s’agit d’optimiser un critére qui permet de minimiser
I’éparpillement des objets de chaque groupe et de maximiser 1’écart entre les groupes.
Les groupes sont représentés par leur centre de gravité. Plus précisément, pour obtenir
une classification des objets en ¢ classes, il s’agit de sélectionner aléatoirement ¢ points
(centroides). Ensuite, chaque objet est affecté au centroide le plus proche en terme de
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distance (plus fort degré d’appartenance). Tous les objets affectés & un méme centroide
constituent un groupe (cluster). Pour chaque cluster, on peut alors calculer un nouveau
centroide (centre de gravité du cluster). Le processus est itéré jusqu’a obtenir un par-
titionnement stable, ot les objets restent affectés au méme cluster pour deux itérations
successives. Pour cet algorithme, il est donc nécessaire de fixer le nombre de classes.

Le critere a optimiser est le suivant :

C n
(U, V, X) § j§ ultd?(x,v;)
=1 j=1
n
! ot v, — 2=t i
Y Z ( (2,vi) )%1 ’ D i Ul
k=1 x]ﬂ)k = J
ou ¢ est le nombre de classes, X = {x1,...,x,} représente ’ensemble des objets, U =

{u;; = ui(x;),1 < i < ¢, 1 <j < n} estla matrice des partitions floues de X avec
w;; € [0,1] le degré d’appartenance de z; a la classe i, V = {vy,...,v.} représente les
centroides des classes, et m € [1,+00] est le facteur flou qui controle le recouvrement
entre les classes.

L’algorithme 1| présente le déroulement de la classification par les C-Moyennes
Floues. Cette méthode permet d’obtenir la matrice U des degrés d’appartenance des
objets a chacune des classes. On peut ainsi déterminer la classe la plus plausible (plus
fort degré d’appartenance) mais aussi connaitre le degré de chevauchement entre les
classes. Le probleme classique de cette méthode est de pouvoir fixer automatiquement
le nombre de classes.

Entrées: ¢, X, U et V
Sorties: U
début

Initialiser U et V' aléatoirement;

Initialiser m > 1;

répéter
Calculer U = {u;; pour i =1,...,¢,j=1,...,n} et
V =Av; pouri=1,...,c}

jusqua [Jit— Jb | > €

fin
Algorithm 1: Algorithme des C-Moyennes Floues
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K plus proches voisins

Cette méthode de classification tres simple et relativement efficace a largement été
étudiée |[CHGT, Das91]. Le principe de cette méthode est de considérer que les objets
d’'une méme classe sont rassemblés au sein de nuages de points et donc censés étre
proches les uns des autres (au sens de la distance), alors qu’ils seront plus éloignés des
objets d'une autre classe. C’est une approche de classification supervisée non paramé-
trique étant donné qu’elle ne fait pas d’hypothese sur le modele des données.

Cette méthode des k plus proches voisins nécessite donc 'utilisation d’une mesure de
similarité entre deux objets. Pour désigner la classe a attribuer a un nouvel objet, il faut
calculer les distances qui le séparent de tous les autres objets et considérer seulement
les classes des objets correspondant aux k plus petites distances obtenues. La classe
majoritaire parmi les k objets les plus proches sera affectée a I'objet a reconnaitre.

La méthode des k plus proches voisins a le mérite d’étre assez simple a mettre en
ceuvre et les résultats obtenus sont facilement interprétables. En revanche, elle nécessite
de conserver I’ensemble des données d’apprentissage, et pour chaque objet a reconnaitre
de calculer la distance avec tous les objets appris.

Classifieur bayésien

Cette méthode de classification supervisée est dite paramétrique car elle suppose que
les données suivent un modele particulier (une fonction). Apres avoir choisi la forme de
la fonction, les objets de 'apprentissage permettent d’estimer les parametres de cette
fonction. Comme son nom l'indique, le classifieur bayésien est basé sur la formule de
Bayes :

Définition 1 (Formule de Bayes) Soient A et B deux variables aléatoires. Soient
A = a et B = b deur évenements. Par abus de notation, on note P(a) au lieu de
P(A =a). La formule de Bayes est donnée par :

P(bla)P(a)
P(alb) =
Plus précisément, soit x un objet a classer et W = {wy,...,w,} un ensemble de n

classes. La formule de Bayes s’écrit donc :
P(x|w;) P(w;)
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Le terme P(x|w;) représente la probabilité que x appartienne a w;, P(w;) est la probabi-
nombre d’objets de la classe w;
nombre total d’objets
base d’apprentissage), P(w;|z) est la probabibité a posteriori et P(x) est la probabilité

que z se produise (P(z) =Y ., P(z|w;)P(w;)).

sur la

lité a priori de la classe w; (estimée par la formule

En général, les valeurs de P(z|w;) et P(w;) ne sont pas connues et doivent étre
estimées. L’estimation des P(w;) ne pose pas de probleme. En revanche, celle des
P(z|w;) requiert un ensemble d’apprentissage trés grand pour que l'estimation obte-
nue soit convenable. Dans 'approche du classifieur bayésien naif, on fait I’hypothese
simplificatrice que I'ensemble des attributs du vecteur de l'objet x = (z1, ..., x,,) sont
indépendants connaissant la classe. On obtient alors :

m

Pz, ..., xn|w;) = Hp(xj\wi)

j=1

Il faut donc estimer pour chaque attribut z; de x et pour chaque classe w;, la proportion
d’objets appartenant a la classe w; qui possede la valeur z; pour le j-ieme attribut de
x. On fait alors généralement une hypothese de normalité sur la répartition des données
pour chaque attribut :
P(-Tj’wi> ~ N(xj; Moz jw; 5 Uf;jwi)

Finalement, il est nécessaire d’estimer ji; ., et afcjwi a partir des objets de I’ensemble
d’apprentissage. La classe attribuée a l'objet z a reconnaitre sera alors fixée par la
probabilité a posteriori pour laquelle 'appartenance est maximale (maximum de vrais-

semblance) :

wyap = argmazP(w) H./\/’(ffj; Hoa jw; 5 Ugjwi)
j=1

Le classifieur bayésien naif a 'intérét d’étre simple a mettre en ceuvre. Il est pos-
sible d’introduire une fonction de cott associé a un mauvais classement, pour prendre
en compte le fait que toutes les erreurs n’ont pas forcément les mémes conséquences. La
regle de décision de Bayes garantit de maniere théorique le taux d’erreur de classification
minimal. Cependant, dans les problemes réels, la distribution des classes et les proba-
bilités a posteriori sont inconnues, et ne peuvent qu’étre estimées. Cette méthode est
basée sur une hypothese d’indépendance des attributs qui est fausse en général, mais
elle offre cependant de bons résultats de classification dans les problemes réels. Elle
fournit ainsi un seuil de performance pour une comparaison avec d’autres méthodes.
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Réseaux de neurones

Les réseaux de neurones suivent le principe d’induction, c’est-a-dire d’apprentis-
sage par expérience. Ils permettent de prendre des décisions et trouvent de nombreuses
applications en classification, reconnaissance de formes, approximation / modélisation
de fonctions, estimations, ... Les réseaux de neurones sont "grossierement” inspirés du
mode de fonctionnement des neurones humains. Ils sont généralement représentés par
un graphe qui traduit l'organisation entre les neurones. L'un des modeles les plus uti-
lisé en pratique est le modele en couches. Chaque couche de neurones recoit en entrée
la sortie des neurones de la couche précédente par le biais de synapses. Entre deux
couches de neurones successives, la liaison entre deux neurones sera donc assurée par
une synapse qui pondere l'information transférée par un poids synaptique. Un réseau
de neurones peut contenir trois types de couches de neurones : la couche d’entrée du
réseau de neurones, la couche de sortie et éventuellement des couches cachées qui sont
situées entre ces deux couches. Le nombre de couches cachées dépend de la complexité
du probleme a résoudre.

Le principe d’utilisation d’un réseau de neurones est le suivant : on présente un
objet décrit par un ensemble de valeurs au réseau, c’est-a-dire a la couche d’entrée du
réseau de neurones. Pour propager l'information de I'objet a un neurone de la couche
suivante, chaque valeur d’entrée est multipliée par un poids synaptique et associée aux
autres valeurs au moyen d'une fonction de combinaison. Le résultat donné par cette
combinaison est ensuite envoyé vers une fonction d’activation qui détermine la sortie
renvoyée par le neurone. Pendant 1’apprentissage, les neurones cachés sont entrainés
pour reconnaitre certains objets et vont diminuer le nombre d’erreurs de classification
des neurones de sortie. Les réseaux de neurones permettent d’approximer n’importe
quelle fonction bornée. Les parametres sont estimés par minimisation d’une fonction de
moindres carrés.

Il existe différents types de réseaux de neurones qui dépendent de la structure des
connexions entre neurones, de la fonction de combinaison, de la fonction d’activation,
de 'algorithme d’apprentissage, ... En 1957, le premier réseau capable d’apprendre par
expérience est le perceptron (Franck Rosenblatt) [RosH8]. Ensuite, le réseau sans doute
le plus connu fit son apparition en 1986 : il s’agit du perceptron multi-couches (Ru-
melhart) qui integre la rétro-propagation du gradient de ’erreur. Plus tard, les réseaux
ont inclus la théorie de la régularisation statistique (Vladimir Vapnik) pour éviter les
problemes de sur-apprentissage. Les neurones peuvent étre a fonction d’activation li-
néaire ou sphérique (fonction de base radiale), c’est-a-dire qu'’ils permettent de réaliser
des séparations linéaires ou sphériques de I’espace des données. Les réseaux de neurones
a unités sphériques sont également dénommés réseaux a fonction de base radiale ou
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réseaux RBF. Leurs fonctions d’activation sont appelées noyaux (le noyau gaussien est
le plus utilisé).

Les réseaux de neurones donnent de tres bons résultats en pratique [KTKO8, [EBMOT7,
T592]. Les inconvénients des réseaux de neurones sont : I'effet "boite noire” qui empéche
une interprétation du résultat obtenu, la nécessité d’une tres grande base d’apprentis-
sage pour les problemes complexes, et le choix de la famille de fonctions relatif au
nombre de neurones cachés.

Machines a vecteur de support

Les machines a vecteurs de support, également appelées séparateur a vaste marge,
machine a support vectoriel et en anglais Support Vector Machine (SVM) ont été in-
troduites par V.N. Vapnik en 1992 [BGV92, Vap9g].

Le principe est de séparer les classes des objets de I'apprentissage au moyen d’un
hyperplan, et ce, de maniere optimale (voir Fig. [1.2). En effet, il faut maximiser la
taille de '’hyperplan (marge) afin de garantir une grande robustesse au bruit. L'intérét
des machines a vecteurs de support est qu’elles peuvent résoudre des probléemes non
linéairement séparables. Pour cela, I'idée est de considérer le probleme dans un espace
de dimension supérieure ou le probleme devient linéairement séparable. Pour passer
dans un espace de dimension supérieure ou revenir a un espace de dimension inférieure,
on utilise un critere de Mercer [Mer(9].

Fic. 1.2 — Exemple d’hyperplan obtenu pour un probléeme a deux classes w; et wo

® o
C)Qo3

hyperplan
séparateur

supports

Plus précisément, il s’agit de rechercher un espace optimal (fonctionnelle & minimi-
ser), dans lequel il est possible d’exprimer la solution du probléme, sous la forme d’une
combinaison linéaire de fonctions noyaux. Le critere de Mercer fournit une méthode de
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construction de ces fonctions noyaux. Ces dernieres peuvent étre vues comme des pro-
duits scalaires entre les attributs décrivant les objets de 'apprentissage dans un espace
différent de ’espace d’origine.

Cette méthode s’est révélée tres performante dans de nombreuses applications (ca-
tégorisation de documents [HCTOT7], reconnaissance d’objets [Ing(07], ...), surpassant
parfois les réseaux de neurones [SSBT97]. Cependant, les machines a vecteurs de sup-
port souffrent tout de méme de quelques inconvénients. Pour les problemes a résoudre
dans un espace de grande dimension, cette méthode perd en interprétabilité. De plus,
pour traiter de grands ensembles d’apprentissage, la complexité calculatoire est assez
élevée. Certains algorithmes ont été mis au point pour décomposer le probleme en sous-
parties afin de les résoudre en parallele.

Conclusion

Dans cette partie, nous avons présenté plusieurs méthodes de classification employées
en reconnaissance d’images et dans bien d’autres domaines. Elles représentent un panel
assez large des possibilités offertes pour la classification automatique. Les tableaux 1.6
et [1.7 présentent un récapitulatif des avantages et inconvénients de ces méthodes.

Nous allons désormais présenter un outil qui n’a, a notre connaissance, jamais été
utilisé en reconnaissance d’images. Il s’agit du treillis de Galois. Nous verrons bien que
certains travaux ont bien été réalisés dans ce domaine, mais le treillis de Galois n’était
pas réellement utilisé comme classifieur, il servait a faire de la sélection d’objets ou
d’attributs pertinents. Il semble posséder des propriétés intéressantes comme classifieur :

une bonne lisibilité : les résultats sont facilement interprétables

— la possibilité de mélanger des données continues et discretes

— la possibilité d’intégrer des données issues de signatures statistiques et structu-
relles

une certaine robustesse au bruit offerte par 1'utilisation de plusieurs scénarii de
reconnaissance (’'ordre de traitement des attributs n’est pas figé)

— le partitionnement des données est moins important qu’avec un arbre de décision
— la construction obtenue est unique (pas d’heuristiques)



CHAPITRE 1. ETAT DE L’ART

35

TAB. 1.6 — Récapitulatif des avantages et inconvénients des différents classifieurs

Classifieurs | Avantages Inconvénients
Arbre de - technique arrivée a maturité - nombreuses heuristiques im-
décision - intuitive et résultats facilement | pliquent un choix difficile
interprétables - incapacité a gérer les combinai-
- performances comparables aux | sons d’attributs
autres méthodes supervisées - nécessite un ensemble d’appren-
- pas d’hypothese a priori sur les | tissage de taille importante
distributions des données - peut engendrer un fort parti-
- gestion des données continues et | tionnement des données
discretes - la sélection des attributs peut
- robuste aux données atypiques | manquer d’efficacité lorsqu’ils
- integre un procédé de sélection | sont en grand nombre et en pré-
des attributs sence de bruit important
- l'ordre de traitement des attri-
buts est figé
C-Moyennes | - intuitive et résultats facilement | - fixer le nombre de classes
floues interprétables - dimensionnalité : la distance
peut étre dominée par des attri-
buts non pertinents
k-PPV - tres bons résultats en général - dimensionnalité : la distance
- intuitive et résultats facilement | peut étre dominée par des attri-
interprétables buts non pertinents
- robuste aux données bruitées - calcul fastidieux nécessite une
- tres simple a mettre en ceuvre | méthode d’indexation efficace
Bayésien - garantit théoriquement I'obten- | - suppose que les données suivent
tion du taux d’erreur de classifi- | une certaine distribution
cation minimal - nécessite un grand ensemble
- par ces bons résultats, elle est | d’apprentissage pour estimer
utilisée comme référence pour si- | convenablement les probabilités
tuer les autres méthodes a posteriori
- apprentissage rapide
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TAB. 1.7 — Récapitulatif des avantages et inconvénients des différents classifieurs (suite)

Classifieurs

Avantages

Inconvénients

Réseaux de

- tres bons résultats en général

- effet "boite noire”, difficilement

- robuste aux données bruitées

- pas d’hypothese a priori sur les
distribution des données

- integre un procédé de sélection
des attributs

- résolution des problemes non li-

neurones - robuste aux données bruitées compréhensible
- prise en compte des combinai- | - apprentissage long et difficulté
sons entre les attributs d’intégrer des connaissances
- aptitude a modéliser des pro- | - fixer le nombre de neurones
blemes tres variés - sensibilité a un trop grand
nombre d’attributs non discrimi-
nants
SVM - tres bons résultats en général - interprétabilité difficile pour les

problemes a grande dimension

- grande complexité calculatoire
pour traiter de grands ensembles
d’apprentissage, mais possibilité
de décomposer le probleme

- choix de la fonction noyau

néairement séparables

1.3 Treillis et Analyse Formelle des Concepts

Historiquement, les premiers travaux pouvant étre rattachés au treillis datent des
années 1850 a 1920. Plusieurs chercheurs tels que Boole, Schroder et Dedekind ont ainsi
contribué pendant cette période a ’émergence de la théorie des treillis. Cette derniere
a par la suite vu le jour de maniere effective dans les années 1930-1940. Le treillis a
tout d’abord été défini algébriquement a partir des opérations de borne sup et de borne
inf pour un ensemble d’éléments [BirG7]. Ensuite, il fut décrit structurellement sous
la forme dun graphe possédant la propriété d’étre un ordre, ainsi que des éléments
particuliers appelés borne sup et borne inf [BM70]. Depuis une vingtaine d’années, les
recherches concernant cette structure ne se limitent plus au cadre théorique structurel et
algorithmique. En effet, la structure de treillis est de plus en plus utilisée dans le cadre
applicatif, notamment en classification [MNNO5] ou le treillis de Galois est construit
a partir d'une table de données. Ces applications utilisent pleinement les différents
résultats structurels et algorithmiques mis au point en recherche théorique. Elles n’ont
que récemment été rendues possibles par I'augmentation de la puissance des ordinateurs,
car un treillis peut étre de taille exponentielle.
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L’analyse formelle des concepts (AFC) [GW99] a ainsi été introduite [Wil82] pour
fournir un cadre théorique au treillis de Galois et a ses applications nombreuses, no-
tamment en traitement des données et des connaissances, domaine qui comprend la
visualisation des données, la fouille des données, I’apprentissage, ’analyse des données
et la gestion des connaissances.

Le treillis de Galois, ou encore treillis des concepts est une relation de treillis défi-
nie sur un ensemble d’éléments appelés concepts. Il a fait I'objet de premiers travaux
formels en théorie des graphes et des structures ordonnées [Bir67, BM70, DP9I]. 11 a
ensuite été introduit en analyse de données et classification [Wil82, (GD&6L NMNNO5]
ou il a rapidement montré son utilité : la structure de treillis, basée sur la notion de
concept, permet de décrire les données tout en conservant leur diversité, mais aussi leur
complexité.

Dans cette partie, nous donnerons les fondements mathématiques du treillis et de
I'AFC (voir §[1.3.1), quelques aspects algorithmiques (voir §[1.3.2), puis nous décrirons
quelques méthodes de classification basées sur 'AFC qui utilisent le treillis de Galois
(voir § [1.3.3)) ou les régles d’association (voir §[1.3.4). Dans le domaine de 'AFC, tres
peu d’études ont été réalisées sur I'utilisation de ces outils en reconnaissance d’images
et encore moins en reconnaissance de symboles bruités, c¢’est pourquoi nous décrirons
plus généralement des études menées en classification supervisée.

1.3.1 Fondements mathématiques

Comme nous venons de le préciser, la notion de treillis a d’abord fait I’objet d’une
définition algébrique, puis d’une définition structurelle. Algébriquement, un treillis est
un ensemble X muni de deux opérateurs binaires algébriques appelés borne sup et borne
inf [BirG7]. Structurellement, un treillis est un ensemble X muni d’une relation d’ordre
tel que toute paire {x,y} de ses éléments admet une borne inférieure x Ay et une borne
supérieure x \V y.

Pour bien comprendre cette derniere définition, il est nécessaire de décrire les notions
de relation d’ordre, de borne inférieure et de borne supérieure, elles-mémes définies a
partir des minorants et des majorants.

Une relation binaire O sur un ensemble X est une relation d’ordre sur X si elle
vérifie les trois propriétés suivantes :

1. réflexivité : pour tout r € X, x Oz,
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2. antisymétrie : pour tous x, y € X, (x Oy et y O x) impliquent = = v,
3. transitivité : pour tous z, y et z € X, (x Oy et y O z) impliquent x O z.

Notons qu'un ensemble X muni d’une relation d’ordre O est appelé ensemble ordonné.

Pour des besoins de lisibilité, lorsque 1’on souhaite représenter graphiquement un
ensemble ordonné, on présente le plus souvent son diagramme de Hasse. Le diagramme
de Hasse d'un graphe, est la réduction réflexive et transitive du graphe. De plus, on
associe au diagramme de Hasse la relation de couverture notée <.

Soit Y une partie d'un ensemble ordonné X. Un minorant (respectivement, un
magorant) de Y est un élément m de X tel que m < x (respectivement, m > z) pour
tout z € Y. La partie Y est dite minorée (respectivement, majorée) si elle admet
au moins un minorant (respectivement, un majorant). On dit que r € X est la borne
inférieure de Y (ou son infimum, conjonction, meet) si Y est minorée et si I'ensemble
de ses minorants admet r pour maximum. De méme, Y a une borne supérieure (ou
supremum, union, join) t si elle est majorée et si 'ensemble de ses majorants admet
t pour minimum. Un treillis admet un unique élément minimal appelé bottom et noté
1, ainsi qu’un unique élément maximal appelé top et noté T. Par contradiction, s’il
existait deux éléments minimaux (resp. maximaux) distincts, alors ces deux éléments
n’auraient pas de borne inférieure (resp. supérieure), ce qui est contradictoire avec la
propriété de treillis.

Prenons I'exemple de 'ensemble X = {a, b, c,d, e, f,r,t} muni d’une relation d’ordre
possédant la propriété de treillis. La figure 1.3l illustre les définitions précédentes. Elle
présente également les notions d’inf-irréductible et sup-irréductible définies de la ma-
niere suivante. Soit Y une partie d’'un ensemble ordonné X. x € Y est inf-irréductible
s’il n’est borne inférieure d’aucune partie ne le contenant pas. De méme, x € Y est sup-
irréductible s’'il n’est borne supérieure d’aucune partie ne le contenant pas. De plus, il
est possible de caractériser un inf-irréductible (respectivement sup-irréductible) comme
un élément x qui ne possede qu'un seul arc entrant (respectivement sortant) dans le
diagramme de Hasse de I’ensemble ordonné.

Une relation d’ordre classique est la relation d’inclusion. En effet, elle vérifie les
propriétés de réflexivité, de transitivité et d’antisymétrie. On appelle systéme sur un
ensemble X, une famille de sous-ensembles munie de la relation d’inclusion sur X. Un
systeme vérifie la propriété de treillis si et seulement si il est stable par intersection
(F1, Fy € F implique F; N Fy € ) et s'il contient X. Il est alors appelé systéme de
fermeture ou famille de Moore. Les sous-ensembles appartenant a un systeme de ferme-
ture F sont appelés les fermés de F. L’ensemble des fermés reliés par inclusion forme le
treillis des fermés. La borne inférieure et la borne supérieure s’expriment alors a partir
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Fic. 1.3 — Exemple de treillis

A inf-irréductibles
Y sup-irréductibles

Ensemble
des majorants

defa b Afi
e {a b} Borne supérieure

= majorant
minimum de {a, b}

Paire
d'éléments
{a, b}

Borne inférieure
= minorant
maximum de {a, b}

Ensemble
des minorants
de {a, b}
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de la relation d’inclusion : pour Fj et Fr € F :
- FRANEBE=FNE
— F1\/ F; est le plus petit fermé F' € F tel que F' contient F | F;

Les opérations de borne inférieure et de borne supérieure sont définies "en dualité”.
Cette propriété fondamentale permet de représenter la spécificité du domaine étudié.

On associe a tout systeme de fermeture un opérateur de fermeture h. Un opérateur
de fermeture sur S vérifie les propriétés suivantes :

— X Ch(X),VX C S (extensivité)

—si X C X', alors h(X) C h(X'),VX, X' C S (monotonie)

— h(X) =h(h(X)),vX C S (idempotence)

Treillis de Galois

Partant de la définition d’un treillis et plus particulierement de celle d’un treillis
des fermés, il est désormais possible de donner une description du treillis de Galois.
Contrairement au treillis des fermés, le treillis de Galois est défini a partir, non pas
d’un, mais de deux ensembles (objets et attributs). La mise en correspondance d’une
partie de I’ensemble des objets avec une partie de 'ensemble des attributs forment un
élément du treillis de Galois.

Un treillis de Galois est une représentation sous forme de graphe de toutes les cor-
respondances maximales possibles entre un ensemble d’objets (ou individus, instances,
exemples) O et un ensemble d’attributs (ou primitives, caractéristiques) I. Les relations
(ou correspondances) qui lient I'ensemble des objets a celui des attributs sont décrites
par un contexte formel. Précisons que I’ensemble de ces relations entre objets et at-
tributs constituent les données a partir desquelles le treillis de Galois est défini. Ces
données sont rassemblées sous la forme d’une table appelé contexte formel. Un contexte
formel C est un triplet C' = (O, I, R), ou O est un ensemble d’objets, I est un ensemble
d’attributs et R une relation binaire R C O x I entre O et I.

Exemple 1 La table 1.8 donne un exemple de contexte formel décrivant les réponses
de 5 personnes a un sondage sur les activités extra-scolaires. L’ensemble O correspond
donc auz personnes interrogées et [’ensemble I aux réponses données. La relation binaire
entre O et I est la relation : l'individu o € O “a donné la réponse” i € I.



CHAPITRE 1. ETAT DE L’ART 41

TaB. 1.8 — Exemple de contexte

Réponses || Sexe Age Loisirs
Individus || H F | [11-15] [16-20] | Sports Sports Activités TV
d’équipe individuel  artistiques

1 X X X X X
2 X X X X X
3 X X X X X
4 X X X X
5 X X X X X

Pour obtenir les attributs qui décrivent un méme ensemble d’objets, ou inversement
les objets qui partagent un méme ensemble d’attributs, il est nécessaire de définir deux
fonctions : I'une pour le passage de O vers [ et I'autre pour le passage de [ vers O. Plus
formellement, on associe a un ensemble d’objets A C O 'ensemble f(A) des attributs
en relation R avec les objets de A :

f(A)={xel|pRxVpe A}

Dualement, pour un ensemble d’attributs B C I, on définit ’ensemble g(B) des objets
en relation avec les attributs de B :

g(B)={p€O|pRxVze B}

Ces deux fonctions f et g définies entre objets et attributs forment une correspondance

de Galois.

Chaque correspondance maximale objets-attributs en relation selon R ainsi définie
est représentée par un nceud du treillis appelé concept formel. Un concept formel est un
couple (A, B) avec A C O et B C I, qui vérifie f(A) = B et g(B) = A. L’ensemble des
concepts formels est noté F(C). Notons que l'extension (respectivement, ’intention)
d’un concept (A, B) est le sous-ensemble d’objets A (respectivement, le sous-ensemble
d’attributs B) qui le compose.

Exemple 2 En reprenant [’exemple précédent sur le sondage (voir Ex. [1) dont le
contexte formel est décrit par la table 1.8, on peut constater que la fonction f permet
d’obtenir a partir d’un ensemble d’individus, toutes les réponses au sondage qui sont
communes a ces individus. A linverse, la fonction g permet d’obtenir pour un ensemble
donné de réponses, tous les individus qui les ont formulées. Ainsi, si [’'on recherche
les individus masculins qui ont entre 11 et 15 ans, on obtient : g(H et [11 — 15]) =
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indiwidus 3 et 4. A 'inverse, pour connaitre les réponses partagées par ces deux in-
dividus, on applique : f(individus 3 et 4) = H, [11-15] et TV. En appliquant le ré-
sultat de la fonction g a la fonction f, nous venons en fait d’utiliser l'opérateur de
fermeture f o g. Cet opérateur nous permet d’identifier la présence d’un concept for-
mel : ({individus 3 et 4},{H, [11-15] et TV}), ot {individus 3 et 4} est l'extension du
concept et {H, [11-15] et TV} son intention. Il est possible de vérifier que l'on a bien
flindividus 3 et 4) = {H, [11-15] et TV} et g(H, [11-15] et TV) = {individus 3 et 4}.

Nous avons vu précédemment qu’un treillis est un ensemble muni d'une relation
d’ordre. Dans le cas du treillis de Galois, cette relation d’ordre est la relation < basée
sur I'inclusion. Ainsi, deux concepts formels (A;, By) et (Ay, Bs) seront reliés par un arc
dans le treillis s’ils vérifient :

Ay C A

A, B)) < (A3, B
(A1, B1) < (Ag, By) & (équivalent & By C By)

Le treillis de Galois associé a un contexte C' est I’ensemble de tous les concepts 5(C')
muni de la relation d’ordre <. Il est donc défini par la paire (3(C), <). Notons que le
treillis de Galois du contexte C' est noté Gal(C).

Intuitivement, les concepts formels sont donc ordonnés selon une double inclusion :
au fur et a mesure que ’on "descend” dans le graphe, les concepts contiennent de moins
en moins d’objets mais une description des objets de plus en plus précise étant donné
que le nombre d’attributs augmente.

Exemple 3 Pour illustrer ces différentes définitions, reprenons l'exemple du sondage
(voir Ex. [1l et!2) ot le contexte formel est décrit par la table [1.5. Rappelons que nous
avons obtenu le concept formel suivant : ({individus 3 et 4}, {H, [11-15] et TV}). En
suivant le méme pincipe que celui énoncé précédemment (voir Ex. 2), nous construisons
un second concept formel : ({individus 3, 4 et 5}, {H et TV}). Or, ces deux concepts vé-
rifient la double inclusion : {individus 3 et 4} C {individus 3, 4 et 5} et {H et TV} C
{H, [11-15] et TV}, ils seront donc reliés par un arc dans le treillis.

La restriction a I’ensemble I des concepts du treillis de Galois est un systeme de
fermeture défini sur I. L’opérateur de fermeture est alors f o g. Dualement, on peut
retrouver un systeme de fermeture défini sur O dont 'opérateur de fermeture est go f.

On définit la borne inférieure et la borne supérieure de deux concepts formels
(A1, By) et (Ag, By), respectivement par :
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— (A1, B1) \(Ag, By) = (A3, Bs) tel que Aj|J Ay C Az et (B[ B2) = Bs

- (Al, Bl) \/(Ag, Bg) = (A4, B4) tel que (Al ﬂAg) = A4 et (Bl UBQ) g B4

Comme tout treillis, un treillis de Galois contient un unique concept minimal T =
(O, f(O)) et un unique concept maximal L. = (g(I), 1)), selon la relation <.

Pour améliorer la lisibilité du graphe associé a un ensemble ordonné, nous représen-
tons le plus souvent son diagramme de Hasse (défini précédemment), auquel on associe
la relation de couverture <. On obtient alors le diagramme de Hasse (8(C'), <) du treillis
des concepts (3(C), <) (voir Fig. [1.4).

Nous avons déja précisé que les relations entre les ensembles d’objets et d’attributs a
partir desquels le treillis de Galois est défini, sont représentées par une table également
appelée contexte formel. A un treillis de Galois donné, peuvent correspondre plusieurs
contextes formels équivalents. Cependant, il existe parmi ces contextes équivalents un
unique contexte réduit, appelé le contexte réduit, qui offre une représentation condensée
des données. Red(C'), le contexte réduit d'un contexte formel C' = (O, I, R), s’obtient
en supprimant :

1. un objet partageant les mémes attributs qu’'un autre objet du contexte

2. un attribut partagé par les mémes objets qu'un autre attribut du contexte

3. un objet partageant les mémes attributs qu’une combinaison d’autres objets du

contexte

4. un attribut partagé par les mémes objets qu'une combinaison d’autres attributs

du contexte

Red(C') est équivalent a C' car Gal(C) = Gal(Red(C)) : le treillis de Galois associé
au contexte C' est isomorphe au treillis de Galois associé au contexte réduit de C'. Notons
qu’il existe une bijection entre les attributs et les objets du contexte réduit de C et les
inf et sup-irréductibles du treillis de Galois associé a C' :

Red(C) = (Oirra Lipr, RO Oirr X ]irr)
avec Oy, = {V-irréductibles (Gal(C))} et I, = {A-irréductibles (Gal(C))}.

Systéme implicatif

Un treillis de Galois est une extension d’un treillis des fermés. On peut également
définir a partir d’un treillis des fermés un systéme implicatif ou base de regles.

Les regles dimplication ou regles exactes sont de la forme R : X — Y ou X et
Y C S. Une partie X’ C S vérifiant une régle X — Y est telle que X C X’ implique
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Fia. 1.4 — Exemple d’un treillis de Galois et de son diagramme de Hasse
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(b) diagramme de Hasse du treillis
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Y C X'. L’ensemble de toutes les regles est un systéme de fermeture. Les ensembles X et
Y sont respectivement appelés premisse (ou hypothese) et conclusion (ou conséquence)
de la regle R.

Plus généralement, une regle d’association sur S est une regle X — Y telle que X C
S, Y C S, vérifiant une mesure de qualité. Les mesures de qualité les plus populaires
sont le support et la confiance. Soit un contexte binaire (O, I, R) ou O est un ensemble
d’objets, I un ensemble d’attributs et R une relation binaire entre O et I. Soient X
et Y des ensembles d’attributs tels que X € I et Y € I. Le support de X correspond
au rapport entre le nombre d’objets qui vérifient tous les attributs de X et ’ensemble
de tous les objets |O| du contexte, c’est-a-dire : Supp(X) = % avec X' = g(X). Le
support d’une regle d’association X — Y est donné par Supp(X — Y) = Supp(XUY).
Quant a elle, la confiance d’une regle X — Y est la proportion d’objets vérifiant tous
les attributs de Y parmi les objets vérifiant tous les attributs de X. Plus précisément,

la confiance est donnée par : Conf(X —Y) = %

Remarquons qu’une régle d’implication ou regle exacte a une confiance égale a 100%.
Une regle d’association est une regle approximée ou exacte, c¢’est-a-dire une regle dont
la confiance est inférieure ou égale a 100%. Une regle d’association est dite valide si
son support et sa confiance sont respectivement supérieurs ou égaux aux deux seuils
minsup et minconf représentant respectivement un support minimal et une confiance
minimale. Une régle de classification comprend en prémisse un ensemble d’attributs et
en conclusion un label de classe. Ainsi une regle de classification s’écrit : R: X — ¢ ou
c est un label de classe.

Conclusion

Dans cette premiere partie, nous avons présenté plusieurs définitions concernant
les treillis, et notamment, une caractérisation du treillis a partir d’'un contexte formel.
Notons cependant qu’il existe d’autres moyens pour obtenir un treillis. La figure 1.5
représente les relations existantes entre un contexte (une table), une base de regles (un
systeme implicatif) et un treillis. Pour un ensemble de contextes équivalents, 'opéra-
tion de réduction nous permet d’obtenir un unique contexte réduit. Outre cette unicité
(canonicité), I'intérét de ce contexte réduit est qu’il contient les inf et sup-irréductibles.
Ensuite, a partir d'un contexte, on peut construire un treillis (de Galois) en utilisant la
correspondance de Galois. De maniere similaire, pour un ensemble de systemes implica-
tifs équivalents, il est possible d’obtenir une unique base de regles, la base canonique. A
partir d’'un systeme implicatif ou de cette base de regles, on peut construire un treillis
(des fermés) par opération de fermeture. Un treillis peut donc étre obtenu soit a partir
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d’un contexte (treillis de Galois), soit a partir d’une base de regles (treillis des fermés).

F1G. 1.5 — Liens entre contextes, bases et treillis

Systemes implicatifs equivalents Contextes equivalents

1.3.2 Aspects algorithmiques

Parmi les nombreux algorithmes permettant de générer le treillis de Galois, citons
ceux de Chein [Che69], Norris [Nor78&| (premier algorithme incrémental), Ganter [Gan84]
(NextClosure), Bordat [Bor86], Godin et al. [GMA9I] (proche de celui de Norris, incré-
mental), Carpineto et Romano [CR93] (incrémental), Stumme et al. [STB02] (Tita-
nic), Valtchev et al. [VML02] et celui de Nourine et Raynaud [NR99] qui a la meilleure
complexité théorique (complexité quadratique par élément du treillis).

Des études comparatives ont également été publiées telles que Godin et al. [GMNO95]
en 1995, et Kuznetsov et Obiedkov [KO02] en 2002, Fu et Mephu Nguifo [FMNO4] en
2004. Une comparaison [KOO1] a récemment été menée entre plusieurs algorithmes de
génération du treillis de Galois et sur un méme jeu de données. Ces algorithmes ont
une complexité polynomiale (au mieux quadratique dans [NR99]) par concept généré,
et dépendent donc de la taille du treillis de Galois. La taille du treillis est bornée
par 2/9F11 dans le pire des cas, et par |O + I| dans le meilleur des cas. Des études
de complexité en moyenne sont extréemement difficiles a mener, car la taille du treillis
dépend a la fois de la taille des données a classifier, mais aussi de leur organisation et
de leur diversité. Notons cependant que sa taille reste raisonnable en pratique, comme
l'illustrent les expérimentations qui en ont déja été faites [MINNO5S]. De récents travaux
|Gel05) proposent un algorithme générique permettant a la fois d’unifier les algorithmes
existants dans un méme cadre, mais aussi de les comparer en fonction des propriétés
des données, et par conséquent du treillis.
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Nous allons a présent décrire plus précisément les deux algorithmes de construc-
tion du treillis de Galois les plus connus et les plus utilisés : NextClosure |[Gan84] et
I'algorithme de Bordat [Bor86|. Le premier calcule les concepts dans un ordre lectique
(proche de l'ordre lexicographique), puis les ordonne par inclusion. Quant au second, il
calcule directement le diagramme de Hasse en utilisant la relation successeur.

Algorithme NextClosure

Le principe général de I’algorithme NextClosure de Ganter [Gang84] est de générer
les concepts selon l'ordre lectique, un ordre proche de 'ordre lexicographique.

Soit S un ensemble d’éléments. L’ordre lectique, noté <;, est un ordre total sur 2°
qui étend l'inclusion : X CY = X <; Y :

X<, Y& FdieY—Xtelque X|i=Y]i

ou X|i est la restriction de X aux (i-1) premiers éléments de S.

L’algorithme Alg. NextClosure présente la génération des fermés a partir d’'un en-
semble d’éléments S. Sa complexité algorithmique est O(|S]?). Dans cet algorithme, &
est I'opérateur de fermeture go f ou f og.

Nom : NextClosure
Données: Un ensemble d’éléments S (S =1 ou S = O), un fermé X
Résultat: Un fermé Y

début
Z = S\X trié par ordre décroissant;

pour chaque x; € Z faire

Y = h(X|i P z;);

si X <; Y alors NextClosure(Y);
fin

fin

Algorithme de Bordat

L’algorithme de Bordat est issu du théoreme (1 qui définit la relation de couverture
d’un concept.
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Théoréeme 1 (Bordat [Bor86]) Soient (A, B) et (A', B") deux concepts d’un contexte
(O,1,R). Alors (A,B) < (A', B') si et seulement si A" est mazimalement inclus dans
l’ensemble suivant Fy défini sur O :

Fa={g(b)NA : bel—- B} (1.1)

Corollaire 1 (Bordat [Bor86]) Soit (A, B) un concept. Il y a une correspondance
exacte entre Couverture((A, B)) et les sous-ensembles mazimalement inclus de Fy ot :

Couverture((A, B)) = {(A",B’) : (A,B) < (4", B")} (1.2)

L’algorithme de Bordat (voir Alg. Treillis de Galois) calcule tous les concepts
de C en appelant Couverture(A, B) pour chaque concept (A, B), a partir du concept
minimal 1 = (O, f(0)), jusqu’a ce que tous les concepts soient générés. Sa com-
plexité est O(|C||I]*), avec 2,5 < « < 3, puisque chaque concept est issu du calcul
de Couverture((A, B)) dont la complexité est O(|1]%).

Nom : Treillis de Galois
Données: Un contexte C' = (O, I, R)
Résultat: Un diagramme de Hasse du treillis de Galois de C
début
C={(0,f(O)};
pour chaque (A, B) € C non marqués faire
F=Couverture (K, (A, B));
pour chaque A’ € F faire
B' = f(A);
si (A, B') ¢ C alors Ajouter (A’, B') dans C;
Ajouter la relation de couverture (A, B) < (A", B);
fin
Marquer (A, B);

fin
Retourner (C, <);

fin

L’algorithme de couverture (voir Alg. Couverture des objets) décrit les deux
étapes du calcul de Couverture((A, B)) : I'ensemble F4 doit tout d’abord étre gé-
néré en temps linéaire (en particulier, F4 peut étre calculé de maniere incrémentale) ;
ensuite, les sous-ensembles maximalement inclus de F4 peuvent étre facilement calcu-
1és en O(]I]*). Notons tout de méme que ce calcul des sous-ensembles maximalement
inclus est solvable avec une complexité plus faible (O(|7[*%)) en utilisant des structures
de données sophistiquées [FMT1, [.71].
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Nom : Couverture des objets

Données: Un contexte K ; Un concept (A, B) de K
Résultat: Les sous-ensembles maximalement inclus de Fy
début

1. Calculer Fiy : Fy ={g(b)nA : bel— B};
2. Calculer F' : les sous-ensembles maximalement inclus de Fly;

Retourner F;

fin

1.3.3 Classification avec le treillis de Galois

Nous allons maintenant présenter sept méthodes de classification basées sur le treillis
de Galois et une méthode d’indexation d’images (voir §1.3.3-A). Cette comparaison est
motivée par une étude récente [MNNO5] qui recense quelques méthodes de classification
supervisée basées sur un treillis de Galois. Elle apporte des éléments de comparaisons
et les résultats y sont semblables voire meilleurs que ceux d’approches plus classiques.

Dans notre étude comparative, les méthodes de classification présentées utilisent le
treillis pour choisir les éléments (objets, attributs) les plus pertinents parmi les données
de l'apprentissage. Ensuite, la phase de classification est réalisée a partir des éléments
précédemment sélectionnés et consiste a appliquer des classifieurs usuels de type k-
plus proches voisins, bayésien, ou encore vote majoritaire. Nous proposons ensuite une
comparaison théorique de ces sept méthodes de classification (voir § [1.3.3-B).

Les données utilisées dans les expérimentations ne sont pas pour la plupart des
données issues d’images. Elles proviennent en majorité des bases de données du Machine
Learning Repository [MM96, BKM98|. On trouve également un jeu de données issu de
la biologie moléculaire GenBank 64.1. Seule la méthode de Zenou et Samuelides est en
fait réalisée sur des images.

A - Description des méthodes

GRAND

La méthode GRAND (GRAph iNDuction) a été développée par Oosthiuzen [00s88].
La particularité de cette méthode est de construire de maniere incrémentale le treillis de
Galois. Habituellement, pour construire le treillis, on détermine ’ensemble des noeuds
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de maniere exhaustive, puis on recherche ’ensemble des arcs reliant ces nceuds. L’intérét
de lalgorithme GRAND est qu'il construit de maniere incrémentale des sous-treillis de
la structure finale.

Apprentissage A partir d'un objet, on crée le graphe orienté entre cet objet et les
attributs de la table. Le graphe obtenu doit vérifier un certain nombre de propriétés
d’invariance pour étre considéré comme étant le treillis de Galois uniquement déterminé
par ce premier objet. Dans le treillis, seules les intentions des concepts sont représentées,
les concepts min et max sont supprimés s’ils sont vides. Les nceuds sont séparés en trois

types :

les noeuds-attributs : noeuds contenant un attribut singleton
les nceuds-objets : nocuds contenant un objet singleton

les nceuds intermédiaires : tous les autres nocuds du treillis

Pour insérer un second objet dans le graphe, il faut ajouter des éléments au treillis de
I’étape précédente, puis vérifier que les propriétés d’invariance sont toujours respectées.
On obtient alors un nouveau treillis de Galois déterminé par les deux objets. On re-
produit ainsi ce procédé jusqu’a ce que tous les objets soient insérés. La vérification a
chaque insertion des propriétés d’invariance permet de garantir I’obtention d’une struc-
ture de treillis. Un élagage est proposé pour supprimer les concepts statistiquement
insignifiants, c’est-a-dire les concepts vérifiés par un nombre trop faible d’objets.

La classe des objets est un attribut parmi les autres. A partir du treillis final, les
auteurs extraient des regles de classification pour chaque classe, suivant le principe
d’inférence sur les attributs. Le principe est le suivant : pour une classe donnée, on
recherche le concept intermédiaire le plus général qui permette d’inférer la classe. En
d’autres termes, le concept recherché est la borne inférieure contenant cette classe. Les
attributs du concept deviennent I’hypothese de la regle et la classe devient sa conclusion.

Classification Pour le classement d’un objet, il faut appliquer les regles les plus
spécifiques a I'objet. Toutes les regles de classification vérifiées par I'objet sont collectées,
puis un vote majoritaire est appliqué.

Expérimentation GRAND a été comparé sur deux jeux de données Breast Cancer et
Lymphography [BKMO98] & d’autres méthodes : Assistant [CKB87], AQ15 [MMHLS0],
AQR [MMHLS6], Bayes et CN2 [CN89]. Les tests de reconnaissance sont effectués en
validation croisée. Le résultat final est la moyenne des taux de précision obtenus pour
chaque bloc. GRAND obtient des taux de précision comparables aux autres méthodes.
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Dans [VORO7], les auteurs présentent DATAMAP, un programme permettant la
visualisation et la navigation au sein d’un treillis de Galois. L’utilisateur choisit un en-
semble d’attributs et il visualise alors la borne inférieure correspondante a ces attributs
ainsi que tous les concepts qui spécifient ou généralisent la borne inférieure. La borne
inférieure est représentée de maniere particuliere (par un carré) par rapport aux autres
concepts. Elle est considérée comme le concept courant. Tous les autres concepts qui
n’ont aucun lien avec le concept n’apparaissent pas. A partir du concept courant, on
peut ajouter / supprimer de nouveaux attributs et ainsi progresser vers un nouveau
concept courant. L’objectif de cet outil est de rendre les liens existants entre les diffé-
rents attributs d’un ensemble de données, compréhensibles et intuitifs pour 'utilisateur.

LEGAL et LEGAL-E

Le systeme LEGAL a été développé par Liquiere et Mephu Nguifo [LMN90] et son
extension LEGAL-E par Mephu Nguifo [MN93]. Ces deux systémes sont basés sur la
construction d'un sup-demsi treillis (treillis tronqué a partir d’'un concept donné). La
description du systeme est faite pour un probleme a deux classes. Les objets sont alors
séparés en deux sous-ensembles : les exemples et les contre-exemples. La différence
entre LEGAL et LEGAL-E se situe au niveau de 'apprentissage. En effet, LEGAL
utilise tous les objets de I'apprentissage (exemples et contre-exemples) pour construire
le treillis alors que LEGAL-E ne conserve qu’une seule classe (celle des exemples).

Apprentissage Un sup-demi treillis est tout d’abord construit sur un critere de per-
tinence. Seuls les concepts pertinents sont insérés dans le treillis et serviront a la re-
connaissance. Les criteres de pertinence proposés sont construits a partir des propriétés
suivantes :

Validité : un concept est valide s’il contient au moins a exemples.

Quasi-cohérence : un concept est quasi-cohérent s’il est valide et contient au plus
contre-exemples.

Maximalité : un concept valide et quasi-cohérent est mazimal s’il n’est couvert par
aucun autre concept valide et quasi-cohérent.

Pertinence 1 : concepts valides, quasi-cohérents et maximaux

Pertinence 2 : concepts valides et quasi-cohérents

LEGAL utilise le critere de pertinence 1, et LEGAL-E est testé pour les deux variantes
de criteres de pertinence (LEGAL-E1 et LEGAL-E2). Les seuils de validité et de quasi-
cohérence sont fixés a : a =2 et § = 1.
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Classification Pour la classification, les auteurs utilisent un vote majoritaire. Si I’ob-
jet a reconnaitre vérifie un nombre suffisant de concepts pertinents (seuil de justification
suffisamment élevé), il recoit la classe majoritaire parmi ces concepts.

Expérimentation Les systemes sont testés expérimentalement sur un jeu de don-
nées issu de la biologie moléculaire GenBank 64.1 et comparés a des méthodes d’ap-
prentissage symbolique (ID3 [Qui86], COBWEB [Fis87]) et neuronal (KBANN [T592],
BACKPROP [RHWSG], PEBLS [CS93], PERCEPTRON [Ros58]). En terme de résul-
tats, LEGAL-E est aussi efficace que les méthodes neuronales et plus performant que
les méthodes symboliques. De plus, lorsque le seuil de justification est bas, LEGAL-
E2 est plus efficace, et lorsqu’il augmente, c’est LEGAL-E1 qui se comporte le mieux.
L’auteur pense que "les résultats de LEGAL-E sont probablement imputables a 1’ex-
haustivité du treillis, mais aussi au fait que le treillis de Galois peut étre assimilable a
I’architecture simple et dynamique d'un réseau de neurones”. Cette approche possede
tout de méme un inconvénient : un sous-ensemble d’objets de I'apprentissage ayant des
attributs tres similaires, ou des objets de 'apprentissage isolés, vérifieront tres peu de
concepts pertinents et ne pourront donc pas étre reconnus.

GALOIS

Le systeme GALOIS, développé par Carpineto et Romano [CR93|, propose une
construction incrémentale du treillis et deux modes d’apprentissage : découverte de
classe et prédiction de classe. Dans tous les cas, il y a une recherche de concepts per-
tinents qui vont permettre de caractériser les classes. L’intérét de cette construction
incrémentale du treillis vient du fait qu’elle est invariante a 'ordre d’insertion des ob-
jets (contrairement aux constructions incrémentales de hiérarchies de concepts).

Apprentissage Le mode découverte de classe, correspond a un apprentissage super-
visé. Les objets sont insérés dans le treillis en tenant compte des valeurs de chaque
attribut et de la classe. Plus on insere d’objets dans le treillis, plus la description des
classes est précise et plus le partitionnement des objets tend vers le partitionnement
naturel des classes. En revanche, dans le mode prédiction de classe, les objets sont in-
sérés sans tenir compte de leur classe. Les concepts regroupant différents objets sont
alors formés, sans certitude d’obtenir au final au moins un concept représentant chaque
classe, c¢’est-a-dire un concept dont tous les objets appartiennent a une méme classe.

Classification Il faut ensuite sélectionner les concepts pertinents (concepts cohérents
et maximalement complets) du treillis. En d’autres termes, un concept est pertinent
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pour un objet donné, si les attributs de I'objet sont égaux ou inclus dans les attributs
du concept. Deux types de classification d’un nouvel objet sont proposés :
— Le concept pertinent obtenant la similarité la plus élevée affecte sa classe a ’objet.
La similarité étant donnée par le nombre d’attributs du concept partagés par
I'objet.
— L’objet regoit la classe majoritaire parmi tous les concepts pertinents.

Expérimentation L’expérimentation consiste a tester GALOIS sur quatre jeux de
données : Soybean, Congressional Voting, Breast Cancer et Iris [BKM98]. Le mode dé-
couverte de classes permet de caractériser les données de I'apprentissage selon la conver-
gence (ou non) des concepts pertinents vers un partitionnement naturel des classes.
Lorsqu’il n’y a pas cette convergence, cela dénote un certain chevauchement entre les
classes. Quant au mode prédiction de classes, il propose des résultats de classification
intéressants pour ces quatre jeux de données.

RULEARNER

Sahami a développé la méthode RULEARNER [Sah95] ou la classification est basée
sur 'utilisation de regles de classification extraites a partir des concepts du treillis de
Galois.

Apprentissage Pour un contexte donné, le treillis de Galois est construit en appli-
quant 'algorithme GRAND. On distingue dans le treillis trois types de noeuds :

- nceud d’instance : concept obtenu directement a partir d'un objet du contexte.
- noeud d’attribut : concept obtenu directement a partir d’un attribut du contexte.
- noeud interne : concept situé entre les nceuds d’instance et les nceuds d’attribut.

Ensuite, chaque concept du treillis va se voir attribuer un label en commencant par
les nceuds d’instance. En effet, ils sont simples a labelliser étant donné qu’ils regoivent
le label de la classe correspondant a 1’objet du concept. Ensuite, les noeuds internes
sont labellisés : soit par un label de classe, si une classe est suffisamment représentée
(seuil de pureté), soit par le label MIXTE si aucune classe n’est majoritaire. Parmi tous
les noeuds labellisés par une classe, on recherche celui qui contient un nombre minimal
d’attributs et un nombre maximal d’objets. Une regle de classification est extraite a
partir du noeud sélectionné (attributs du noeud -> label de classe du nceud). Ensuite,
ce noeud est inactivé ainsi que tous ses nceuds successeurs dans le treillis. Du fait de ces
modifications, il est possible que d’autres nceuds du treillis changent de label. Avec cette
nouvelle regle créée, on est en mesure de classer une partie des objets de 'apprentissage.
Il reste donc a reproduire le méme procédé (recherche du nceud labellisé, extraction de
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la regle, mise a jour des labels) jusqu’a ce qu’on puisse attribuer une classe a ’ensemble
des objets, plus précisément lorsque qu’il ne reste plus de nocud pouvant étre labellisé
par une classe dans le treillis.

Classification La classification d’un nouvel objet est réalisée : soit en appliquant
la premiere regle vérifiée par 'objet (attributs de l'objet inclus dans les attributs de
I'hypothese de la régle) parmi une liste des regles triées, soit en attribuant a l'objet la
classe majoritaire parmi les régles (non triées) qu'il vérifie.

Expérimentation L’auteur présente des résultats expérimentaux obtenus avec RU-
LEARNER sur les jeux de données MONK’S et BREAST CANCER, et une comparai-
son avec les classifieurs CN2 [CN89] et C4.5 [Qui93|. Plusieurs configurations des trois
classifieurs ont été testées : liste de regles triées ou non triées pour CN2 et RULEAR-
NER, élagage ou non pour C4.5 et différentes tolérances au bruit pour les trois. Il en
résulte que les taux de précision du systeme RULEARNER sont relativement compé-
titifs par rapport aux autres classifieurs. Plus exactement, il obtient le second taux de
reconnaissance derriere la version élaguée de C4.5. Ces tests prouvent qu’il est adapté
a la reconnaissance d’objets bruités et qu'un élagage au sein des regles pourrait étre
envisagé pour améliorer la classification.

CIBLe

La méthode de classification CIBLe [NMNO99], développée par Njiwoua et Mephu
Nguifo, est basée sur l'induction de concepts. Elle prend en compte a la fois des at-
tributs symboliques et numériques. A partir d'un contexte initial, un sup-demi treillis
est tout d’abord construit pour effectuer une sélection des concepts pertinents. Le but
est d’obtenir une redescription du contexte en fonction des attributs issus des concepts
pertinents. Pour toute la démarche de sélection des concepts pertinents, et de redescrip-
tion des données, seuls les attributs symboliques sont utilisés. Apres la redescription,
les attributs numériques sont ajoutés au contexte obtenu.

Apprentissage Au départ, il faut donc construire un sup-demi treillis dans lequel
les concepts pertinents vont étre recherchés. La pertinence est donnée par une fonction
Laplacien a maximiser. Il s’agit d’obtenir des concepts ot une classe est bien représentée,
en d’autres termes, la classe doit contenir beaucoup d’objets par rapport aux autres
classes (pureté du concept). Chaque attribut qui apparait dans au moins un concept
pertinent est un attribut pertinent et il sera conservé pour la redescription. A partir
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des attributs pertinents, tous les objets du contexte initial sont ensuite redécrits. On
compte le nombre d’occurences de chaque paire (objet, attribut pertinent) dans les
concepts pertinents et cette valeur est insérée dans le nouveau contexte. Les attributs
numériques sont ensuite ajoutés au contexte redécrit. Une sélection est alors effectuée
sur les objets pour éviter les redondances et les incohérences au sein du contexte. Les
objets sélectionnés sont appelés prototypes.

Classification Pour la classification d’un nouvel objet, il est nécessaire de calculer sa
redescription pour le comparer aux prototypes du nouveau contexte. La classe affectée
a l'objet sera la classe majoritaire parmi les k plus proches prototypes du contexte
redécrit.

Expérimentation L’expérimentation propose une comparaison de CIBLe avec d’autres
classifieurs tels que : IBi (IB1, IB2 et IB3) [AKA91], K* [CT95] et Pebls [CS93] sur
les bases de données de 'UCI Machine Learning Repository [BKMO98]. Les résultats
obtenus montre une supériorité en terme taux de prédiction de I’algorithme CIBLe par
rapport aux autres méthodes.

CLNN et CLNB

Les méthodes CLNN et CLNB, développées par Xie et al. [XHLL02], utilisent les
treillis des concepts pour transformer le probleme de classification en sous-problemes
plus facilement résolvables. Chaque concept représente un sous-probleme a résoudre.
Un classifieur dédié a la classification de ce sous-probléeme apprend a reconnaitre les
objets du concept en fonction des attributs qui les décrivent. Pour la méthode CLNN,
le classifieur en question est le plus proche voisin (NN pour Nearest Neighbor), et pour
CLNB;, il s’agit du classifieur bayésien naif (NB pour Naive Bayes).

Apprentissage A partir des concepts, un ensemble de régles contertuelles sont construites.
Une regle contextuelle permet en fonction d’un ensemble d’attributs connu d’appliquer

le classifieur adapté au sous-probleme. Une regle contextuelle doit vérifier trois types

de contraintes afin de limiter les redondances :

— étre vérifiée par un nombre minimal d’objets; avoir un nombre d’objets véri-
fiant la regle suffisamment élevé par rapport au nombre d’objets vérifiant la regle
contextuelle issue du concept successeur dans le treillis.

— avoir une précision suffisamment éloignée de celle de la regle contextuelle issue du
concept successeur dans le treillis.
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— avoir un nombre d’attributs en hypothese de la regle suffisamment élevé par rap-
port au nombre d’attributs en hypothese de la regle contextuelle issue du concept
successeur dans le treillis.

Un test du x? est ensuite appliqué sur I’ensemble des régles contextuelles pour conserver
les regles de meilleure précision.

Classification La classification d'un nouvel objet est réalisée en appliquant les regles
contextuelles dont les attributs en hypothese correspondent aux attributs de l'objet.
Chaque regle renvoie le résultat de classification donné par son classifieur. Un vote
majoritaire est alors appliqué sur I'ensemble des résultats retournés. En cas d’égalité,
la regle la plus précise permet de trancher.

Expérimentation Dans l'expérimentation, CLNB et CLNN sont comparés a plu-
sieurs classifieurs, ceux sur lesquels ils sont basés : NB et NN, et également le NBTree
[Koh96], le CBA [LHMO98] et le C4.5Rules [Qui93] sur 26 jeux de données de I'UCI
Machine Learning Repository [MM96]. Les méthodes CLNB et CLNN améliorent les
résultats de classification de leurs méthodes de base respectives, et CLNB devance méme
les autres classifeurs NBTree, CBA et C4.5Rules.

Zenou et Samuelides

La méthode implémentée par Zenou et Samuelides [Z504] [5704] concerne 'orienta-
tion d’'un robot dans un environnement structuré comprenant plusieurs pieces. Le robot
dispose d'un ensemble d’images décrivant chaque piece.

Apprentissage A partir des images sont extraites des caractéristiques visuelles, ¢’est-
a-dire des éléments permettant de distinguer chacune des pieces. Ces caractéristiques
sont des amers visuels qui servent de point de repere pour le robot. Parmi toutes les
caractéristiques envisageables (structurelles, colorimétriques ou photogrammétriques),
il est nécessaire d’effectuer une sélection pour ne conserver que les plus fréquentes.
L’ensemble des images et de leurs caractéristiques sélectionnées sont organisées au sein
d’un treillis de Galois. Le graphe contient alors de maniere structurée toutes les cor-
respondances entre caractéristiques visuelles et les pieces étudiées. Ensuite, les auteurs
sélectionnent des concepts contenant des images provenant toutes d’une méme piece.
Les concepts successeurs et prédécesseurs de ces concepts sélectionnés et qui vérifient
des criteres de pureté sont également utilisés pour extraire les amers visuels.
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Classification Il est alors possible pour le robot, si on lui présente une nouvelle image
d’une des pieces, d’extraire les amers visuels de cette image pour rechercher de quelle
piece il s’agit. Pour proposer au robot de nouvelles images, les photographies des pieces
sont obtenues selon différents point de vue. Les signatures doivent donc respecter des
contraintes d’invariance a la translation, a la rotation et au changement d’échelle et étre
robustes au bruit. Lorsque la classification n’est pas possible (aucune correspondance
avec les amers visuels de 'apprentissage), le robot peut se déplacer, prendre de nouvelles
photographies et retenter une nouvelle reconnaissance de la piece.

Expérimentation Les auteurs précisent que cette approche donne de bons résultats
sur de petites bases de données (moins de 25 images par caractéristiques), mais que
la complexité algorithmique de certains algorithmes ne permet pas de traiter de plus
grandes bases de cette maniere. Pour passer outre ce probleme, les auteurs proposent une
solution ou chaque piece est caractérisée par son propre treillis de Galois. Les résultats
obtenus avec cette nouvelle approche sont identiques a ceux obtenus avec l'ancienne
méthode, mais la complexité est nettement moindre.

Eklund

Nous avons trouvé dans la littérature une méthode d’indexation concernant la fouille
de données. Bien que le contexte d’application de cette méthode est différent du notre
(fouille de données au lieu de la classification et utilisation données non bruitées), 'au-
teur a porté un intérét particulier a I'utilisation du treillis de Galois pour la structuration
intéressante qu'’il offre entre les objets (généralisation ou spécialisation selon que 'on
progresse vers le haut ou le bas du graphe).

Il s’agit de I’étude menée par Eklund [EkIOG] concernant 'utilisation du treillis de
Galois pour I'indexation d’images MPEG-7. Ces images ont la particularité de pouvoir
contenir des descriptions telles que la forme des images, leur couleur et luminance, ou
encore un contenu plus sémantique. De la méme maniere que dans 1’étude précédente,
ces descriptions sont utilisées en tant que caractéristiques de chaque image et sont
organisées de maniere structurée dans le treillis de Galois. Le treillis de Galois obtenu
peut ensuite étre utilisé de deux manieres différentes :

— soit en entrée directe, I'utilisateur doit alors introduire un ensemble de caractéris-
tiques et il obtiendra en réponse le concept du treillis le plus spécifique contenant
tous les attributs demandés.

— soit pour une simple exploration, par validation / suppression de caractéristiques.
Lorsque I'utilisateur valide une nouvelle caractéristique, il demande une descrip-
tion plus précise des images, ce qui conduit a une réduction du nombre d’images
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correspondant & cette description (spécialisation). Au contraire, lorsque 1'utilisa-
teur supprime une caractéristique, la description des images sera moins précise et
correspondra donc & un nombre plus important d’images (généralisation).
Pour réduire la complexité, 'auteur propose d’utiliser un treillis par type de carac-
téristiques, par exemple, un treillis pour la couleur, un autre pour la forme, ... avec des
liaisons entre les treillis pour permettre un basculement d’un treillis vers un autre.

Cet outil a plus pour vocation de permettre une navigation intuitive et rapide au
sein d'une base d’images que de réaliser une classification des images. C’est pourquoi
nous n’avons pas intégré cette méthode dans I’étude comparative qui suit (voir §1.3.3).

B - Comparaison des méthodes

Les tableaux 1.9 et [1.10 proposent une synthese détaillée des méthodes en indiquant
le type d’apprentissage proposé (S=Supervisé, NS=Non Supervisé), les constructions
obtenues, le procédé de classification, la complexité et les résultats expérimentaux ob-
tenus par les auteurs des méthodes.

La figure [1.6 permet de situer les méthodes de classification, présentées précédem-
ment. Toutes comportent au moins une étape de sélection sur les attributs et / ou les
objets. Elles peuvent étre regroupées selon qu’elles utilisent seulement les concepts, les
concepts et les regles de classification, une double sélection, ou simplement des regles
contextuelles.

Le fait d’utiliser une construction du treillis incrémentale est intéressant pour la
réduction du temps de traitement. Ainsi, pour prendre en compte un nouvel objet,
il n’est pas nécessaire de tout reconstruire le treillis. En revanche, un algorithme de
construction du treillis incrémental n’apporte rien de plus pour la classification.

Les descriptions des méthodes de classification basée sur les treillis de Galois montrent
qu’elles n’utilisent pas réellement le treillis comme classifieur pour reconnaitre les ob-
jets. Le principe est de sélectionner des concepts du treillis pertinents ou des regles
pertinentes extraites du treillis afin d’attribuer une classe a I’'objet, le plus souvent, par
un vote majoritaire.

A partir de cette étude de la littérature, il semble donc que 'exploration du treillis
de Galois soit plus employée pour la fouille de données qu’en classification. C’est un
moyen intuitif pour 'utilisateur d’observer les dépendances entre les attributs de la
table de données.
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TAB. 1.9 — Propriétés des méthodes de classification basées sur les treillis de Galois

Méthodes | Appren- | Construction Classification
tissage
GRAND | S et NS | Treillis Vote majoritaire parmi
Sélection des concepts les plus gé- | les regles les plus spéci-
néraux de chaque classe fiques pour 'objet
Extraction des regles de classifi-
cation
LEGAL | S Sup-demi treillis contenant les | Vote majoritaire parmi
concepts pertinents les concepts pertinents
GALOIS | S et NS | Treillis Concept le plus similaire
Sélection des concepts pertinents | pour 'objet
ou vote majoritaire
RULE- S Treillis Application de la pre-
ARNER Sélection des concepts pertinents | miere regle vérifiée par
Extraction des regles de classifi- | 'objet a classer
cation ou vote  majoritaire
parmi les regles vérifiées
CIBLe S Sup-demi treillis Vote majoritaire parmi
Sélection des concepts pertinents | les plus proches voisins
Redescription du contexte
Sélection de prototypes
CLNN et | S Treillis Vote majoritaire parmi
CLNB Extraction des regles contex- | les classes retournées par
tuelles le classifieur NN ou NB
Sélection des regles pertinentes des regles contextuelles
vérifiées par 'objet
Zenou et | S Treillis Classement si tous les
Samue- Concepts pertinents d’ou sont ex- | amers visuels vérifiés ap-
lides traits des amers visuels (inten- | partiennent a une méme
tions des concepts) piece

1.3.4 Classification basée sur les regles d’association

Dans cette partie, nous décrivons sept méthodes de classification basées sur les regles

d’association (voir § 1.3.4-A) et présentons une comparaison théorique (voir § [1.3.4-B).
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TAB. 1.10 — Propriétés des méthodes de classification basées sur les treillis de Galois
(suite)

Méthodes | Complexité Comparaison expérimentale
GRAND | O(2"n*) avec n minimum entre | Taux comparables aux autres
le nombre d’exemples et le | méthodes : Assistant, AQ15,
nombre d’attributs AQR, Bayes et CN2
LEGAL | O((|L|n(1 — «)) avec |L| le | Taux comparables & GLUE et
nombre de concepts du treillis | supérieurs C4.5
GALOIS | O(3™2™n) < O(3*™n) avec m | Taux comparables aux mé-
le nombre d’attributs et n le | thodes de la littérature
nombre d’exemples
RULE- O(2"n*) avec n minimum entre | Taux comparables & C4.5 et
ARNER | le nombre d’exemples et le | CN2, voire légerement supé-
nombre d’attributs rieurs
CIBLe O(min(n — 1,m — 1)"m3) | Taux supérieurs aux autres
construction du  sup-demi | méthodes :IBi, K* et Pebls
treillis
+ O(min(n — 1,m — 1)"*1)
recherche du seuil
CLNN et | O(|L||E]®* + |Llm + |L]) | Taux en moyenne supérieurs
CLNB +O(|L'|m).O(NN/NB) avec | a ceux de NBTree, CBA et
|E| le nombre de fils d'un nceud | C4.5Rules
|L'| < |L| et O(NN/NB) les
complexités des classifieurs
NN ou NB
Zenou et | O(3m2™n+|L|*m+|L|m) avec | Taux tres encourageants
Samue- n le nombre d’exemples et m le | (18 photographies reconnues
lides nombre d’attributs sur 20)

A - Description des méthodes

CBA

L’algorithme CBA [LHM98|, implémenté par Liu, Hsu et Ma, est I'un des premiers
algorithmes utilisant les regles d’association pour la classification. La génération de
I'ensemble des reégles de classification est basée sur I'algorithme Apriori [AS94]. Un
petit ensemble de ces regles est sélectionné a l'aide de 1’ensemble d’apprentissage et
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F1G. 1.6 — Points communs / différences des méthodes

Donnees symboliques, discretisees

CONSTRUCTION
du treillis de Galois

SELECTION DE CONCEPTS:
-sup-demi trelllis
-concepts pertinents

EXTRACTION
de regles contextuelles

REDESCRIPTION
frequentielle d'attributs

SELECTION DE REGLES:
-regles pertinentes

EXTRACTION
de regles de classification

SELECTION D'OBJETS:
-prototypes

CLASSIFICATION:
-vote majoritaire sur
les classes issues du

classifieur NN ou NB

CLASSIFICATION:
-concept le plus similaire
-vote mgjoritaire

CLASSIFICATION:
-premiere regle
-vote majoritaire

CLASSIFICATION:
-k plus proches
prototypes

-GRAND
-RULEARNER

constitue le classifieur. Au sein du classifieur, les regles sont triées selon une notion de
précédence (notée <) basée sur les valeurs de confiance (et en cas d’égalité, de support)
des regles. Le classement d’un nouvel objet est donné par la premiere regle du classifieur
qui le vérifie.

Apprentissage Plus précisément, la premiere étape de la méthode CBA concernant
la génération des regles est réalisée a partir d’'une adaptation d’Apriori aux cas des
regles de classification. Les regles sont construites de maniere croissante : a une étape
k donnée, les regles candidates sont construites a partir des regles obtenues a 1’étape
k — 1. Parmi les regles candidates, on recherche les regles ayant un support supérieur a
minsup. Un élagage basé sur le calcul d'un taux d’erreur [Qui93] permet également de
supprimer certaines regles. Quant a elle, la construction de I’ensemble final des regles
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pertinentes est réalisée en trois étapes :

— Recherche pour chaque objet de I'ensemble d’apprentissage de la regle de classifi-
cation ayant la meilleure précédence qui classe correctement l'objet (notée cRule)
ainsi que la regle de classification de meilleure précédence qui classe mal 1’ob-
jet (notée wRule). Si cRule a une meilleure précédence que wRule, I'objet sera
correctement classé, sinon il faut faire des ajustements.

— Recherche de chacune des regles wRule ayant une précédence supérieure a la regle
cRule correspondante. Si une regle wRule d'un objet est a la fois une regle cRule
pour un autre objet, on recherche des regles pour la remplacer.

— Les regles cRule et les regles de remplacement sont triées par ordre de précédence.
La construction du classifieur se fait alors en ajoutant une a une les regles triées et
en calculant ’erreur de classification sur les objets de ’ensemble d’apprentissage.
Tant que 'ajout d’une nouvelle regle permet de faire baisser I'erreur de classifica-
tion, on poursuit les insertions. Des qu’on observe une augmentation de l'erreur
de classification, le processus est terminé. Toutes les regles restantes situées apres
la regle courante ne seront pas utilisées dans le classifieur.

Classification Un nouvel objet se voit attribuer un label de classe par la premiere
regle vérifiée par 'objet, dans I’ensemble des regles classées par ordre de précédence.

Expérimentation Elle est réalisée sur 26 jeux de données de I'UCI ML Repository
[MMO96] et offre une comparaison avec la méthode C4.5 (arbre et regles). Les taux
d’erreur moyens obtenus en validation croisée montrent une plus grande efficacité de
CBA par rapport a C4.5.

CMAR

Li, Han et Pei ont développé la méthode CMAR [LHPO1] qui base son extraction des
regles de classification de la base d’apprentissage sur 'algorithme FP-growth. Selon les
auteurs, cet algorithme de fouille de motifs fréquents, est plus rapide que les méthodes
du type Apriori [AS94] pour de grands ensembles de données, des supports faibles, et/ou
des motifs de taille importantes.

Apprentissage Les regles de classification générées selon 1’algorithme FP-growth sont
stockées dans une structure CR-tree. Cette structure d’arbre est compacte et indexée.
Elle permet de réduire la taille de stockage des regles et de les retrouver efficacement.
Ainsi I’élagage et 'utilisation des regles pour la classification sont facilités. L’élagage des
regles de classification est réalisé si une regle ne vérifie pas I'une de ces trois conditions :
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— une confiance minimale supérieure a minconf.
— une corrélation minimale entre les régles basée sur une métrique du y2.
— un seuil minimal de couverture de la base d’apprentissage d’au moins un objet.
C’est-a-dire qu’au moins un objet de la base doit vérifier la regle.
Les regles de classification obtenues apres élagage sont regroupées pour constituer le
classifieur.

Classification La classification s’effectue ensuite de la maniere suivante : toutes les
regles du classifieur vérifiant 'objet a classer sont considérées. Si elles impliquent le
méme label de classe, ce label est attribué a l'objet. Sinon, les regles sont regroupées
selon le label de classe qu’elles impliquent. Pour chaque regroupement, on calcule I'effet
combiné de I’ensemble des régles d’apreés une mesure pondérée du x2. Le groupe obtenant
un effet maximal attribue son label a I'objet.

Expérimentation La méthode CMAR est comparée aux méthodes C4.5 et CBA sur
les 26 jeux de données de 'UCI ML Repository [MM96]. CMAR obtient la meilleure
précision sur 13 jeux de données. Par rapport a CBA, CMAR permet un gain d’es-
pace mémoire d’environ 77% sur les 6 plus grands jeux de données étudiés dans cette
expérimentation. Le seuil minimal de couverture de la base d’apprentissage et le seuil
de confiance sont les deux parametres essentiels pour la précision de classification de
CMAR. Ces seuils controlent le nombre de regles insérées dans le classifieur. Si ce
nombre est trop faible, il risque de manquer des regles performantes. Au contraire, si le
nombre est trop important, il y a risque de surapprentissage.

ARC-AC et ARC-BC

Les méthodes ARC-AC et ARC-BC [AZ02b, [AZ02a], développées par Antonie et
Zaiane en 2002, sont dédiées a la catégorisation de document textuel.

Apprentissage Elles utilisent I'algorithme Apriori [AS94] pour générer 1'ensemble
des regles de classification de support suffisant. La différence entre les deux méthodes
est que ARC-AC génere des regles de classification pour toutes les catégories (i.e. toutes
les classes) de texte prises dans leur ensemble, alors que ARC-BC les génere catégorie
par catégorie. Les regles sont ensuite triées des plus générales au plus spécifiques. Plus
précisément, pour deux regles R1 : T1 — cet R2: T2 — ¢, R1 est plus générale que
R2 si T'1 C T2. La sélection des regles est alors effectuée de la maniere suivante : pour
chaque regle de classification, on recherche les regles les plus spécifiques correspondantes
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et on élimine celles de confiance faible (notion de précédence définie précédemment dans
la méthode CBA). Parmi les regles résultantes de ce premier élagage, on conserve celles
qui sont vérifiées par au moins un objet de la base d’apprentissage.

Classification Les regles de classification obtenues constituent le classifieur. Celles
ayant le méme attribut de classe en conclusion sont regroupées dans un méme ensemble.
On calcule ensuite la confiance moyenne par ensemble et on attribue la classe qui obtient
la meilleure confiance moyenne.

Expérimentation L’expérimentation est réalisée sur la base Reuters-21578 [LIS7]
qui regroupe une collection de documents textuels. Les auteurs ont choisi de travailler
sur les 10 catégories de texte les plus populaires. Une comparaison est réalisée avec les
méthodes Bayes, Rocchio, C4.5, k-plus proches voisins, bigrams, SVM. Les résultats
proposés montrent que ARC-BC est plus efficace que la plupart des méthodes excepté
les deux méthodes k-plus proches voisins et SVM. De plus, les phases d’apprentissage
et de reconnaissance sont relativement rapides. Une expérience de comparaison sur les
types d’élagage (sans élagage, avec élagage des regles spécifiques, et avec élagage des
regles spécifiques et vérification d’au moins un objet de la base d’apprentissage) indique
que les résultats de reconnaissance ne sont pas améliorés en appliquant un élagage.

CPAR

Xiaoxin Yin a développé le systeme CPAR [XY03] qui reprend la stratégie de 1'algo-
rithme FOIL |[QCJ93] pour la génération des regles. Contrairement aux trois méthodes
(CBA, ARC-AC et ARC-BC, CMAR) présentées précédemment, ot I’'on construit 1’en-
semble de regles pour ensuite sélectionner les plus pertinentes, cette méthode utilise
une heuristique pour générer directement les regles de classification pertinentes.

Apprentissage Cette heuristique est basée sur une fonction de gain a maximiser.
Pour un ensemble d’objets appartenant a la méme classe, on attribue un poids équivalent
a chacun d’entre eux. Ensuite, on construit une regle en ajoutant petit a petit les
attributs qui maximisent la fonction de gain. Tous les objets qui vérifient cette nouvelle
regle créée voient leur poids diminuer. Il faut ensuite construire de la méme maniere
une nouvelle régle pour les objets restants (ceux dont le poids n’a pas diminué), et ainsi
de suite jusqu’a ce que tous les objets soient au moins vérifiés par I'une des regles de
classification créées. Ainsi, plusieurs regles proches de la meilleure regle peuvent étre
construites.
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Classification Les regles obtenues sont ensuite réparties en paquet selon la classe
qu’elles contiennent en conclusion. De plus, elles sont triées en fonction de leur préci-
sion (formule de l'estimation de 'erreur attendue de Laplace). On calcule la précision
moyenne des k meilleures regles au sein de chaque paquet, et le paquet obtenant la
meilleure précision moyenne attribue sa classe a 1’objet.

Expérimentation Les résultats expérimentaux montrent que CPAR obtient une meilleure
classification que CBA, CMAR, C4.5 et RIPPER sur 9 des 26 jeux de données de 'UCI

ML Repository [MNMNO906] et permet de diminuer de maniére conséquente les temps d’exé-
cution et le nombre de regles générées par rapport a CBA et CMAR.

HARMONY

Wang et Karypis, les auteurs ' HARMONY [WEKO05], proposent une extraction de
regles de classification dont le point de vue est centré sur les objets. En d’autres termes,
ils cherchent pour chaque objet de la base d’apprentissage a extraire au moins une des
regles couvrant un grand nombre d’objets et de confiance la plus élevée.

Apprentissage Pour cela, les motifs fréquents sont recherchés et ordonnés non pas
par ordre de support décroissant, mais selon I'un des trois ordres définis ci-dessous :

— par ordre de confiance décroissant

— par ordre d’entropie croissant

— par ordre de coefficient de corrélation croissant
Le dernier ordre est utilisé par défaut dans le systeme HARMONY.

Une fois, les motifs fréquents triés, plusieurs élagages sont mis en place :

— Suppression des motifs ayant un support équivalent au motif m.

— Suppression des attributs non prometteurs. Les regles issues du motif fréquent
auquel on ajoute un attribut non prometteur ne peuvent pas avoir une confiance
supérieure a la regle de meilleure confiance du motif courant.

— Suppression des motifs non prometteurs. Les regles issues d’un motif fréquent
non prometteur auquel on ajoute un attribut ne peuvent pas avoir une confiance
supérieure a la regle de meilleure confiance du motif courant.

Les motifs résultant de ces élagages sont utilisés pour la génération des regles de clas-
sification.

Classification L’ensemble de ces regles constitue le classifieur. Elles sont regroupées
par paquet en fonction de I'attribut de classe qu’elles contiennent en conclusion, et triées
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au sein de chaque paquet ainsi obtenu selon leur précédence basée sur la confiance
(définie dans la méthode CBA décrite précédemment). Pour la reconnaissance, trois
modes sont proposés pour attribuer une classe a l'objet a reconnaitre :

— la classe de la meilleure regle vérifiée (précédence)

— la classe du paquet ou les k meilleures régles (précédence) obtiennent le meilleur

score

— la classe du paquet obtenant le meilleur score
Le score est en fait la somme des confiances des regles au sein du paquet. Le dernier
mode est celui utilisé par défaut pour les expérimentations.

Expérimentation HARMONY est comparé a FOIL, CPAR et SVM sur 10 jeux de
données de I'UCI ML Repository [MM96] de taille importante. Les résultats montrent
que cette méthode est la plus efficace en terme de génération des regles et de classifica-
tion dans 7 cas sur 10.

Barbu et al.

Dans leurs travaux [BHAT05], Barbu et al. proposent une approche non-supervisée
de recherche de symboles dans les images de documents. Cette méthode est intéressante
car elle présente une utilisation des regles d’association dans le contexte de détection de
symboles bruités fréquents. Il ne s’agit pas de reconnaissance, mais bien de recherche de
symboles fréquents et des relations fréquentes entre ces symboles. Un symbole est consi-
déré comme une représentation graphique comportant de la connaissance. Les images
de documents sont décrites par des graphes relationnels attribués. Cette méthode uti-
lise la recherche de sous-graphes fréquents pour obtenir une représentation graphique et
également les regles d’association pour retrouver la connaissance relative au symbole.

Apprentissage Pour réduire la complexité en temps de la recherche de sous-graphes
fréquents, les auteurs utilisent un réseau de graphes non-isomorphes calculé "hors-ligne”.
Ce réseau est un graphe orienté acyclique, ou les nceuds sont des graphes non-isomorphes
et les arcs représentent 1'inclusion entre ces graphes. A partir d’un graphe non-isomorphe
contenant un seul nceud, on ajoute des nceuds un a un. Si le nouveau graphe obtenu
avec I'ajout du noeud est fréquent (c’est-a-dire qu’il apparait plus souvent que la valeur
d’un seuil fixé), il est inséré dans le réseau. Sinon, il n’est pas nécessaire de poursuivre
la croissance de ce graphe, car tous les graphes obtenus ne seront pas fréquents. Le
réseau est tout de méme limité en taille, car les graphes fréquents ne peuvent contenir
plus de 9 arcs. L’algorithme utilise I'information contenue dans ce réseau de graphes
non-isomorphes pour rechercher efficacement les sous-graphes fréquents. Cet algorithme
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de recherche de sous-graphes fréquents permet la détection d’un certain nombre de
symboles sur le document.

Classification Il est alors envisageable de rechercher les relations spatiales existantes
entre ces différents symboles reconnus. Cette démarche est réalisée en calculant les regles
d’association entre symboles a partir de ’algorithme Apriori [AS94], selon un support et
une confiance minimaux. Les regles d’association obtenues sont du type : "La présence
du symbole 1 dans telle partie du document implique la présence du symbole 2 dans
cette méme partie” ou "La présence du symbole 3 dans le document implique la présence
des symboles 4, 5 et 6 dans ce méme document”.

Expérimentation Les résultats expérimentaux obtenus sur des images de documents
architecturaux montrent que les symboles fréquents sont détectés et des regles d’as-
sociation intéressantes peuvent étre extraites. En revanche, les résultats obtenus sur
des images de fax contenant des logos, des tables, de I’écriture manuscrite et impri-
mée montrent que la recherche des sous-graphes fréquents est plus délicate en présence
de bruit. En effet, seuls quelques logos ont été détectés comme fréquents. Dans ces
conditions de documents a contenu varié, la représentation graphique ne semble pas
appropriée.

GARCm

La toute récente méthode GARCm [BEBY006], implémentée par Bouzouita, Elloumi
et Ben Yahia, est basée sur la classification associative. L’originalité de cette méthode
est 'extraction de regles de classification directement a partir d’une base générique. Le
but est d’obtenir un petit ensemble de regles de meilleure qualité et contenant moins de
redondances que les méthodes habituelles de classification associative, et ce sans perte
d’information.

Apprentissage Les auteurs utilisent la base générique ZGB |[GBYMNS06] car elle
est réputée pour étre informative et relativement compacte. Les regles générées par la
base ZGB ont tendance a avoir des prémisses contenant peu d’éléments. Les auteurs
précisent que c¢’est un avantage car les regles peuvent étre ainsi plus facilement vérifiées
par les objets. Seules les regles de classification extraites de cette base sont conservées,
et parmi elles, seules les regles vérifiées par au moins un objet de l'apprentissage sont
intégrées au classifieur.
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Classification Un classifieur associatif est un ensemble de regles de classification qui
doit prédire de maniere la plus précise possible une classe a attribuer au nouvel objet.
Contrairement aux autres méthodes, pour la construction d’un nouveau classifieur, les
regles de classification ne sont pas triées. Plusieurs mesures d’évaluation de la qualité des
régles extraites sont comparées (intérét, surprise, Loevinger, score). Pour le classement
d’un nouvel objet, on recherche toutes les regles qu’il vérifie. Si elles correspondent
toutes a un méme attribut de classe, ce dernier est assigné a l'objet, sinon, la regle qui
obtient le meilleur indice de qualité attribue sa classe a l'objet.

Expérimentation D’apres les résultats expérimentaux réalisés sur 12 jeux de données
[BKMO98], I'indice de qualité basé sur le score permet d’obtenir les meilleurs taux de
classification. De plus, GARCm est plus efficace que les classifieurs traditionnels ID3
et C4.5 sur 6 jeux de données et que les approches de classification associative CBA et
Harmony sur 9 jeux de données.

B - Comparaison des méthodes

Les tableaux [1.11 et [1.12 présentent une synthese comparative des méthodes de
classification basées sur les regles d’association détaillées précédemment. Ces tableaux
proposent de comparer la génération des regles, la présence d'un élagage et / ou d'un
tri des regles et le mode de classification.

Les méthodes CBA, CMAR, ARC-AC, ARC-BC, Barbu et al. et GARCm sont
exhaustives car elles génerent I’ensemble des regles vérifiant un certain support et sélec-
tionnent ensuite parmi ces regles celles qui vérifient certaines propriétés. Les méthodes
CPAR, et HARMONY utilisent des heuristiques pour ne générer que certaines regles.
Elles ne peuvent donc pas garantir une génération des regles optimales.

Pour accélérer les traitements, des sélections sont appliquées sur les regles afin de
ne conserver que les plus pertinentes : génération de regles vérifiant certaines heuris-
tiques, support et confiance minimaux, taux d’erreur, corrélation positive, couverture
de 'ensemble d’apprentissage. De plus, les regles sont souvent triées par précédence et
par classe avant d’effectuer une classification par la ou les meilleure(s) regle(s) selon un
critere donné.
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TAB. 1.11 — Propriétés des méthodes de classification basées sur les regles d’association

Méthodes Génération des regles Elagage des regles
CBA Basée sur Apriori Oui, par le taux d’erreur
Support minimal pessimiste
Exhaustive
CMAR Basée sur FP-growth Oui, par précédence, par
Support et confiance minimaux corrélation positive et
Exhaustive par couverture de l'en-
semble d’apprentissage
ARC-AC et | Basée sur Apriori Oui, par précédence des
ARC-BC Support minimal regles spécifiques et par
Exhaustive couverture de ’ensemble
d’apprentissage
CPAR Basée sur FOIL et une heuristique de | Non, sélection réalisée en
gain minimal amont sur les motifs
Support minimal
Non exhaustive
HARMONY | Tri des motifs fréquents, méthode divi- | Non, sélection réalisée en
ser pour régner et recherche en profon- | amont sur les motifs
deur
Support minimal, élagage des motifs de
support équivalents, élagage des attri-
buts et des motifs non prometteurs
Non exhaustive
Barbu et al. | Basée sur Apriori Oui, suppression des
Support et confiance minimaux regles et méta-regles non
Exhaustive vérifiées sur les docu-
ments d’apprentissage
GARCm Base générique ZGB Oui, par couverture de
Support et confiance minimaux I’ensemble  d’apprentis-
Exhaustive sage

1.4 Conclusion

Dans cet état de I'art, nous avons souhaité présenter un certain nombre de notions

concernant la reconnaissance d’images et ’analyse formelle des concepts.
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TAB. 1.12 — Propriétés des méthodes de classification basées sur les regles d’association

(suite)
Méthodes Tri des regles Classification
CBA Oui, par précédence | La premiere regle vérifiée
et par erreur de classi- | par 'objet
fication de I’ensemble
d’apprentissage
CMAR Oui, par classe Ensemble de regles véri-
fiées par classe obtenant
le meilleur x? pondéré
ARC-AC et | Oui, par classe et par | Ensemble de regles véri-
ARC-BC précédence fiées par classe obtenant
la meilleure confiance
moyenne
CPAR Oui, par classe et par | Ensemble des k£ premieres
estimation de l'erreur | regles vérifiées par classe
de Laplace (pouvoir | obtenant la meilleure es-
de prédiction) timation de Laplace
HARMONY | Oui, par classe et par | Ensemble de regles véri-
précédence fiées par classe obtenant
la  meilleure confiance
moyenne
Barbu et al. | Non Détection des symboles
fréquents et des relations
fréquentes entre symboles
GARCm Non La regle vérifiée qui ob-
tient le meilleur indice de
qualité

Parmi toutes les méthodes de calcul de descripteurs de formes existantes, nous avons

décrit quelques approches statistiques et structurelles. Les signatures obtenues a par-

tir des approches présentées fournissent une description relativement convenable pour
des ensembles d’apprentissage suffisamment significatifs. L’augmentation du nombre
de classes et d’échantillons en apprentissage semble mieux amortie par les approches
statistiques, en comparaison aux approches structurelles. Cependant, méme pour ces
approches, la montée en échelle reste un probleme compliqué et ouvert. Pour leur part,
les approches structurelles paraissent plus facilement adaptables a la reconnaissance
de formes en contexte. Il semble désormais que l'effort de recherche se situe plus sur



CHAPITRE 1. ETAT DE L’ART 71

I'utilisation conjointe de plusieurs approches, que sur le développement de nouveaux
descripteurs. Dans le chapitre suivant, nous décrirons plus en détail les signatures em-
ployées pour la reconnaissance de symboles ainsi que leur paramétrage.

Nous avons ensuite expliqué le fonctionnement des principaux classifieurs utilisés
en reconnaissance de formes. Au regard de la littérature, il semble que les machines a
vecteur de support obtiennent généralement les résultats les plus intéressants.

S’agissant de la partie relative a ’analyse formelle des concepts, nous avons détaillé
les fondements mathématiques concernant le treillis de Galois, ainsi que ses propriétés
et sa construction. Enfin, quelques applications a la classification, de ce graphe et des
regles d’association, ont été énoncées et comparées. Avec 'augmentation de la capacité
de traitement des ordinateurs, l'intérét pour la structure de treillis n’a cessé de croitre
comme en témoignent la quantité importante d’applications le concernant. Cet intérét
provient sans doute de I'organisation tres intuitive des données au sein de ce graphe.



Chapitre 2

Signatures utilisées et paramétrage
pour la reconnaissance de symboles

2.1 Introduction

Pour tester 'efficacité d’un systeme de reconnaissance, il est d’usage d’utiliser des
bases de données. Dans ce chapitre, nous décrivons tout d’abord les bases de symboles
GREC (§2.2) qui vont nous servir a évaluer la qualité de notre classifieur. Dans un
second temps, nous présentons les différentes signatures statistiques (§ 2.3) et structu-
relles (§12.4) utilisées dans notre classifieur basé sur le treillis de Galois. Nous décrivons
également le paramétrage de ces signatures mis en place pour la reconnaissance de
symboles.

2.2 Description des bases GREC

2.2.1 La base GREC 2003

La base GREC 2003 [GREO3] (Graphics RECognition) est composée d’images de
symboles segmentés, c¢’est-a-dire isolés. Elle a été créée pour un concours de reconnais-
sance de symboles organisé au cours de l'atelier Graphics Recognition qui a lieu tous
les 2 ans. Il y a trois catégories de bruits proposées : les dégradations binaires (bruit
impulsif), les distorsions vectorielles et les images réelles numérisées et photocopiées.
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Concernant les dégradations binaires, la base contient 39 classes de symboles (voir
Fig.2.1)) et 3510 symboles bruités. Chaque classe contient 1 symbole modele (non bruité)
et 90 symboles bruités. Les bruits appliqués sur les images reproduisent les déformations
qui peuvent survenir lors de l'utilisation d’un photocopieur, d’'un scanner ou encore
d’une imprimante. Ils sont générés par la méthode Kanungo [Ka94] et sont composés
de 9 types de dégradation (voir Fig. 2.2). Pour chaque type de dégradation, la base
contient 10 symboles bruités par classe. Ces symboles sont également proposés en ayant
subi une rotation ou un changement d’échelle.

F1G. 2.1 — Symboles modeles de la base GREC 2003 (dégradations binaires)
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Symbol33.brp Symbal34.brp Symibol35.bmp Symbol36.bmp Symbol37.bmp Symbaol33.bmp Symbol39.bmp

Pour les distorsions vectorielles, la base contient 15 classes de symboles architectu-
raux ou électriques (voir Fig. 2.3) et 600 symboles distordus. Les distorsions sont de
trois types (voir Fig. [2.4). Ces symboles sont également proposés en ayant subi une
rotation, un changement d’échelle, ou en étant doublement bruités par dégradations
binaires et par distorsions vectorielles.

Enfin, les images réelles sont composées des 15 symboles architecturaux et électriques
présentés précédemment et de 75 symboles bruités par numérisation et 75 symboles
bruités par numérisation et photocopie.
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F1G. 2.2 — Symboles bruités de la base GREC 2003 (dégradations binaires)
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F1G. 2.3 — Symboles modeles de la base GREC 2003 (distorsions vectorielles)
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2.2.2 La base GREC 2005

La base GREC 2005 [GREQS] est également issue du concours de reconnaissance de
symboles (voir Fig.2.5). Elle compte 150 symboles modeles au total et propose plusieurs
tailles d’ensembles d’apprentissage et d’ensembles de test (25, 50, 100, 150 symboles a
apprendre et respectivement 25, 50, 100, 100 symboles & tester). Les bruits appliqués sur
les images sont également générés par la méthode Kanungo [Ka94] et sont composés de
6 types de dégradation (voir Fig. [2.6). Notons que les bruits appliqués sont nettement
plus forts que dans la base GREC 2003, le dernier symbole correspondant au 6eme type
de dégradation est quasiment effacé.
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F1G. 2.4 — Symboles bruités de la base GREC 2003 (distorsions vectorielles)

nﬁ\_n_Fr_ N

- = =

FiG. 2.5 — Quelques symboles modeles de la base GREC 2005
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F1c. 2.6 — Symboles bruités de la base GREC 2005
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2.3 Signatures statistiques

Nous avons choisi d'utiliser comme signature statistique, les trois signatures sui-
vantes :

— la signature de Fourier-Mellin (voir § [1.2.1))

— la signature de Radon (voir § [1.2.1))

— la signature de Zernike (voir §[1.2.1)

Précisons que le choix de ces signatures n’engage a rien; nous aurions tres bien pu
en utiliser d’autres. Toutefois, I'expérience des nombreuses utilisations de ces signa-
tures permet une bonne appropriation de leur paramétrage (voir § 1.2.1). De plus, elles
font référence en reconnaissance de formes et permettent d’obtenir de bons taux de
classification en comparaison avec d’autres signatures.

Nous présentons les paramétrages utilisés pour chacune de ces trois signatures.
Signature de Fourier-Mellin

Rappelons que cette signature est paramétrable suivant deux termes p et g relatifs
a I'invariance a l'orientation et a 1’échelle. p est un coefficient radial et ¢ un coefficient
circulaire. Dans notre cas, nous avons fixé p € [0;2] si ¢ =0et p € [-2;2] si ¢ # 0 et
q € [0; 3], ce qui permet d’obtenir 33 valeurs numériques.

Signature de Radon

La R-signature de Radon comporte un seul parametre : . Nous avons choisi de le
faire varier pour obtenir 50 mesures de la R-signature, ce qui nous semblait suffisant
pour caractériser les symboles. C’est-a-dire que l'on calcule la R-signature pour 50
orientations différentes, soit environ tous les 7°, et nous obtenons donc une signature
comportant 50 valeurs numériques.

Signature de Zernike
Les moments de Zernike sont définis par deux parametres : p et ¢ qui fixent ’ordre

du moment calculé. Nous calculons les moments de Zernike a 'ordre 7, ce qui nous
permet d’obtenir une signature composée de 24 valeurs numériques.
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2.4 Signature structurelle

Nous avons développé notre propre signature structurelle a partir de I'état de I'art
présenté en partie [1.2.2. La mise en ceuvre de cette signature a été effectuée en deux
phases : 'extraction de primitives graphiques (segments) a été développée avec 'aide
de Simon Bernard [Ber(O6] en 2006, puis la construction de la signature a partir de ces
primitives a été implémentée par Mickaél Coustaty [Cou()7] en 2007. Ces développements
ont été réalisés au cours de leur stage de recherche de Master.

Dans le tableau de synthese [1.2] nous avons vu que 'extraction basée sur les trans-
formées de Hough/Radon semble offrir le meilleur compromis de par sa représentation
sémantiquement riche et ses performances en terme de robustesse et d’invariance. Au
regard des dégradations constatées sur les bases GREC, cette approche a base de trans-
formée de Hough, semble capable d’absorber tous les types de bruit susceptibles d’étre
rencontrés. En effet, le caractere global de sa représentation lui permet de réduire 'effet
du bruit. Nous avons donc choisi de baser notre extraction de primitives graphiques sur
la transformée de Hough.

2.4.1 Extraction des segments par transformée de Hough

Dans cette partie, nous décrivons le principe de la transformée de Hough, les dif-
ficultés d’implémentation rencontrées et nous donnons une évaluation de la qualité de
I'extraction des segments obtenus.

La transformée de Hough

En 1962, Paul Hough a défini la transformée qui porte son nom [Hou62] pour détecter
d’éventuelles lignes droites dans des images en noir et blanc. Elle s’étend facilement a
des formes génériques, et a des cadres de traitement d’images en niveaux de gris.

L’idée de base est que I'on peut transformer un ensemble de formes géométriques mo-
deles d'un espace 2-dimensions, vers un espace paramétrique dans lequel elles peuvent
étre représentées de facon plus compacte. Le but étant de simplifier le probleme de
détection de formes remarquables, en le ramenant a un simple probleme de détection
de maxima locaux d’une fonction de cet espace de parametres. Cette transformation
s’appuie sur les représentations implicites des formes. L’ensemble des points x apparte-
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nant & une méme forme, identifiée par son vecteur de parametres p = (aq, ag, ..., ay),
peuvent etre définis par 1’équation :

C(x; (aq,a,...,ay)) =0 (2.1)

Pour un cercle de rayon r et de centre xg, le vecteur de parametres est : p = (r, ) et
I'ensemble des contraintes sera donné par : C(z; (r, o)) = ||z — xo|| — 7 = 0.

S’appuyant sur cette définition, Hough va construire pour chaque point z = (z1, x2)
d’une image, une hyper-surface dans l’espace des parametres de dimensions N, cor-
respondant a l’ensemble des formes pour lesquelles le point = respecte la définition
2.1 Autrement dit, ’hyper-surface est définie par ’ensemble des vecteurs p qui véri-
fient I’équation 2.1 pour un point x fixé. C’est ensuite les intersections de toutes les
hypersurfaces correspondant a tous les points de 'espace image, qui vont permettre
d’identifier les vecteurs p des formes effectivement présentes dans I'image.

Algorithmiquement le fonctionnement de la Transformée de Hough repose essentiel-
lement sur 'utilisation d’'un accumulateur, ¢’est-a-dire une discrétisation de I'intégralité
de I'espace de projection. En pratique, cet accumulateur est un tableau a N dimensions
ou chaque élément correspond a un vecteur de coordonnées p, et donc a un membre
de la famille des formes références. Plus précisément, chaque élément contient une va-
leur qui correspond au nombre d’occurrences de la forme concernée pour le vecteur de
parametres p dans 'image traitée.

Pour remplir 'accumulateur, il faut parcourir I’ensemble des points (pixels) de
I'image et pour chacun d’eux, déterminer quels sont les vecteurs p pour lesquels le
point appartient a la forme recherchée. Ainsi, pour chaque vecteur x nous devons dé-
terminer quels sont les vecteurs p pour lesquels ’équation 2.1/ est vérifiée. Dans le cas
d’une image en noir et blanc, il s’agit simplement de traiter les pixels dits de forme,
et d'incrémenter d’'une unité chaque cellule de 'accumulateur vérifiant les contraintes.
Dans le cas d'une image en niveau de gris, tous les pixels sont traités et la valeur des
cellules de 'accumulateur est augmentée s’il y a lieu de la valeur du niveau de gris. De
cette maniere, si une forme de parametres p est présente dans I'image, tous les pixels
qui la composent participeront a son vote, formant ainsi un pic dans les valeurs de
I’accumulateur.

Implémentation

Nous avons implémenté la transformée de Hough pour la détection de droites sur des
images en noir et blanc. Cette implémentation a révélé un certain nombre de difficultés.
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Tout d’abord, la complexité algorithmique qui dépend a la fois de la taille de I'image
traitée et de la précision de la discrétisation de ’espace de Hough. Selon la précision de
la discrétisation recherchée, les traitements peuvent étre plus ou moins longs. Il s’agit
d’obtenir le meilleur compromis entre performances et temps de traitement.

Nous avons également du faire face a la complexité en espace mémoire pour stocker
I’accumulateur. Cette complexité dépend aussi de la précision de la discrétisation de
I’espace de Hough et du nombre de dimensions de 'espace. En effet, le nombre de
parametres de la forme recherchée (2 pour les droites, 3 pour les cercles, .. .) correspond
au nombre de dimensions de ’accumulateur.

Des pré-traitements des images ont été nécessaires pour réduire la complexité de la
recherche : par exemple, une détection des contours ou une squelettisation permettent
de réduire le nombre de pixels a considérer sur 'image. Dans notre traitement, nous
avons utilisé une squelettisation.

Pour détecter les maxima locaux de ’accumulateur, un simple seuillage ne suffit pas,
car la squelettisation n’étant pas parfaite, elle entraine des déformations des droites. Au
lieu d’obtenir une droite idéale, on obtient un petit groupe de droites au sein duquel
une seule droite doit étre sélectionnée. D’autre part, un groupe de droites peut étre
scindé en deux au sein de 'accumulateur (voir Fig. [2.7) car ce dernier est circulaire sur
I'axe 6 (angle 0° = angle 360°). Le développement d’une fonction d’étiquetage a permis
de regrouper sous une méme étiquette les droites appartenant a un meéme groupe. Puis,
le calcul des centres de gravité de ces groupes de droites, a permis de sélectionner une
unique droite représentante par groupe.

FiG. 2.7 — Représentation graphique d'un accumulateur contenant des groupes de
droites (entourés d'un cercle). Certains groupes sont scindés en deux.
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Enfin, 'exploitation des données obtenues nécessite des post-traitements. En effet, la



CHAPITRE 2. SIGNATURES ET PARAMETRAGE POUR LES SYMBOLES 80

transformée de Hough permet de détecter des droites, or dans notre cas, nous souhaitons
détecter des segments. Pour ce faire, a partir d’'une droite obtenue, nous recherchons
les pixels de I'image d’origine qui correspondent au trait, et plus particulierement, nous
essayons de les distinguer des pixels de bruit. Ce traitement se traduit par un parcours
de la droite et une recherche dans son voisinage des pixels appartenant au trait. Sur
I'image d’origine, les traits étants déformés, nous projetons les pixels du voisinage le
long de la droite pour les aligner (voir Fig. 2.8), si la distance orthogonale des pixels &
la droite reste faible (pas de bruit). On obtient alors des droites qui peuvent présenter
des morcellements. Les extrémités de chaque morceau de trait sont ensuite détectées,
et nous supprimons les morcellements si 1’espacement entre les deux traits n’est pas
trop important. Au final, nous obtenons donc les segments représentant le squelette du
symbole.

F1G. 2.8 — Projection des pixels du voisinage le long de la droite (en bleu)

Evaluation expérimentale de I’extraction

Dans les parties précédentes, nous avons expliqué la maniere dont les segments du
symbole ont été extraits a partir de la transformée de Hough. Nous passons maintenant
a I’évaluation de la qualité de cette extraction.

L’évaluation est basée sur les pourcentages d’associations entre les symboles traités
et les modeles auxquels ils correspondent effectivement. Ces associations sont effectuées
a partir de distances de mise en correspondances (distances de matching) entre les
segments. Le modele que 'on attribue au symbole traité est celui pour lequel la distance
en question est minimale.

La distance de matching permet d’évaluer la ressemblance entre I’ensemble des seg-
ments extraits du symbole et ceux extraits d’'un modele. De cette facon on peut dé-
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terminer a quel modele le symbole traité ressemble le plus. Plus précisément, il s’agit
d’apparier les segments, en recherchant pour chaque segment extrait sur le symbole a
reconnaitre, son segment correspondant dans le symbole modele (voir Fig. 2.9).

F1G. 2.9 — Distance de matching entre le symbole modele (a gauche) et le symbole bruité
avec les segments extraits (a droite). Plusieurs cas d’appariement sont représentés :
(1) one-to-one : un segment modele correspond a un segment extrait, (2) many-to-
one : plusieurs segments modeles correspondent & un segment extrait, (3) one-to-many :
un segment modele correspond a plusieurs segments extraits, (4) fausse alarme : un
segment extrait ne correspond a aucun segment modele, (5) oubli : un segment modele
ne correspond a aucun segment.

(4 (3) (4) ()
2) / (3) (2) \ (3)
/ (1) (1) \
Les tests ont été effectués sur les 15 symboles architecturaux (Al a A7) et électriques

(E1 a E8) de la base GREC 2003 (voir §2.2.1). La figure 2.10) présente les pourcentages
d’association (histogramme) et la distance de matching (courbe) pour chaque classe de

symbole. Quant a elle, la figure 2.11/ propose les mémes informations mais en fonction
des types de dégradation appliqués aux symboles. Nous constatons d’une part, que les
pourcentages d’association sont tres bons (97,9% en moyenne). Les segments extraits
par la transformée de Hough dans des conditions de forte dégradation semblent donc
suffisamment proches des segments idéaux pour leur étre associés. D’autre part, les
distances de matching ne sont pas totalement négligeables comme on aurait pu le penser
(environ 0,09 pour le symbole A5) et elles varient d’une classe de symbole a l’autre. Une
distance de matching élevée ne nuit pas toujours a une bonne association comme en
atteste la classe de symbole A4 ou le pourcentage d’association est de 100% alors que
la distance de matching, supérieure a 0,07, fait partie des plus élevées. Néanmoins,
on constate une certaine corrélation entre distance de matching élevée et baisse du
pourcentage d’association sur la figure 2.11, notamment pour le type de dégradation 5.

Pour tenter d’expliquer la chute du pourcentage d’association pour le type de dé-
gradation 5, nous avons observé ’épaisseur des traits des symboles selon le type de dé-
gradation. Cette étude nous a permis de découvrir une corrélation entre 1’épaisseur des
traits et les pourcentages d’association. Le type de dégradation 5 correspond d’ailleurs a
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FiG. 2.10 — Histogramme des pourcentages d’association et courbe de distance de mat-
ching en fonction des classes de symboles
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F1G. 2.11 — Histogramme des pourcentages d’association et courbe de distance de mat-
ching en fonction des types de dégradation appliqués aux symboles

100 — — R— — m—— g
F006

O —1 1 [ 7‘7<— —1 | [ | [loos [ Pourcentages

I s SR R li I I d'association

- ‘“‘Hﬂ/? ~ N T :ggé + Distances de

Sl i s S =] 1 Lo rmatching

O 1 Lttt oo
O T T T T T T T O,OO

N9 o > o & Q ®
3 3 @@a @@b @@b @@b @@b @&b @&b
oF o O o

Types de dégradations

une épaisseur maximale des traits (voir Fig. 2.2) et au taux d’association le plus faible.
L’explication du faible taux provient sans doute des déformations générées lors de la
squelettisation, qui sont d’autant plus importantes que les traits sont épais.

2.4.2 Construction de la signature structurelle a partir des
segments extraits

A partir des segments extraits a ’aide de la transformée de Hough, nous souhai-
tions ensuite construire une signature tenant compte de l'organisation spatiale de ces
segments. Cette signature devait étre sous la forme d’une liste de valeurs numériques
pour étre ensuite introduite dans le classifieur basé sur le treillis de Galois. Parmi les
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méthodes existantes de la littérature (voir § [1.2.2)), nous avons choisi de nous inspirer
de celle de Geibel et Wysotzki [GWI6] qui allie deux avantages : elle est générique et
elle est basée sur I'utilisation d’un graphe de vecteurs qui offre une description tres haut
niveau des symboles. Le développement s’est réalisé en deux étapes principales : tout
d’abord la construction du graphe de vecteurs qui intégre les relations spatiales entre
paire de segments, puis le calcul de la signature en elle-méme. Apres la description de
ces deux étapes, nous présentons quelques éléments d’analyse statistique.

Construction du graphe de vecteurs

Nous avons di adapter les descriptions des relations spatiales entre paires de seg-
ments au cas des symboles, en intégrant les contraintes d’invariance a la translation,
la rotation et au changement d’échelle. En effet, les descriptions des symboles dans
la méthode de Geibel et Wysotzki comportaient une orientation (comme par exemple
avec la relation "au-dessus de”). Pour déterminer quelles relations spatiales utiliser pour
décrire les paires de segments, nous avons réalisé un état de ’art, que nous rappelons
ci-dessous.

Dans la littérature, on rencontre quatre catégories de relations spatiales :

Relations de contacts et angulaires Ce sont les plus couramment rencontrées dans
la littérature : Intersection, Colinéarité, Angle, Perpendicularité et Parallélisme.
Elles sont liées a 1'utilisation de seuils de tolérance pour limiter les effets de la
discrétisation des images.

Relations spatiales de projection Elles se composent :

— des Jonctions de segments : L, T, U, V, X, Y, A, ... ou la forme de la lettre décrit
implicitement l’organisation spatiale de la paire de segments. Elles utilisent
également des seuils de tolérance.

— du Recouvrement [DL04] : il est basé sur la projection des segments sur une
ligne virtuelle.

— des Projections : les projetés obtenus selon un ou plusieurs axes peuvent étre
comparés suivant différents critéres (pourcentage de recouvrement, inclusion,
...). Les projections ne sont pas invariantes a la rotation.

Relations métriques Pour les segments paralleles, la relation métrique associée est la
Distance relative entre les segments ; et pour les segments non paralleles, il s’agit
de la Longueur relative. Cette derniere est calculée soit en faisant le ratio entre les
longueurs des deux segments, soit en faisant le ratio entre la longueur d’un segment
et la taille de la fenétre étudiée. Remarquons que ces relations métriques n’offrent
pas une description suffisamment précise pour pouvoir distinguer un carré d’un
rectangle.
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Relations de sens Uniquement cité dans [WZY00], elles utilisent le sens et la direc-
tion d'un segment par rapport a un autre segment ou par rapport a un axe.
Souvent obtenues par la "regle de la main droite” ou par la définition d'un axe
de repere, ces relations donnent une information précise et complete, mais non
invariante a la rotation.

Partant de cette étude de I'existant, nous avons construit une description des rela-
tions spatiales entre paire de segments a partir d’un triplet topologique :

< type de relation, valeur de la relation, longueur relative >

Plus précisément, chaque élément de ce triplet contribue a affiner la description de
la relation entre les deux segments considérés :

Type de relation C’est un mixte entre les relations de contacts et angulaires et les
jonctions de segments décrits précédemment. Nous avons sélectionné les relations
P pour Parallélisme, V, X, et Y, auxquelles nous avons ajouté la relation O pour
tous les autres cas (voir Fig. 2.12)).

Valeur de la relation Il s’agit de la distance relative entre les deux segments, pour
la relation P, et de I'angle formé entre les deux segments pour les relations V, X,
Y et O.

Longueur relative entre les deux segments dans tous les cas.

F1G. 2.12 — Types de relation entre deux segments s et s’ : V, X, Y, P et O (dans l'ordre
de gauche a droite)

Les triplets topologiques sont calculés entre chaque paire de segments composant le
symbole et sont stockés dans le graphe de vecteurs. Chaque nceud du graphe représente
un segment du symbole et chaque arc du graphe est étiqueté par un triplet topologique
(voir Fig.2.13). La matrice d’adjacence du graphe de vecteur donne une représentation
équivalente (voir Tab. [2.1)). C’est une matrice symétrique.

Pour chaque symbole, on obtient un ensemble de triplets topologiques qui décrivent
completement l'organisation structurelle des segments. Cette description basée sur les
triplets possede plusieurs avantages :

— Chaque paire de segments est décrite par un unique triplet topologique.
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Fi1G. 2.13 — Segments extraits par transformée de Hough sur une image de symbole et
le graphe de vecteurs associé

P.207.2,1.86)

(Y,119.3,1.83)

(V,60.8,0.99) (V-57.3,1.0)

0,118.8,0.54)

— Chaque symbole est caractérisé par un graphe unique et complet. La reconstruc-
tion des segments du symbole est possible a partir du graphe topologique.

— La description est invariante a la rotation et au changement d’échelle et aux
distorsions vectorielles.

Cette représentation possede également quelques inconvénients :

— Elle ne prend pas en compte les arcs de cercle. Nous aurions pu au préalable essayer
de détecter les cercles et arcs de cercle, mais cela générait une étape supplémentaire
de décision lors de la reconnaissance de ce type de primitives. Cette étape aurait
pu engendrer des erreurs (confusion) qui auraient pu porter un préjudice lourd a
la reconnaissance. De ce fait, sans rejeter 1'idée de la faire ultérieurement, nous
avons opté pour 'exploitation de segments, afin d’expérimenter ’approche a base
de treillis.

— Un grand nombre de triplets peuvent étre nécessaires pour caractériser un symbole
(au plus (n — 1)? avec n le nombre de segments du symbole).

Pour restreindre le nombre de triplets calculés, il est possible d’effectuer une dis-
crétisation des valeurs d’angle (par exemple, 30°, 45°, 60°, 90°), une discrétisation des
distances entre segments paralleles (colinéaires, proches, un peu espacés, tres éloignés),
ou encore une discrétisation des distances relatives (égaux, légerement différents, tres
différents).
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TaAB. 2.1 — Matrice d’adjacence associée au graphe de vecteurs

0 1 2 3 4 )
P Y A% Y A%
0 207.2 | 59.9 60 119.3 | -57.3
1.86 | 1.87 1 1.83 1
P A% Y A% O
1| 207.2 120.2 | 120.1 | 60.8 | 118.8
1.86 1 0.54 | 0.99 | 0.54
Y \% P v Y
2| 59.9 | 120.2 205 59.4 121
1.87 1 0.53 | 0.98 | 0.53
A% Y P Y A%
3 60 120.1 | 205 59.3 | 58.9
1 0.54 | 0.53 1.84 1
Y v v Y P
411193 | 60.8 | 594 | 59.3 206.9
1.83 | 099 | 098 | 1.84 0.54
A% O Y V P
5| -57.3 | 118.8 | 121 58.9 | 206.9
1 0.54 | 0.53 1 0.54

86

De plus, il est possible de réduire le triplet topologique en ne considérant que les
types de relation, ou bien la paire < type de relation, valeur de la relation >,

ou encore seulement la paire < type de relation, distance relative >.

Calcul de la signature

Le calcul de la signature mis en place est inspiré de la méthode de Geibel et Wysotzki
+WO90|. Nous avons déja précisé que cette méthode était générique et qu’elle offrai
GW96]. N déj tt thode était g t lle offrait

une représentation haut niveau des symboles. En effet, les agencements spatiaux entre

les segments utilisés pour caractériser les symboles ne sont pas prédéfinis (généricité) et

la taille des agencements est paramétrable (représentation haut niveau). Plus la taille

des agencements considérés est importante, plus la description des symboles devient

complexe et discriminante, mais dans le méme temps, plus la robustesse aux distorsions

est faible [RnL05]. Tl est donc nécessaire de trouver le bon compromis entre niveau de

description et robustesse.

Pour calculer les différents agencements possibles entre n segments, il faut simple-
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ment élever la matrice d’adjacence décrite précédemment a la puissance n. En effet, en
calculant la n'™¢ puissance d’une matrice d’adjacence, on calcule en fait les chemins de
longueur n dans le graphe de vecteurs correspondant. Soit M une matrice d’adjacence,
elle contient les chemins de longueur 1, M? contient les chemins de longueurs 2, et ainsi
de suite ... Comme les matrices d’adjacence sur lesquelles nous travaillons ne sont pas
booléennes 2.2) il est nécessaire d’étendre le produit de matrices booléennes a I'union
de chaines de caracteres concaténées 2.3l

V(i,7) € [0,L)*, (A x B)yj = Y (aij X by) (2.2)

C= I~

V(i,j) € [0, L]*, (A x B)i; = | )(ai; + bij) (2.3)

k

Il
i

ou L est la taille de la matrice et + est l'opérateur de concaténation de chaines de
caracteres. Nous considérons ce produit seulement pour les chemins élémentaires, ¢’est-
a-dire les chemins ou tous les sommets sont distincts. De plus, les chemins symétriques
sont regroupés. Par exemple, si on restreint le triplet topologique aux simples types de
relation pour simplifier 'explication, les chemins POV et VOP étant symétriques, ils
seront factorisés en 2*POV. Ainsi, en reprenant l’exemple de la matrice d’adjacence
(voir Tab. [2.1)) restreinte aux types de relation, on obtient au carré la matrice de la
table 2.2.

TAB. 2.2 — Matrice d’adjacence élevée au carré

0 1 2 3 4 )
0 1VO 3VY | 2PV 2VY | 2PY 1VV | 2PV 2VY | 10P 1PY
1YY 1VV 1YY
1] 1VO 3VY 10Y 2PY | 10V 2PV | 10P 1PY | 2PV 2VY
1VvV 1VY 1VV 1YY
2 | 2PV 2VY | 10Y 2PY VY 2PY 1VV | 10V 2PV
1Vv 1YY 1VY
3| 2PY 1VV | 10V 2PV 4VY 2PV 2VY | 10Y 2PY
1YY 1VY 1Vv
4| 2PV 2VY | 10P 1PY | 2PY 1VV | 2PV 2VY 10V 3VY
1VV 1YY 1YY
5 | 10P 1PY | 2PV 2VY | 10V 2PV | 10Y 2PY | 10V 3VY
1VV 1YY 1VY I\AY%

Nous calculons les puissances de matrices jusqu'a l'ordre 4 car pour les ordres su-
périeurs, les agencements étudiés peuvent étre trop affectés par les bruits de distorsion.
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Ainsi, en calculant plusieurs puissances d’'une méme matrice, nous obtenons un en-
semble de chemins de longueurs différentes qui caractérisent le symbole. La derniere
étape consiste a collecter ces chemins et compter le nombre de fois ou ils sont présents
pour un symbole donné. En d’autres termes, nous recherchons le nombre d’occurrences
d’agencements particuliers au sein du symbole de maniere générique, c¢’est-a-dire sans
avoir pré-défini les agencements recherchés. Les matrices d’adjacence étant symétriques,
on ne compte que les chemins présents dans la partie supérieure des matrices. La table
2.3l présente la signature structurelle obtenue a partir de la matrice d’adjacence élevée
au carré présentée par la table 2.2.

TAB. 2.3 — Exemple de signature structurelle obtenue

1YY 1VV 1YY 1VV 1VY

Chemins 1VO 3VY | 2PV 2VY | 2PY 1VV | 10P 1PY | 10Y 2PY | 10V 2PV | 4VY

Occurrences 2 4 2 2 2 2 1

Eléments d’analyse statistique

Nous avons réalisé quatre études sur les symboles de la base GREC 2003, présentée
dans la partie 2.2.1. L’objectif des trois premieres était de faire ressortir la fréquence
d’apparition des types de relation, des angles et des différentes longueurs relatives. La
quatrieme étude concerne les chemins et notamment les tailles de signatures obtenues
selon la longueur des chemins calculés et la fréquence d’apparition des chemins de
longueur 1 et 2 dans les symboles.

A - Etude des types de relation

La fréquence d’apparition des différents types de relation n’est pas identique dans
les symboles de la base GREC. La figure 2.14/ donne leur répartition et nous renseigne
sur la forte présence des relations V (jonction en forme de 'V’), P (paralleles) et O
(autres). Les relations O englobent tous les segments sans intersection et non paralleles
qui sont présents en tres grand nombre dans les symboles. Elles permettent d’obtenir
un graphe de vecteurs connexes méme pour les symboles composés de plusieurs compo-
santes connexes. Les signatures structurelles comportant des relations X et Y seront les
plus discriminantes étant donné qu’on les trouve peu fréquemment dans les symboles.

Dans la figure 2.15] nous avons ajouté des relations T et L, qui sont respectivement
des relations Y a 90" et V a 90°, pour affiner la description des symboles. Ce graphique
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F1G. 2.14 — Proportion d’apparition des types de relation X, Y, V, P et O
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fait ressortir la présence conséquente des angles droits dans les symboles. Ce résultat ne
semble pas aberrant puisque 1’on rencontre un nombre important de carrés et rectangles
dans les structures des symboles.

FiG. 2.15 — Proportion d’apparition des types de relation X, Y, T, V, L, P et O
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B - Etude des angles

De la méme maniere que pour I’étude de types de relation, nous avons recherché la
fréquence d’apparition des angles. La figure 2.16/ donne cette répartition et montre la
présence prépondérante des angles droits. Les angles a 45° sont également assez présents.
Pour restreindre le nombre de triplets topologiques possibles, nous avons appliqué une
discrétisation des angles en fonction des résultats de cette étude. Nous avons ainsi choisi
de conserver pour les types de relation V, X, Y et O les angles suivants : 307, 45", 60°
et 90"

C - Etude des longueurs relatives

L’étude suivante porte sur les longueurs relatives. Comme le montre la figure 2.17, les
longueurs relatives entre paire de segments ont été séparées en trois groupes : longueurs
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F1G. 2.16 — Proportion d’apparition des angles
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égales, une longueur est plus grande que ’autre ou enfin une longueur est beaucoup plus
grande que l'autre. Ce graphique permet de voir qu’une grande majorité de segments
sont de taille égale. La taille fixe et carrée des images de symboles (512*%512) a peut-étre
une influence sur ce résultat. Nous conservons pour le calcul de la signature structurelle
finale cette discrétisation des longueurs relatives en trois groupes.

Fi1aG. 2.17 — Proportion d’apparition des longueurs relatives
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D - Etude des chemins

La taille de la signature obtenue est déterminée par le nombre de chemins trouvés
dans les symboles d’apprentissage. Le nombre de chemins calculés varie d'un symbole
a I’autre. Lorsque I'on considere un ensemble de symboles d’apprentissage, nous calcu-
lons tout d’abord les chemins de chacun des symboles, puis nous collectons 1’ensemble
des chemins trouvés, tous symboles confondus. Si un chemin n’est pas présent pour un
symbole donné, son nombre d’occurrences correspondant pour le symbole sera nul. La
taille de la signature dépend de la longueur des chemins calculés, de la précision de la
description des triplets topologiques et bien évidemment de la complexité des symboles
de l'apprentissage. La table 2.4 présente la taille des signatures obtenues en fonction
de la longueur des chemins calculés. La taille de la signature augmente largement en
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fonction de la longueur des chemins. Les chiffres ont été obtenus avec le triplet topolo-
gique restreint aux types de relation. En prenant le triplet complet, pour les chemins de
longueur 1, la taille de la signature passe a 63. Il sera donc sans doute nécessaire pour
la suite du traitement de limiter la taille de la signature en sélectionnant les chemins
les plus discriminants.

TAB. 2.4 — Taille des signatures obtenues pour différentes longueurs de chemins

Longueur des chemins ! | 1| 2 3 4
Taille des signatures 7128|161 | 759
Ytriplet topologique restreint aux types de relation

La table 2.5 nous montre la fréquence d’apparition des chemins de longueur 1 et 2
dans les symboles d’apprentissage. L’observation des fréquences d’apparition des che-
mins de longueur 1 confirme la présence majoritaire des types de relation L, O, P et V.
Pour les chemins de longueur 2, comme 'on s’y attendait, les combinaisons LP, LV et
VV qui correspondent a une succession d’angles a 45° ou 90° sont les plus représentées.

2.5 Conclusion

Ce chapitre a permis de décrire les signatures que nous allons utiliser pour carac-
tériser les symboles a reconnaitre, et également les principales bases de symboles sur
lesquelles les tests expérimentaux ont été réalisés.

Le choix concernant les signatures statistiques de Fourier-Mellin, Radon et Zernike,
se justifie par le fait qu’elles font référence et offrent de bons taux de classification. De
plus, le paramétrage de ces signatures est facilité par leur utilisation fréquente dans
les applications. Cependant, d’autres signatures faisant référence pourraient tout aussi
bien étre utilisées dans notre application.

Nous avons également présenté la mise en place d’une signature structurelle. Elle
se compose d'une extraction de segments par transformée de Hough, et d'une descrip-
tion des structures élémentaires (rectangles, triangles; ...) composant les symboles, par
un calcul de chemins dans le graphe topologique. Cette signature a l'avantage d’étre
modulable, puisqu’elle permet une description plus ou moins détaillée des symboles, et
générique, car les structures élémentaires recherchées sont calculées automatiquement
(pas de dictionnaire). Enfin, grace a 'utilisation de la transformée de Hough, cette
signature semble pouvoir offrir une bonne robustesse au bruit.
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TAB. 2.5 — Fréquence d’apparition des chemins par symbole (chemins de longueur 1 et

2)

Chemins L LL | LO | LP | LT | LV | LX | LY
Apparition moyenne | 2.2 | 2.05 | 2.47 | 3.75 | 0.68 | 3.45 | 0.63 | 0.26
par symbole

Chemins O | OO0 | OP | OT | OV | OX | OY
Apparition moyenne | 1.93 | 2.57 | 0.66 | 1.76 | 1.97 | 0.74 | 0.12

par symbole

Chemins P PP | PT | PV | PX | PY
Apparition moyenne | 2.25 | 1.27 | 1.6 | 2.72 | 0.4 | 0.56

par symbole

Chemins T T | TV | TX | TY

Apparition moyenne | 0.79 | 0.31 | 0.82 | 0.19 | 0.25

par symbole

Chemins V | VV | VX | VY

Apparition moyenne | 3.05 | 3.81 | 1.47 | 1.21

par symbole

Chemins X | XX | XY

Apparition moyenne | 0.81 | 0.37 | 0.55

par symbole

Chemins Y | YY

Apparition moyenne | 0.47 | 0.32

par symbole




Chapitre 3

Reconnaissance a ’aide du treillis
de Galois

3.1 Introduction

Pour reconnaitre les objets (ou plus précisément dans notre cas, les symboles), nous
avons choisi d’utiliser comme classifieur un graphe particulier, le treillis de Galois. Ega-
lement appelé treillis des concepts, il est issu du domaine de l'analyse formelle des
concepts (AFC) [GW99]. Pour une description des treillis et de I’AFC, le lecteur devra
se reporter a la partie [1.3 et pour plus de renseignements sur les classifieurs basés sur
I'AFC, il est nécessaire de se référer a la partie [1.3.3.

Rappelons simplement que les treillis de Galois sont une représentation sous forme
de graphe de toutes les correspondances possibles entre un ensemble d’objets (ou indivi-
dus) O et un ensemble d’attributs (ou primitives, ou caractéristiques) /. Intuitivement,
en partant du concept minimal (O, f(O)), et en progressant vers le concept maximal
(g(I),I), on observe une spécialisation de I’ensemble des objets et une généralisation de
I’ensemble des attributs, ce qui se traduit pas une réduction du nombre d’objets au fur
et a mesure que le nombre d’attributs augmente.

Cette partie concernant les treillis de Galois a pour but de décrire I’ensemble des
étapes nécessaires a la reconnaissance des objets. Cette reconnaissance est classiquement
réalisée en deux étapes : 1'apprentissage (§13.2) et la classification (§3.3). L’apprentis-
sage permet de stocker de maniere organisée, sous la forme d’un treillis de Galois, des
informations sur un ensemble d’objets connus. L’objectif de ’apprentissage est donc la
construction du treillis de Galois. Ensuite, 'étape de classification (ou classement) doit
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permettre d’attribuer a de nouveaux objets un label de classe, et ainsi de reconnaitre
un nouvel objet en lui associant ’objet le plus ressemblant parmi I’ensemble des objets

connus.

3.2 Apprentissage

La phase d’apprentissage consiste a organiser I'information extraite d’un ensemble
d’objets sous forme d’un treillis de Galois. Nous nous plagons dans le cas ou les objets
sont des images. Chaque image est décrite par une signature donnée par un vecteur nu-
mérique (voir § 1.2 11 et [1.2.2)) et un label de classe. Les signatures sont composées d'un
certain nombre d’attributs extraits a partir des images. Comme l'illustre la figure 3.1,
les deux phases principales composant ’apprentissage sont la discrétisation des données
(ou quantification) et la construction du treillis de Galois. Il faut préciser que ’étape de
discrétisation n’est pas toujours nécessaire. En effet, pour des données symboliques (ou
qualitatives), les objets peuvent directement étre distingués les uns des autres car ils
possedent telles ou telles caractéristiques. En revanche, pour des données numériques,
la discrétisation est requise et consiste en la création d’intervalles disjoints. Les objets
seront ainsi distinguables car ils possedent des valeurs de leur signature appartenant a
tels ou tels intervalles.

Nom: Apprentissage
Entrée: un ensemble d’objets O ou chaque objet p € O est décrit par un
vecteur numérique p = (py,...p,) ou les valeurs sont normalisées et par une

indication de classe ¢(p).

Sortie: un treillis de Galois (3(C), <) décrit par un ensemble de concepts 3(C')
et une relation < entre ces concepts.

Parametre(s): Critere de coupe de la discrétisation
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F1G. 3.1 — Description schématique de I'apprentissage

Modéles APPRENTISSAGE

Données

numeériques | e e Données Construction Treillis
normalisées discrétisées du treillis de Galois

Critére de coupe - des réol
- statistiques - symboliques Ot €65 ICEIES

- structurelles

3.2.1 Normalisation des données

Il est nécessaire que les données soient préalablement normalisées pour que leur
représentation soit équivalente. En effet, pour pouvoir comparer les données entre elles,
nous devons leur appliquer une transformation pour qu’elles soient mises dans un méme
ordre de grandeur et qu’elles conservent leur rang.

Une premiere possibilité est d’appliquer une simple normalisation linéaire. Le prin-
cipe est de calculer pour chaque attribut de la signature les valeurs min et max prises
par les données et de recaler ’ensemble de ces valeurs dans un nouvel intervalle de
données, par exemple [a — b]. Ainsi, chaque valeur p; prise par un attribut p € I est
transformée en p’; selon la formule :

;, — minl(b—a
p/i:\p (b—a)
max — min

Une seconde possibilité est d’appliquer une normalisation suivant une loi normale
a chaque attribut de notre signature. Cette loi est couramment employée car elle offre
des propriétés intéressantes telles que la symétrie des données. Ainsi, chaque valeur p;
prise par un attribut ¢ est transformée en p’; selon la formule :

Une fois les données normalisées, nous pouvons réaliser 'apprentissage. Cette phase
d’apprentissage se décompose en deux parties : une étape de discrétisation des données
et une étape de construction du treillis de Galois. Lorsque les données sont de type
numeérique, il faut créer des intervalles de valeurs disjoints pour pouvoir distinguer
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les données. Ce phénomene de découpage est appelé discrétisation. Par exemple, la
température est une donnée de type numérique, et on peut former les intervalles de
valeurs suivants : [5,0-10,0°C], [13,5-23,0°C] et [23,5-27,0°C].

3.2.2 Discrétisation des données

L’étape de discrétisation des données (ou quantification) consiste a partitionner les
données pour obtenir des sous-ensembles contenant des objets qui possedent des carac-
téristiques proches ou semblables. Autrement dit, les données numériques des différents
objets sont organisées dans des intervalles disjoints de maniere a obtenir une caractéri-
sation spécifique de chaque classe d’objets.

Les méthodes de discrétisation [Rak97] peuvent étre organisées selon trois axes :

— supervisées / non-supervisées : dans le cas de la discrétisation supervisée, on tient
compte des classes des objets et de leurs similarités pour effectuer le découpage,
alors que pour la discrétisation non-supervisée seules les similarités entre les ob-
jets sont considérées. Plus précisément, la discrétisation supervisée privilégie les
découpes entre éléments de classes différentes ce qui permet de rapidement obtenir
la séparation des classes. La discrétisation non-supervisée se base sur d’autres cri-
teres que la classe pour les découpes, comme par exemple la proximité des objets.
La séparation peut donc concerner des objets d’'une méme classe, s’ils sont tres
dispersés. La discrétisation non-supervisée peut engendrer un tres grand nombre
de découpes avant d’obtenir la séparation des classes.

— globales / locales : pour la discrétisation globale, les intervalles sont contruits et
fixés avant de réaliser la construction du classifieur. Au contraire, en discrétisation
locale, le découpage est réalisé au fur et a mesure de sa construction. Ainsi a
chaque étape de construction, on divise les ensembles d’objets concernés en sous-
ensembles.

— statiques / dynamiques : la discrétisation statique est la stratégie la plus utilisée.
Il s’agit de traiter les attributs indépendamment les uns des autres. A I'inverse, la
discrétisation dynamique integre I'information de tous les attributs simultanément
pour construire les intervalles, ce qui permet la prise en compte d’une éventuelle
corrélation entre les primitives.

Les études sur la discrétisation des données ont souvent été réalisées dans le cadre de
'utilisation d’un autre type de graphe mieux connu : l’arbre de décision (voir § [1.2.4)).
En effet, ce graphe est également utilisé comme classifieur et nécessite les méme données
d’entrée que le treillis de Galois. Nous préciserons ultérieurement que la ressemblance
entre ces deux graphes ne s’arréte pas la (voir § [4.2.2).
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Dans [DKS95], les auteurs réalisent une comparaison expérimentale entre les mé-
thodes supervisées et non-supervisées de la discrétisation. Dans leurs tests d’évaluation,
ils étudient les résultats sur 16 jeux de données de I'U.C. Irvine repository [MA94] pour
trois méthodes : le découpage en intervalles égaux, I’algorithme 1RD (One-Rule Discre-
tizer) de Holte [Hol93] et le découpage récursif minimisant I'entropie [F193]. La premiere
méthode est non-supervisée et les deux autres sont supervisées. La comparaison des mé-
thodes est effectuée en appliquant deux classifieurs différents (C4.5 de [Qui93], et un
classifieur bayésien : MLC + + de [KJL794]) & la suite de 'étape de discrétisation.
Les classifieurs permettent de déterminer la classe d’appartenance de chaque objet d'un
ensemble. En utilisant ces classifieurs, les auteurs peuvent donc évaluer la précision de
la classification par rapport a celle obtenue directement par les classifieurs sans effec-
tuer de discrétisation au préalable. Ils concluent que les trois méthodes donnent des
résultats a peu pres similaires, avec un léger avantage pour les méthodes supervisées.
La meilleure performance moyenne est obtenue pour le découpage récursif minimisant
I’entropie associé au classifieur bayésien.

La these de Ricco Rakotomalala [Rak97] comporte une partie sur la discrétisation
des primitives continues. Dans ce chapitre, il explique notamment combien il est difficile
de comparer les méthodes globales et locales, étant donné qu’elles possedent toutes deux
des avantages et des inconvénients. La discrétisation locale, avec un partitionnement en
un nombre fixe d’intervalles, peut notamment conduire a un fractionnement de données,
et la construction de ’arbre sera donc plus en profondeur. Cependant, ce procédé pos-
sede I’avantage de prendre en compte les interactions entre les primitives. S’agissant de
la discrétisation globale, elle induit la construction d’un arbre plus en largeur. De plus,
elle permet une réduction de la dimension & la fois au niveau des primitives (horizonta-
lement) mais aussi au niveau des individus (verticalement) ce qui améliore la rapidité
de traitement. Les tests effectués par [Qui96] et [DKS95] ne permettent pas de trancher
entre les deux stratégies. Il est nécessaire de savoir ce que 1’on souhaite obtenir pour
utiliser la méthode la plus en adéquation avec les attentes.

En conclusion, il parait intéressant de préférer I'utilisation d’une méthode de discré-
tisation supervisée, statique (les plus utilisées), basée sur un critére de minimisation de
I'entropie (critere le plus efficace d’apres [DKS95] et [Rak97]), et enfin de choisir entre
stratégie globale et locale en fonction de I'objectif souhaité.

Revenons a notre cas d’étude, I’algorithme ci-dessous présente les éléments en entrée
et en sortie lors d'un processus de discrétisation :
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Nom: Discrétisation

Entrée: un ensemble d’objets O ou chaque objet p € O est décrit par une
signature qui est un vecteur numérique p = (py,...p,) ou chaque valeur est
normalisée et par un label de classe c(p).

Sortie:

- les intervalles regroupés par ensembles I = [y X I3 X ... x I, ou les intervalles
de chaque ensemble I; sont disjoints, et couvrent l’ensemble des valeurs p;
prises par tous les objets p € O.

- une relation d’appartenance R définie pour chaque objet p € O et chaque
intervalle x € I par : pRx < il existe 1 = 1...m tel que p; € x € [;

Parametre(s): Critere de coupe de la discrétisation

La discrétisation est réalisée sur les signatures des objets que ’on peut organiser sous
la forme d’une table de données a double entrée (voir Tab. 3.1). Au commencement,
on construit pour chaque attribut ¢ < n un intervalle € I; qui regroupe toutes les
valeurs p; prises par les différents objets p € O. C’est ainsi que 'on initialise la relation
d’appartenance R d’un objet a un intervalle. Apres cette étape d’initialisation, chaque
ensemble [; contient un seul intervalle, et chaque objet p € O est en relation avec chaque
intervalle x € I;.

Exemple 4 Prenons [’exemple de la table 3. 1. Elle présente les données normalisées de
10 objets répartis suivant 4 classes. La signature caractérisant chaque objet est composée
de 3 attributs (a, b et c). Apres initialisation de la relation d’appartenance R, on obtient
alors la table|3.2.

Il faut alors sélectionner un intervalle x a découper, et déterminer le point de coupe
au sein de cet intervalle x. Pour cela, nous introduisons les notations suivantes :

— Pour un objet p € O, on définit ’ensemble ,, des intervalles en relation d’appar-
tenance avec p :
I, = {z € I tel que pRx}.

— Pour chaque intervalle x € I, on définit ’ensemble V, des valeurs numériques
prises par les objets en relation d’appartenance avec l'intervalle et rangées par
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TAB. 3.1 — Signatures des 10 objets

Signature
Classe | Ident. « ] <
[0-20] | [0-20] | [0-20]

1 1 4 15

! 2 0 0 18

3 1 12 13

2 4 0 16 15

5 3 12 11

6 8 16 15

3 7 6 20 20

2 15 12 15

, 9 18 4 0

10 20 12 2

ordre croissant :
Ve = (p; tel que p; € x) rangés par ordre croissant

= <1<, <,

Ainsi, il est nécessaire de sélectionner un intervalle x € I, et une valeur v; € V,,
et de couper l'intervalle x en deux intervalles 2’ et 2" avec V] = v; < ... < v, et
Ver = vj41 < ... < v,. La sélection de 'intervalle ainsi que le point de coupe dépendent
quant a eux d'un critére de coupe a définir.

Chaque objet sera alors en relation d’appartenance avec seulement I'un des deux
intervalles créés, ce qui permettra de différencier les intervalles des deux sous-ensembles
formés. Ce procédé de découpage des intervalles est réitéré jusqu'a ce que les classes
soient séparées et distingables les unes des autres.

Lorsque la séparation des classes est vérifiée, chaque classe peut alors étre caracté-
risée par son propre ensemble d’intervalles. On obtient ainsi une table discrétisée com-
prenant 1’ensemble des objets p € O et 'ensemble des intervalles [ = I} X I X ... X I,
ou I; est 'ensemble des intervalles obtenus pour 'attribut ¢ = 1...m. Remarquez que
si I'attribut k£ n’a jamais été sélectionné pour étre discrétisé, ’ensemble [ contient un
seul intervalle (|Ix| = 1) qui est en relation avec tous les objets. Cet attribut n’est pas
discriminant, on peut donc le supprimer de la table discrétisée. Grace a cette table,
il est possible de retrouver la relation d’appartenance R, et donc, pour chaque objet
p = (p1,p2,---,Pm) € O ou p; est la valeur pour attribut ¢ = 1...m, de connaitre
I’ensemble I, des intervalles associés a p.
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TaB. 3.2 — Intervalles obtenus apres initialisation de la relation d’appartenance R

Intemvalles

Classe | Ident. @ ] ¢
[0-20] | [0-20] | [0-20]
X

=
w4

Kol I v T N I o S L I A B B B e

e N A N R IR R e
E N A R IR R
Ee R A e e M R e R R e

—
o

Il est nécessaire de remarquer que ’ensemble des attributs de la signature ne sont
pas conservés pour la construction du treillis de Galois. En effet, tous les attributs qui
ne sont pas choisis par le critere de coupe et restent donc en relation avec I’ensemble des
objets, ne nous permettent pas de distinguer des classes d’objets. Nous les supprimons en
effectuant une réduction du contexte. D’autre part, cette sélection d’attributs permet de
réduire la complexité du probleme en ne conservant que les attributs les plus pertinents.
C’est une démarche importante lorsque 1'on a peu d’objets en apprentissage car elle
permet de faire face au probleme de la malédiction de la dimensionnalité [BelG1]. Ce
probleme est le suivant : plus le nombre d’attributs pour décrire les données est grand,
plus il est probable d’y trouver de I'information pertinente, mais également d’y trouver
du bruit ou pire encore des attributs nuisibles a une bonne classification. Il est donc
nécessaire de réduire le nombre de dimensions en supprimant ces attributs nuisibles ou
inutiles, et en conservant les attributs pertinents.

Exemple 5 Reprenons [’exemple de la table!5.1. Apres discrétisation par la méthode de
I’entropie, on obtient la tablel3.5. On peut observer que chaque attribut a été sélectionné
et découpé une fois, ils sont donc tous conservés.

Beaucoup de critéres de coupe permettent de sélectionner un intervalle afin de le
diviser et de déterminer le point de coupe. Le choix de ce parametre est décisif pour
la phase d’apprentissage. Il est nécessaire de rechercher un intervalle x € I qui maxi-
mise un critere, pour une valeur de l'intervalle donnée v;. Les valeurs de l'intervalle
Ve = (v1...v,) sont bien naturellement incluses dans cet intervalle et rangées par ordre
croissant. Cet intervalle sera alors coupé entre les valeurs v; et v;;q. I est possible de
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TaAB. 3.3 — Table discrétisée selon un critere d’entropie

Intervalles
Classe | Ident. | al a2 b1 22 cl c2
[0-3] | [6-20] | [0-4] |[12-20]| [0-2] [11-20]

1 X X X
! 2 X X X
3 bt 3 it
2 4 bt H it
5 X X e
6 X X e
3 7 X X e
8 3 3 bt

9 3 bt bt

4 10 3 3 bt

définir de nombreux criteres de coupe dépendant ou non des données. Parmi ces criteres,

nous distinguons la distance maximale, I'entropie [F193] et le coefficient de Hotelling
[Hot36].

La méthode de la distance maximale est un critére de coupe non supervisé qui
consiste a rechercher I'intervalle qui possede 1’écart maximal entre deux valeurs consé-
cutives, lorsque les valeurs de l'intervalle sont rangées par ordre croissant. Les deux
autres criteres de coupe proposés tiennent compte des labels de classes, ce sont donc
des criteres supervisés. La fonction d’entropie est une mesure caractérisant le degré de
mélange des classes. Enfin, le coefficient de Hotelling tient compte a la fois de I'espace
entre les éléments et des labels de classes. Ce critere permet de maximiser la distance
entre les classes et également de minimiser la dispersion des classes.

— la distance maximale :
distance(v;) = vj_1 — v;

— l'entropie :
o j n—j
gaing(v;) = E(V,) — (ﬁE(Ul Cv5) + E(jt1...v,))
avec
lc(V)I - T
EV)=— —loga(—
V)=~ 32 e

la mesure d’entropie d’un intervalle V' de n valeurs ou n est le nombre d’objets
de la classe k contenus dans 'intervalle.
— le coefficient de Hotelling :

gaing(v;) = H(V,) (%H(vl )+ ”%jﬁ(% )
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avec

_ VarInter(V)
~ VarIntra(V)

la mesure de Hotelling d’un intervalle V' de n valeurs, avec ny le nombre d’objets

H(V)

de la classe k, gi le centre de gravité de la classe k, g le centre de gravité de V,
Vg, le i-eme élément de la classe £,

1 1l ,
VarInter(V) = - kz:; nie(gx — 9)
la mesure de la variance inter-classes et
le(V)] ny, ,
VarIntra(V) = - kz:; nk(;(vk,- 9x)")

la mesure de la variance intra-classe.

Tout critere supervisé s’annule lorsque les classes sont séparées. Ainsi, lorsque la
table discrétisée sépare les classes, le critere de Hotelling est nul, alors qu'un critere non
supervisé peut encore étre utilisé. En poursuivant la discrétisation, la table obtenue
contiendra plus d’intervalles et une description plus fine des classes, mais risque de
contenir des données plus corrélées. A I'inverse, un critere d’arrét autre que la séparation
entre classes pourrait étre utilisé pour que la discrétisation s’arréete avant que les classes
ne soient séparées.

Notons la possibilité d’intégrer des données symboliques aux données numériques.
L’intégration de ces données consiste a calculer une extension de la relation d’apparte-
nance R pour ensuite ajouter ces données au treillis. Cette intégration peut aussi étre
réalisée au cours de l'initialisation de la relation R, avant la discrétisation, et ainsi servir
a affiner le critere de coupe.

A la fin de la discrétisation, nous obtenons donc un ensemble d’intervalles disjoints
pour chaque attribut de la signature qui a été choisi pour étre découpé. La conjonction
de plusieurs intervalles permet d’identifier telle ou telle classe d’objets. Dans notre cas
expérimental, les objets a reconnaitre sont des symboles bruités. La présence de ce
bruit entraine des modifications des valeurs de leur signature qui risquent de ne plus
étre incluses dans les intervalles correspondant a leur classe. Il est donc intéressant
de rendre les bornes des intervalles plus souples et d’intégrer cette dérive au sein du
processus de reconnaissance par 1’'utilisation non pas d’intervalles, mais de nombres flous
[Zad65, [Zad9g].
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Rappelons quun nombre flou A sur un univers U est défini par une fonction d’ap-

partenance pa (ou p) qui précise le degré de vraisemblance de 'assertion z € A :

p:U — [0,1]

r = palr)

Un nombre flou A est habituellement défini par un trapeze [a, b, ¢, d] de support [a, d] et

de noyau [b, c] (voir Fig. 3.2)).

Fic. 3.2 — Exemple de nombre flou

JET)
i f/ R

a b c x d

Il existe quelques cas particuliers de nombres flous :
— les triangulaires : ou b = ¢ (voir Fig. 3.4(a))
— les rectangulaires : o a = b et ¢ = d (voir Fig. 3.4(b))

— les symétriques : de noyau [m — t, m +t| et de support [m — s *t,m + s t], avec
m le milieu du nombre flou, t = |m — a| = |m — d| et s = |m — b| = |m — ¢| (voir

Fig. 3.4(c))

Une représentation des attributs par des intervalles correspond en logique floue a I'uti-

lisation de nombres flous rectangulaires.

F1G. 3.3 — Cas particuliers de nombres flous

— 4
L \
1 T | 1 T 1
1
| f
0 ' 0 0 /
a b=c d azh c=d 8 h m cod
(a) triangulaire (b) rectangulaire (c) symétrique

Plusieurs extensions d’un intervalle (issu de la discrétisation) en un nombre flou
sont envisageables. Nous en avons retenu une, illustrée par la figure 3.4, qui prend en
compte la distribution des valeurs de 'intervalle ainsi que la proximité avec les intervalles
consécutifs précédents et suivants. Ces derniers sont les intervalles disjoints voisins, issus
du méme attribut de la signature que l'intervalle courant, et triés par ordre croissant.
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Fic. 3.4 — Exemple de nombre flou formé a partir d’un intervalle

3 %
divPrec) 1 |2 dw S0y

—H—
1 : \
1 |
| |
1] £ ] Fsiidec 2 £ 1
wPrec — T — W SLw
= irtervalle adl repEre o2 = intervalle
woigin précédent (= cog) woigin sUivart

(a) Intervalle non singleton

'

H: 3
A Prec) o Suiv)

1] - 3 E ]

wPrec — W SLlw
= intervalle dl o2 = intervalle

woigin précédent woigin suivant

rh——— =

(b) Intervalle singleton

Dans les figures (3.4, un intervalle z est symbolisé par ses 2 bornes et par un ensemble
de croix représentant la distribution de ses valeurs V,. De plus, vPrec et vSuiv sont
les intervalles voisins précédent et suivant l'intervalle z. Enfin, d(vPrec) et d(vSuiv)
sont respectivement les distances entre les bornes des intervalles vPrec et x, et entre les
bornes des intervalles x et vSuiv. Il est nécessaire de préciser son repere a choisir parmi :
le milieu de 'intervalle, le centre de gravité de la distribution des valeurs comprises dans
I'intervalle, ou encore la valeur médiane de cette méme distribution. Cet exemple de
nombre flou est paramétrable selon un degré de flou 6 tel que 0 <=6 < 1). Plus 6 est
petit, plus le nombre flou aura un support large; et plus 6 est grand, plus le nombre
flou sera proche d’un nombre flou rectangulaire. La fonction f utilisée pour cet exemple
est : f(1,0) = 1.0. Les bornes floues inférieure et supérieure d’un intervalle non singleton
3.5(a) sont obtenues a partir des formules suivantes :

dy = min(f(ly,8),d(vPrec))

— dy = min(f(l1,0), d(vSuiv))

Les bornes floues inférieure et supérieure d’'un intervalle singleton 3.5(b) (intervalle ou
les bornes sont égales), sont obtenues a partir des formules suivantes :
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— dy = min(f(d(vPrec),0),d(vPrec))

— dy = man(f(d(vSuiv),0), d(vSuiv))
Chaque intervalle possede au moins un intervalle voisin étant donné que 1’on supprime
les intervalles non découpés lors de la discrétisation. Si 'intervalle voisin précédent
(respectivement suivant) n’existe pas, alors d; (respectivement dy) regoit la méme valeur
que celle calculée pour dy (respectivement d).

3.2.3 Construction du treillis de Galois

Apres la phase de discrétisation vient la construction du treillis de Galois. Cette
étape est totalement déterminée par la relation d’appartenance R obtenue. Il n’existe
pas de critere ou de parametre a prendre en compte pour la construction de ce graphe
étant donné qu’il représente toutes les combinaisons possibles entre objets et intervalles
qui sont en relation selon R. La représentation du treillis de Galois de la relation R est
unique et les concepts correspondant aux relations objets-intervalles sont ordonnés par
inclusion.

Nom: Construction du treillis

Entrée: une relation d’appartenance R entre un ensemble d’objets O et un
ensemble d’intervalles I.

Sortie: un treillis de Galois (5(C), <) décrit par un ensemble de concepts 3(C)
et une relation < entre ces concepts.

Parameétre(s): Aucun

Dans I'état de ’art, nous avons présenté les principaux algorithmes de construction
du treillis de Galois (voir §[1.3.2). Rappelons que la principale limite de l'utilisation du
treillis de Galois est due a son cout a la fois en temps et en espace. En effet, la taille
du treillis est bornée par 219/ dans le pire des cas, et par |O + I| dans le meilleur des
cas. Des études de complexité en moyenne sont extréemement difficiles & mener, car la
taille du treillis dépend a la fois de la taille des données a classifier, mais aussi de leur
organisation et de leur diversité. Notons cependant que sa taille reste raisonnable en
pratique, comme l'illustrent les expérimentations qui en ont déja été faites [MINNO5].
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Une maniere de procéder pour construire le treillis de Galois est de suivre le principe
de l'algorithme NextClosure (voir § [1.3.2)), en établissant la liste de tous ses concepts
selon un ordre (ordre lectique). La recherche des concepts du treillis consiste a trou-
ver dans la table discrétisée les rectangles maximaux, c’est-a-dire les plus grands en-
sembles de relations d’appartenance entre objets et intervalles. Apres avoir généré tous
les concepts, il ne reste plus qu’a les ordonner par inclusion.

Exemple 6 A partir de la table 3.5, on peut déterminer les concepts du treillis en re-
cherchant les rectangles mazimauz. Dans cet ezemple, un ensemble X = {xq1, 29, ..., 2y}
est écrit commme un mot x1 Xy ... x,. Il est possible d’effectuer les regroupements sui-
vants : (12, a1 by ¢a), (345, a1 byca), (678, agbeca), (9, azby ¢q) et enfin (10, ag by cy).
On peut remarquer que chacun de ces concepts caractérise une classe. Par exemple, les
objets 1 et 2 qui possédent les mémes intervalles sont regroupés au sein d’un méme
concept caractérisant la classe 1. De méme, les objets 3, 4 et 5 d’une part, et 6, 7 et 8
d’autre part sont regroupés par concept caractérisant respectivement les classes 2 et 3.
Enfin, la classe 4 est représentée par deux concepts différents, ['un contenant l’objet 9
et lautre l'objet 10. Avec ces 5 premiers concepts créés, en réalisant les intersections 2
a 2 sur les intervalles, on peut alors générer tous les autres concepts. L intersection sur
les intervalles entre les concepts (12, ay by ¢o) et (345, ay by ca) est ay co. En recherchant
dans la table discrétisée (voir Tab.|3.5), on a f(a;c2) = 12345. Un nouveau concept
est alors créé : (12345, ajca) qui regroupe des objets de classes différentes, et ne ca-
ractérise donc plus une classe en particulier. En reproduisant ce procédé d’intersection
sur les intervalles, on génere ainsi l’ensemble des concepts. Enfin, en les ordonnant par
inclusion, on construit le treillis de Galois de la figure |3.5.

Fia. 3.5 — Diagramme de Hasse du treillis de Galois

12345678910

12345678
c2

345678
b2 c2

Il est possible de définir des critéres de wvalidité permettant d’invalider certains
concepts pour ne pas les générer et ainsi réduire la taille du treillis. On retrouve ainsi
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le méme effet qu’avec le critere d’arrét de la discrétisation, mais aussi avec la notion
d’élagage introduite pour les arbres de décision, ou encore 'opérateur défini pour dé-
terminer si un noeud est terminal ou non. Ces différents criteres proposés peuvent donc
s’appliquer ici. Ils permettent d’invalider des concepts jugés trop spécifiques et sources
d’erreurs, et qui sont généralement proches (au sens de la relation <) de 1’élément
maximal du treillis. Ces heuristiques génerent une structure issue du treillis dont des
concepts "maximaux” ont été supprimés (il s’agit d’un inf-demi-treillis') souvent appelé
Iceberg [STBT02, NVRGO5]. Un premier critere de validité simple et immédiat consiste
a valider les concepts proposant une ou plusieurs classes candidates, et ainsi a invalider
le seul concept maximal (g(I), ) ou ¢(/) ne contient pas de classes candidates.

Afin de limiter la complexité exponentielle du treillis, notons la possibilité de générer
non pas le treillis lui-méme, mais une représentation du treillis. Parmi les nombreuses
représentations proposées dans la littérature, citons la représentation par un systéme
de regles d’implication (voir § [3.5.4) et plus précisément par la base Guigues-Duquenne
[OD03] ou encore la base canonique directe [BN0O4] que l'on retrouve notamment en
analyse de données [TB01]. Une telle représentation permet, outre sa propriété de repré-
sentativité condensée du treillis, d’éviter la génération complete du treillis en proposant
une génération a la demande des concepts du treillis qui sont nécessaires au cours de la
phase de classification. Pour plus d’informations sur la construction du treillis de Galois
et ses liens avec les systemes de regles, se référer a la partie algorithmique de [MBO05].

Il est également possible d’envisager cette génération a la demande sans passer par
un systeme de regles d’implication, mais directement en construisant les concepts néces-
saires du treillis de Galois. L’algorithme de construction du treillis de Bordat [Bor80]
(voir Alg. Treillis de Galois dans la partie [1.3.2)) est le plus approprié pour une
génération a la demande des concepts puisqu’il génere la relation de couverture entre
les concepts. L’algorithme Systéme de fermeture a la demande est une extension
de 'algorithme de Bordat, ot nous ajoutons un critere de choix pour sélectionner un
concept parmi Couverture(A). Ce critere de choix est un parametre de la classification
qui sera présenté dans la partie suivante (voir § 3.3.4). Etant donné que I'algorithme de
Bordat génere les concepts selon une stratégie en largeur d’abord, il a da étre adapté a
une stratégie en profondeur d’abord de maniére récursive, et étre initialisé par (O, f(O))
le premier concept du treillis.

Dans le systeme de reconnaissance de symboles, nous utilisons principalement 1’al-
gorithme de génération a la demande des concepts pour une optimisation du temps.
Toutefois, lorsque le besoin 'exige, il est possible de construire l'intégralité du treillis
de Galois. Pour cela, nous utilisons l'algorithme de génération a la demande modifié,

1'Un inf-demi-treillis est un treillis qui ne vérifie que la propriété de borne inférieure
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Nom : Couverture des objets

Données: Un contexte K ; Un concept (A, B) de K
Résultat: Les sous-ensembles maximalement inclus de Fy
début

1. Calculer Fiy : Fy ={g(b)nA : bel— B};
2. Calculer F' : les sous-ensembles maximalement inclus de Fy;

Retourner F;
fin

Nom : Systéme de fermeture a la demande

Données: Un contexte K = (O, I, R) ; un sous-ordre (C, <) de la relation de
couverture (C, <); un ensemble fermé B € C/

début

si B n’est pas marqué alors
F=Couverture des attributs (K, B);

Sélectionner X dans F' selon le critere de choix;
B'= B+ X;

Ajouter la relation de couverture B < B’;

si B’ ¢ C alors Ajouter B’ dans C/;

Marquer B;

fin
sinon
Calculer F = {B'\ B : B € C) et B< B'};
Sélectionner X dans F' selon le critere de choix;
fin

si B’ # I alors Systéme de fermeture & la demande(K,C), <, B');

fin

comme nous venons de le préciser, en remplacant I'instruction de sélection d’un concept
par une boucle de parcours de tous les concepts. Dans la suite, pour des besoins de clarté,
nous supposons que le treillis de Galois est intégralement généré. Remarquons que la
stratégie en profondeur d’abord de génération de tous les concepts consisterait a rempla-
cer Sélectionner X dans F' par la boucle Pour chaque X dans F' pour considérer
tous les sous-ensembles de F' de la méme maniere, ce qui rendrait inutile I'instruction
Sinon.
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3.3 Classification

Lorsque la phase d’apprentissage est achevée et que le treillis de Galois est généré,
il est alors possible de passer a I’étape de classification (ou classement) illustrée par
la figure 3.6l Le principe est de déterminer la classe de nouveaux objets, c’est-a-dire
de reconnaitre la classe d’objets qui peuvent étre plus ou moins détériorés. Une telle
détérioration prend tout son sens lorsque les objets sont des images, et les données nu-
mériques des signatures extraites de ces images.

Nom: Classification

Entrée:
- le vecteur numérique s = (s ...s,) d’'un objet s a classer
- le treillis de Galois (5(C'), <) issu de la phase d’apprentissage

Sortie: une classe ¢(O) pour s

Parametre(s): Une mesure de distance, un critere de choix

F1G. 3.6 — Description schématique de la classification

CLASSIFICATION /
RECONNAISSANCE

Objets a classer
Parcours
du treillis

- statistiques Critere de choix
_structurelles ~ Mesure de distance

Données
numeériques
normalisées

3.3.1 Principe de navigation

Le treillis de Galois peut étre vu comme un espace de recherche dans lequel on
évolue en fonction des attributs validés. Il s’agit a partir du concept minimal (O, f(O))
ol toutes les classes des objets sont candidates a la reconnaissance et aucun intervalle
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n’est validé, de progresser étape par étape au sein du treillis de Galois par validation
de nouveaux intervalles et par conséquent réduction de l’ensemble d’objets, jusqu’a
un concept final ou les objets restants, qui sont en relation avec tous les intervalles
validés durant le parcours du graphe, sont tous de la méme classe. Plus formellement,
a partir du concept minimal (O, f(0O)), il s’agit d’itérer une prise de décision locale
jusqu’a atteindre un concept final (A, B) ou les objets de A sont de la méme classe :
lc(A)| =1 (voir Fig.3.7). A chaque prise de décision locale, on progresse dans le graphe
d’un concept courant vers I'un de ses concepts successeurs et on valide ainsi un nouvel
ensemble d’intervalles de taille toujours plus importante. Il faut alors définir un critere
pour la sélection des intervalles a un niveau local. En pratique, la navigation est effectuée
dans le diagramme de Hasse, c’est-a-dire la réduction transitive et réflexive du treillis
de Galois (voir Fig. [1.1).

Fia. 3.7 — Navigation dans le treillis de Galois

Probléme de décision local

(O,f(0)) J - Sélection d'intervalles S W (A,B) c(A) =1
1 t - Choix parmi S

e(A) =1

3.3.2 Description d’une étape élémentaire de classification

La reconnaissance d'un objet avec le treillis de Galois repose donc sur l'itération
d’une prise de décision locale, que nous appelons étape élémentaire de classification
(voir Fig. 3.7). Elle consiste a partir d’'un concept courant a sélectionner I’ensemble
d’intervalles S issus de la structure et a faire un choix parmi ces intervalles. S est
obtenu a partir des concepts successeurs du concept courant. Plus formellement, si on
note (A, B) le concept courant, et (A1, By), ..., (An, By) ses n successeurs dans le treillis
de Galois, alors S est un systeme d’intervalles (voir § [1.3.1)) :

=1

Les ensembles de S vérifient les propriétés suivantes :
— Ils sont disjoints : X; N X; =0, Vi,j <n,i#j
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— X; (i <n) ne peut contenir 2 intervalles issus d’une méme caractéristique j (j <
m) | X;( ;] < 1.
Le systeme S des intervalles sélectionnés a partir d’un concept courant s’obtient
directement a partir de la structure, et ne nécessite pas de paramétrage spécifique. Une
fois cette famille S calculée, il s’agit ensuite de choisir un ensemble d’intervalles X;.

Ce choix est essentiel a toute étape élémentaire de classification, base de la navigation
dans le treillis et de la classification de s. C’est la raison pour laquelle ce choix est
dépendant des données, et non de la structure. Plus précisément, il est dépendant d’'un
critere de choiz (voir §13.3.4) défini & partir d'une mesure de distance (voir §3.3.3) entre
s et un intervalle.

Exemple 7 Dans le treillis de Galois (voir Fig. 3.5), on mélange les intervalles pro-
venant de différents attributs. Pour le concept minimal, le choix doit étre fait parmi
S = {ca,b1,ba,a2}. De plus, on peut étre amené a sélectionner plusieurs intervalles en
meéme temps. Par exemple, il y a 2 intervalles a tester pour les successeurs du concept

({1,2,9},{b1}) : S={a1 2,001}

Enfin, on peut constater qu’il existe dans le treillis de Galois plusieurs chemins
(scénarii de reconnaissance) qui permettent d’aboutir & une méme classe. C’est cette
propriété qui nous a motivés a utiliser le treillis de Galois dans le cadre d’une classifi-
cation d’objets détériorés.

3.3.3 Mesure de distance

Faire un choix parmi S nécessite 1'utilisation d’une mesure de distance entre la valeur
s; de 'objet s a classer et un intervalle x € I;. Une premiere idée de distance d toute
simple pourrait étre :

1 sinon

d(si,:c):{ Osis; €x

Une amélioration permet d’intégrer 1’éloignement entre la valeur s; et I'intervalle x.
Cette distance peut étre définie entre s; et la borne la plus proche de l'intervalle x, ou
entre s; et le milieu de l'intervalle z, entre s; et le centre de gravité de 'intervalle x, ou
encore entre s; et la valeur médiane de 'intervalle x.
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Une autre mesure plus sophistiquée consiste a intégrer 1’éloignement entre la valeur
s; et l'intervalle z par rapport a la taille de 'intervalle. Par exemple, il est possible
de calculer le ratio entre la distance euclidienne de s; au centre de l'intervalle et la
demi-longueur de celui-ci :

(Si - xmilieu)2 (Si - xmilieu)2

d(s;,x) = =
; \/(xbornelnf - xmilieu)Q \/(wborneSup - mmilieu)Q

Par abus de notation, notons d(s,x) au lieu de d(s;,x) cette mesure de distance,
afin de pouvoir I’étendre a un ensemble d’intervalles X C I :

d(X) = % S d(s, )

zeX

Dans la description de la discrétisation (voir §13.2.2), nous avons présenté 'utilisation
de nombres flous a la place des intervalles pour offrir plus de souplesse au traitement des
valeurs issues de données bruitées. Dans ce cas, la mesure de distance peut correspondre
a la fonction d’appartenance du nombre flou [Zad65, Zad90].

3.3.4 Critere de choix

Etant donnés S = { X, ..., X,,} la famille des intervalles sélectionnés, et une mesure
de distance d(s, X) entre I'objet s a classer et un ensemble d’intervalles X; C I, il s’agit
de mettre en place un critere de choix afin de choisir X; parmi S. Il est possible de
définir un nombre important de criteres de choix, dont une liste exhaustive n’est pas
envisageable. Voici quelques exemples simples qui sont tous basés sur la distance d :

1. Choisir i tel que d(s, X;) est minimal.
2. Choisir 7 tel que | X; () Ix| = {z € Xi() Ix}| est maximal, avec [ I’ensemble des
k premiers intervalles de S rangés par ordre croissant suivant la distance d(s, z).

3. Choisir i tel que |[{z € X; tel que d(s,z) < d.}| est maximal, avec d.. une constante
que l'on peut assimiler a un degré de flou. En effet, si la mesure de distance em-
ployée est une fonction d’appartenance f associée a l'intervalle x, on peut rempla-
cer lassertion précédente par : Choisir i tel que [{x € X; tel que f(s,x,0) > 0}]
est maximal, avec # un degré de flou.

Le critere n’1, défini de maniere globale sur chaque X;, possede I'inconvénient de
noyer le bruit. Le second critere de choix suit le principe des k plus proches voisins (voir
§ [1.2.4). Remarquez que le troisieme critére est un cas particulier du second.
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Ces criteres étant locaux pour chaque ¢ = 1...n, on peut en imaginer des plus
sophistiqués faisant apparaitre :

4. Une combinaison de ces différents criteres de choix, et surtout en cas de choix mul-
tiples, c’est-a-dire lorsque plusieurs X; sont a égalité.

5. Les intervalles de |J!_, X; d’'un méme attribut j : U;_, X;(1; et d(X;NI;) de
manieére a favoriser un attribut particulier j (par exemple un attribut supposé
non détérioré).

6. La notion d’intervalles discriminants (lorsque I'union des intervalles ne se retrouve
que dans le concept maximal (g([), I)) et d'intervalles non discriminants (I'union
des intervalles se retrouve dans un concept différent du concept maximal) afin de
favoriser les intervalles non discriminants. Le choix dans ce cas n’exclurait pas le
parcours de toute une partie du treillis de Galois. En effet, lorsque ’on doit choisir
entre des intervalles discriminants, la prise de décision est délicate car exclusive,
en revanche pour des intervalles non discriminants, la prise de risque est plus

faible.

7. La proportion d’intervalles de X; inférés par rapport a I'ensemble |X;|, c’est-a-dire
le pourcentage d’intervalles qui sont validés par le choix de 7 alors qu’ils ne sont
pas en relation avec les valeurs de 1'objet a reconnaitre.

3.4 Reconnaissance itérative

Nous sommes partis du constat qu'une seule signature pour décrire les données et
discriminer les classes ne suffisait pas toujours. De plus, méme si la signature est assez
discriminante, les intervalles disjoints formés lors de la discrétisation ne garantissent pas
une reconnaissance parfaite surtout dans le cas de données bruitées. Il est possible que le
bruit perturbe les valeurs des signatures et que ces dernieres se retrouvent plus proches
des intervalles correspondant a d’autres classes que des intervalles correspondant a leur
propre classe. Ainsi, les mauvais intervalles seront validés au cours de la classification,
ce qui engendrera des erreurs de classement. L’¢loignement entre les classes est donc un
critere important a prendre en compte. Plus I'écart entre les intervalles d'un attribut
est grand, plus on a de chance de limiter les effets du bruit. Sur une méme signature,
I’éloignement des intervalles n’est pas identique pour tous les attributs. L’idéal serait
donc d’arriver a sélectionner les attributs qui proposent un écart maximal entre les
intervalles, comme le font les criteres de coupe de la distance maximale et de Hotelling
(voir §3.2.2).
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3.4.1 Principe

Nous souhaitons donc profiter de la complémentarité des différents types de signa-
tures et utiliser les attributs les plus adéquats en présence de bruit. Dans le but d’utiliser
conjointement une approche statistique et structurelle, nous avons développé un systeme
de classification hiérarchique. Le principe est de reproduire le systeme de classification
simple énoncé précédemment sur plusieurs itérations. A chaque itération, de nouveaux
descripteurs (statistiques ou structuraux) des données sont insérés comme signatures en
espérant ainsi améliorer la description des données traitées a l'itération précédente et
poursuivre le processus de classification avec moins de risque d’erreurs de classement.
Nous aurions pu procéder différemment en concaténant plusieurs signatures les unes a
la suite des autres, mais le résultat obtenu serait réellement différent. En effet, par cette
classification hiérarchique, nous cherchons d’une part, a effectuer une classification par
affinage successif, et d’autre part a détecter les lacunes de certaines signatures pour
mieux corriger les erreurs qu’elles peuvent générer.

Avec la reconnaissance itérative, il est possible de stopper la discrétisation avant
la séparation des classes. Dans ce cas, chacune des classes n’est plus caractérisable
de maniere indépendante. En revanche, on obtient des paquets de classes qui eux sont
caractérisables et peuvent étre distingués les uns des autres. On parle alors de reconnais-
sance “gros grains”. Voici une liste non exhaustive de criteres d’arrét de la discrétisation
pouvant étre utilisés :

1. pouvoir distinguer et caractériser chacune des classes
2. avoir un taux de remplissage des intervalles inférieur a une valeur n
3. pouvoir distinguer au moins n classes

Le critere n°3 correspond a une classification "Top n”, c’est a dire qu’au lieu de proposer
une seule classe pour la reconnaissance d’un symbole, on propose n classes. Pour pouvoir
atteindre 1'objectif fixé par chacun de ces criteres, il est nécessaire d’avoir une signature
suffisamment discriminante.

Le déroulement de la reconnaissance itérative est présenté par la figure 3.8. Le pas-
sage d'une reconnaissance simple (en une seule itération) & une reconnaissance itérative,
s’effectue en ajoutant un critere d’arrét de la classification, qui permet de stopper la
navigation dans le treillis de Galois (voir § 3.4.2)). En cas d’arrét de la classification,
le concept courant sur lequel la navigation s’est arrétée est appelé concept final. Deux
possibilités s’offrent alors a nous : le concept final ne contient qu'une seule classe et la
classification est donc terminée ; le concept final contient plusieurs classes et il faut alors
poursuivre la classification, en utilisant une nouvelle signature, pour ce sous-ensemble
de classes que 1’'on a tout de méme réussi a distinguer d’autres classes. Le procédé de
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APPRENTISSAGE

Modeles Critére de coupe

F1G. 3.8 — Schéma de description du processus de reconnaissance itératif
Signatures Treillis
., -] | 0
normalisées m de Galois
Initialisation : -
- Modeles
I.(‘Q'I'IQ d'l‘l

@@‘4_ ,concept final Mesure de distance
5 Critére de choix Objets

: fon Critére d'arrét i classer
oui |Le concept Concept Parcours
final contient . s
final du treillis
1 seule classe?

CLASSIFICATION / RECONNAISSANCE

Données
discrétisées

Construction
du treillis

Initialisation

reconnaissance est ainsi reproduit a chaque itération.

Pour poursuivre la classification, il est nécessaire de construire pour chaque concept
final (contenant plusieurs classes) un nouveau treillis de Galois. Chacun des treillis de
Galois est construit a partir des objets issus du concept final correspondant, mais ces
objets sont décrits par une nouvelle signature. Ainsi, en repartant des objets issus du
concept final et non de tous les objets, on prend en compte la classification effectuée a
Iitération précédente. Pour constituer la signature de I'itération courante, il est possible
d’utiliser des attributs issus d’une nouvelle signature ou ceux d’une signature ayant déja
servi a une itération précédente. Dans ce dernier cas, seuls les attributs de la signature
n’ayant pas encore été utilisés sont introduits dans la signature courante. La signature
courante contient toujours des attributs issus d’'une méme méthode de calcul, c¢’est-a-
dire que nous ne mélangeons pas les attributs provenant par exemple de la signature de
Radon et de la signature de Zernike.

3.4.2 Critere d’arrét de la classification

Pour stopper la classification d’un objet, il est nécessaire de fixer un critere d’arrét.
Ce critere doit pouvoir évaluer la confiance en la décision prise a chaque étape élémen-
taire de classification. Lorsque la confiance est faible, cela veut dire que la décision prise
par le systéme est risquée et qu’il vaut mieux arréter la classification en 1’état plutot
que de poursuivre et risquer de faire une erreur de classement.
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Le critere d’arrét que nous avons mis en place est basé sur la notion d’ambiguité.
Si les intervalles provenant d'un méme attribut de la signature sont trop proches, leurs
zones floues respectives peuvent se chevaucher, créant ainsi une zone d’ambiguité (voir
Fig. 3.9).

Fi1G. 3.9 — Zone d’ambiguité d’un intervalle représenté par un nombre flou
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Lors de la reconnaissance d’un objet, si une valeur tombe dans une zone d’ambiguité,
il est risqué de prendre une décision étant donné que cette valeur peut étre rattachée a
un intervalle comme a I'autre. Dans ce cas, la classification est interrompue.

3.5 Paramétrage pour la reconnaissance de sym-
boles

Rappelons tout d’abord que cette approche de reconnaissance a base de treillis
comporte les parametres suivants :

Apprentissage — Critére de coupe de la discrétisation.

Reconnaissance — Mesure de distance (pour un attribut donné) entre la valeur prise
par le symbole a reconnaitre et 'intervalle correspondant.
— Critére de choiz d'un concept successeur parmi ’ensemble des concepts succes-
seurs candidats.
— (Critére d’arrét de la navigation dans le treillis de Galois seulement dans le cas
de la reconnaissance itérative.)

Dans cette partie, nous présentons un ensemble d’expérimentations qui nous ont
permis de faire des choix au sein des parametres de la méthode. Nous nous plagons dans
le cadre de la reconnaissance de symboles et testons les différents éléments paramétrables
sur les bases GREC (voir § 2.2).
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3.5.1 Signatures

Nous avons souhaité comparer l'efficacité des signatures statistiques et structurelle
présentées précédemment (voir chapitre 2). En réalité, on ne peut évaluer que leur
adéquation au systeme de reconnaissance, étant donné qu’elles sont insérées au sein
d’une chaine de traitements, ou il peut y avoir des corrélations entre les différents
éléments utilisés. Nous avons effectué ces tests sur un ensemble d’apprentissage composé
de 8 classes (10 symboles appris par classe). Les taux de reconnaissance obtenus sont
présentés dans la figure 3.10, et les tailles de treillis correspondantes dans la figure
3.11L 11 faut préciser que la signature structurelle n’a pas été assez discriminante pour
obtenir la séparation totale des classes. Le taux de classification indiqué a été obtenu en
ne comptabilisant que les symboles reconnus dans un concept final ne contenant qu’une
seule classe.

F1G. 3.10 — Taux de reconnaissance obtenus pour les différentes signatures
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F1G. 3.11 — Tailles des treillis obtenus pour les différentes signatures
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Si I’on compare les treillis obtenus sur le méme ensemble de symboles d’apprentissage
mais décrits par différentes signatures, on constate que la taille du treillis est variable.
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Intuitivement, une signature efficace, propose un treillis de petite taille, car les objets
d’une méme classe sont regroupés dans les mémes concepts (voir dans le méme concept).
En effet, la signature permet de différencier les objets de classes différentes tout en
permettant un regroupement des objets d’'une méme classe. Un treillis de petite taille
signifie qu’il y a peu d’objets isolés (sinon, il y aurait plus de concepts). Ainsi, la
signature de Radon offre des taux de reconnaissance intéressants et une taille de treillis
relativement faible.

3.5.2 Ciritere de coupe de la discrétisation

Dans cette expérimentation, nous avons choisi de tester 'adéquation des criteres
de coupe a notre systeme de reconnaissance. Les criteres de coupe testés sont ceux
présentés dans la partie discrétisation (voir § 3.2.2) : la distance maximale, ’entropie
et le coefficient de Hotelling. Pour évaluer ces trois criteres, nous avons utilisé deux
jeux de données issus de la base GREC 2003 (voir § 2.2.1)), appelés "classes 1 a 10” et
"classes 11 a 20”. L’apprentissage est réalisé avec un symbole modele par classe (soit 10
symboles pour chaque jeu de données) et la classification sur 90 symboles bruités par
classe (soit 900 symboles bruités pour chaque jeu de données). Les figures 3.12 et 3.13
présentent les taux de reconnaissance obtenus par le treillis de Galois et les figures 3.14
et [3.15) la taille du treillis, pour chacun des trois criteres de coupe, respectivement pour
les jeux de données "classes 1 a 10" et "classes 11 a 20” et en utilisant les signatures de
Fourier-Mellin, Radon et Zernike.

F1G. 3.12 — Taux de reconnaissance obtenus selon le critere de coupe (classes 1 a 10)
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Ces résultats nous poussent a sélectionner, pour la reconnaissance de symboles, la
distance maximale comme critere non supervisé et le coefficient de Hotelling comme
critere supervisé. En effet, ces deux criteres de coupe obtiennent les meilleurs taux de
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F1G. 3.13 — Taux de reconnaissance obtenus selon le critére de coupe (classes 11 a 20)
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F1a. 3.14 — Taille du treillis selon le critere de coupe (classes 1 a 10)

250
2251

2001
1754
1504
1254
1004
754
504
254
04

[ Cistance
maximale

[l Entropie
[JHotelling

Radon

Zernike

Fourier-Mellin

reconnaissance quelle que soit la signature utilisée. D’autre part, le treillis généré a
partir du critere de Hotelling contient en général un moins grand nombre de concepts
qu’avec les autres criteres de coupe. Cette propriété nous intéresse étant donné que plus
la structure du treillis est réduite, plus la classification est rapide.

3.5.3 Visualisation des symboles de ’apprentissage

Nous avons souhaité représenter les données de ’apprentissage pour évaluer visuel-
lement la sélection des attributs réalisée par le critere de choix. Le nombre d’attributs
de la signature détermine le nombre de dimensions pour la représentation graphique.
Lorsque le nombre d’attributs est supérieur a deux, plusieurs possibilités de représenta-
tion sont envisageables. Par exemple, pour un faible nombre d’attributs, il est possible
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F1a. 3.15 — Taille du treillis selon le critere de coupe (classes 11 a 20)
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de représenter les objets en considérant toutes les paires d’attributs les unes apres les
autres. Mais lorsque le nombre d’attributs est trop élevé, ce procédé devient fastidieux,
c’est pourquoi nous avons opté pour une projection des objets dans un espace a deux
dimensions. Pour que l'effet des combinaisons des attributs sur les objets restent ob-
servables facilement, nous avons utilisé une fonction de projection d’un espace a n
dimensions en un espace a 2 dimensions appelée Sammon. Cette fonction est disponible
sur le logiciel libre R [R]. Cette représentation est intéressante du fait qu’elle offre sur un
seul graphique une idée de 'organisation des données au sein d’'un concept. Cependant,
cette représentation n’étant pas linéaire, il est possible que les distances entre les objets
ne soient pas respectées.

Nous souhaitons visualiser I'organisation de 10 classes de symboles de la base GREC
2003 (voir la légende Fig.[3.19) d’un ensemble d’apprentissage décrits par la signature de
Radon. Les graphiques suivants représentent les symboles décrits par ’ensemble des 50
attributs de la signature (Fig. [3.17) ou seulement 7 attributs sélectionnés par le critere
de Hotelling (Fig. 3.18)). En comparant les deux graphiques, on constate que les classes
2, 4 et b restent autant mélangées, les classes 3, 6, 7, 8 et 10 restent autant séparées,
et les classes 1 et 9 sont mieux séparées avec les 7 attributs sélectionnés par le critere
de Hotelling. Globalement, la distinction des classes semble donc meilleure avec les 7
attributs de la signature de Radon qu’avec la totalité.

Fic. 3.16 — Légende
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F1G. 3.17 — Symboles de I'apprentissage décrits par les 50 attributs de la signature de
Radon
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Fi1G. 3.18 — Symboles de 'apprentissage décrits par 7 attributs de la signature de Radon
sélectionnés par le critere de Hotelling
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3.5.4 Comparaison du treillis et des systemes de regles

Dans cette expérimentation, nous avons choisi de comparer les dimensions de cer-
taines structures obtenues (treillis de Galois, regles d’association de différentes bases)
en utilisant les symboles de la base GREC 2003 décrits par la signature de Radon.

Rappelons qu’a partir de la table discrétisée, il est possible de construire un treillis
de Galois ou des regles d’association. Nous avons choisi de comparer les dimensions
et taux de reconnaissance de ces structures dans le cas d’une validation croisée a 5
blocs. La validation croisée [KF'82] est une technique d’évaluation de la reconnaissance
couramment employée. Il s’agit de partager un ensemble de données en n blocs de taille
équivalente. Chacun des blocs sert a tour de role d’ensemble de test, et les n — 1 blocs
restants servent d’ensemble d’apprentissage. L’évaluation comporte donc au total n
tests qui fournissent chacun un taux de classification. Le résultat final de la validation
croisée est donnée par la moyenne des taux de classification obtenus a ces n tests.
Dans cette expérimentation, chacun des cing blocs de la validation croisée contient 91
symboles provenant de 5 classes. La table 3.4 présente le nombre d’attributs |S| de la
table discrétisée, le nombre de concepts du treillis, le nombre de regles dans la base
canonique X.,, et le nombre de regles dans la base canonique directe .5 pour les
cing blocs de la validation croisée. Nous donnons également les taux de reconnaissance
obtenus en utilisant le treillis de Galois a titre indicatif.

TAB. 3.4 — Dimensions et taux de reconnaissance obtenus en validation croisée (5 blocs)

Bloc 0 | Bloc 1 | Bloc 2 | Bloc 3 | Bloc 4
S| 7 8 8 6 7
Nombre de concepts 20 42 24 25 23
| X can] 33 62 32 31 32
|Zeal 280 779 724 103 293
Taux de reconnaissance (%) 98,6 99,2 99,2 98,9 99,2

Dans cette expérience, nous souhaitons comparer les méme structures que précédem-
ment mais cette fois en utilisant une base aléatoirement générée a la place des symboles
de la base GREC 2003. Nous testons 1’évolution des dimensions en fonction du nombre
d’attributs |.S| et du nombre de regles de la base aléatoire X.. La table 3.5 présente 1'évo-
lution de la taille des structures avec un nombre fixe de regles dans la base aléatoire
(|2] = 15) en fonction de la taille de S. Quant a elle, la table 3.0l montre I’évolution de
la taille des structures avec un nombre fixe d’attributs (|.S| = 7) en fonction de la taille

de Y.
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TAB. 3.5 — Evolution de la taille des structures en fonction de la taille de S (|| = 15)

|S]| 5155 6 |6 |6 7| 7|7 8 | 8 | 8 9 9 9
Nombre de || 4 |5 |3 || 8 [ 10 | 7| 14 |24 | 10 || 14 | 28 | 37 || 89 | 102 | 60
concepts

| X can] 414136 |5 411101110 7 [10 12| 11 |12
| Z el 516 | 3|17 |11 (6|24 |18 |39 | 32|13 |31 | 54 | 42 |47

TAB. 3.6 — Evolution de la taille des structures en fonction de la taille de ¥ (|S| = 7)

|2 5 | 5 | 5|10 1010|1515 |15 20|20 |20 | 25|25 |25
Nombre de || 48 | 51 |48 || 11 |21 |34 || 13| 8 | 12| 6 [ 11| 5 51 3|5
concepts

|Zcan| 515 | 4 T T 6107 |7 91 8|6 51 5|6
|Xed] 11 8| 7 (|17 (13| 9 ||25]19]|20 26|14 10| 7 | 5 |12

Dans la littérature, les systemes de regles sont réputés pour étre une représentation
condensée du treillis de Galois. Or dans la table 3.4, on constate que le nombre de
concepts du treillis est moins important que le nombre de regles de la base canonique
Ycan, €t beaucoup moins important que le nombre de regles de la base canonique directe
Ycq- En revanche, dans les tableaux (3.5 et 3.6 ot les données sont générées aléatoirement,
le calcul du systeme de regles reste, comme l'on s’y attendait, plus intéressant. Il est
possible d’expliquer cette différence par le fait que l'on oblige les treillis a étre co-
atomistiques® pour la reconnaissance de symboles alors que cette propriété n’est pas
vérifiée dans I'expérimentation sur la base aléatoire. D’autre part, les données étudiées
sont tres différentes. En effet, les données de la base GREC sont particulieres car les
objets sont décrits par un trés grand nombre d’attributs (de trés nombreuses signatures
peuvent étre calculées sur les images), on parle de contexte génomique. En revanche,
dans les données générées aléatoirement, le nombre d’attributs est bien moindre, comme
c’est le cas habituellement sur les données issues de la fouille de données. Cette différence
a certainement une influence sur les résultats observés.

Notons que lorsque le nombre de concepts augmente, la taille des bases diminue,
et inversement. Dans le pire des cas, lorsque le nombre de regles est nul (|X| = 0), le
nombre de concepts du treillis est maximal : 21°. Ainsi, on observe que pour un nombre
de regles de la base aléatoire fixé et une augmentation du nombre d’attributs, le nombre

’Dans un treillis co-atomistique, les concepts "finaux” contenant une seule classe, sont
toujours couverts par le concept max.
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de regles de la base canonique augmente mais reste néanmoins exploitable, tandis que
le nombre de concepts explose.

Remarquons également que plus le nombre de regles est élevé, plus les regles risquent
d’étre redondantes entre elles, et plus la taille de la base diminue entrainant une aug-
mentation du nombre de concepts. On observe dans cette expérimentation que lorsque
le nombre d’attributs de la base aléatoire est fixé et que le nombre de regles augmente,
le nombre de regles de la base canonique diminue et tout comme le nombre de concepts
du treillis de Galois ol la diminution est encore plus nette.

En conclusion, le treillis de Galois semble plus approprié que les bases de regles
sur les jeux de données GREC. En effet, dans ce cadre, le treillis conserve une taille
inférieure a celle des bases de regles. Ce résultat peut s’expliquer par la propriété de
co-atomicité vérifiée par les treillis de Galois que nous générons.

3.5.5 Comparaison de la construction du treillis avec / sans
génération a la demande

Il s’agit, dans cette expérimentation, de tester I'efficacité de ’algorithme de généra-
tion a la demande par rapport a la génération du treillis entier. Comme nous ’avons
décrit précédemment (voir §[3.2.3), nous avons la possibilité d’utiliser une extension de
I’algorithme de Bordat pour ne construire que les concepts nécessaires pour la classifica-
tion des objets. Ainsi, il nous est permis de passer outre le probleme de I’exponentialité
du treillis de Galois dans le pire des cas.

Dans la table 3.7, nous présentons les durées obtenues en apprentissage et en clas-
sification ainsi que le nombre de concepts construits dans le treillis avec et sans géné-
ration a la demande. L’ensemble d’apprentissage contient 25 symboles modeles (donc
25 classes) et I'ensemble de test contient 10 symboles bruités. Précisons tout d’abord
que les taux de reconnaissance obtenus avec et sans génération a la demande sont bien
identiques puisque le procédé de classification reste inchangé. D’apres ces résultats, on
observe qu’en apprentissage, I'algorithme de génération a la demande est tres rapide
étant donné que seul le concept minimal du treillis est généré. En revanche, la classifica-
tion est plus longue que dans la génération du treillis entier car les concepts nécessaires
sont construits au fur et a mesure de la navigation dans le treillis. Enfin, le nombre de
concepts obtenus est bien moins important pour la génération a la demande, du moins
pour cette expérimentation.
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TAB. 3.7 — Apprentissage avec 25 symboles modeles - Reconnaissance de 10 symboles

bruités
Apprentissage | Classification | Nombre de concepts
Treillis entier 430,2 sec 2 sec 3185
Génération a la demande 0,5 sec 9,8 sec 282

Toutefois, ces résultats invitent a une discussion plus approfondie. Pour une géné-
ration a la demande, le nombre de symboles de ’ensemble de test et leur ressemblance
vont influer sur la durée du traitement de la classification. Remarquons que ce ne serait
pas le cas sans génération a la demande. En effet, pour le premier symbole a reconnaitre,
les concepts se trouvant sur son chemin de reconnaissance durant la navigation seront
construits et stockés. Ensuite, pour la reconnaissance du second symbole, si ce dernier
appartient a la méme classe que le premier, il y a de fortes chances pour que le chemin
de reconnaissance soit identique, et dans ce cas la navigation sera beaucoup plus rapide
que pour le premier symbole (aussi rapide que lorsque le treillis entier est généré). En
revanche, si le second symbole est d’une autre classe que le premier, il possede cer-
tainement des attributs différents, et il faudra construire les concepts supplémentaires,
ce qui prendra un peu plus de temps. En résumé, si les symboles a reconnaitre sont
tres diversifiés et utilisent tous les scénarii de classification possibles, le treillis généré
a la demande ne sera pas plus rapide, car presque tous les concepts du treillis seront
construits. A l'inverse, si les symboles a reconnaitre ne correspondent qu’a un seul scé-
nario de classification, le gain de temps offert par la génération a la demande sera tres
important.

3.5.6 Mesure de distance et critére de choix

Comme mesure de distance, nous avons choisi d’utiliser la fonction d’appartenance
des nombres flous présentée précédemment dans la partie 3.2.2/ par la figure 3.4. Nous
souhaitions principalement que la mesure soit paramétrable par un degré de flou afin
de pouvoir modifier la souplesse du systeme.

Parmi la liste des criteres de choix énoncée en partie 3.3.4 rappelons les quatre
premiers :

1. Choisir i tel que d(s, X;) est minimal.

2. Choisir 7 tel que | X; (" Ix| = {z € Xi() Ix}| est maximal, avec I I'ensemble des
k premiers intervalles de S rangés par ordre croissant suivant la distance d(s, z).

3. Choisir i tel que [{x € X; tel que d(s, z) < d.}| est maximal, avec d. une constante
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que l'on peut assimiler a un degré de flou. En effet, si la mesure de distance em-
ployée est une fonction d’appartenance f associée a l'intervalle x, on peut rempla-
cer l'assertion précédente par : Choisir i tel que |[{z € X; tel que f(s,z,0) > 0}]
est maximal, avec € un degré de flou.

4. Une combinaison de ces différents criteres de choix, et surtout en cas de choix
multiples, c¢’est-a-dire si plusieurs X; donnent le méme résultat.

Nous avons comparé expérimentalement sur les symboles de la base GREC les cri-
teres de choix suivants :

Distance minimale Appliquer le critere n’1
K-PPV Appliquer le critére n°2 (avec k = 1).

Combinaison Appliquer le critere n'3 avec # = 0, ce qui équivaut a un nombre flou
rectangulaire dont le support est égal aux bornes de l'intervalle. Puis en cas de
choix multiples, appliquer le critere n’3 avec 0 < 6 < 1. Le support du nombre
flou rectangulaire est alors élargi aux bornes floues de l'intervalle de maniere
proportionnelle a sa taille. Puis en cas de choix multiples, appliquer le critere n’1,
ce qui équivaut a un nombre flou symétrique dont le centre est le repere (milieu,
centre de gravité ou médiane) associé a I'intervalle.

Nous avons retenu le dernier critere de choix (Combinaison) qui possede 1'avantage
de ne pas traiter directement les données de maniere globale contrairement au critere
de "distance minimale”; et de procéder par palier pour une validation progressive des
données. En effet, il permet tout d’abord de valider les données qui tombent exactement
dans les intervalles, en cas d’égalité, on assouplit un peu le traitement en validant les
données proches des intervalles (dans les bornes floues), enfin en cas d’égalité on choisit
la plus petite distance moyenne.

3.5.7 Visualisation des étapes de classification

Pour observer le déroulement de la classification, nous avons représenté sur des gra-
phiques en deux dimensions, 1'organisation des différents symboles de la base GREC
2003 appris lors de 'apprentissage, ainsi que le symbole en cours de reconnaissance (voir
la 1égende Fig. 3.19). Dans nos exemples, le symbole a reconnaitre est toujours repré-
senté par une étoile verte. Chaque graphique donne une représentation d’un concept
du treillis avec I’ensemble des objets qu’il contient et les attributs correspondants. Le
nombre d’attributs contenus dans le concept détermine le nombre de dimensions sur la
représentation graphique. Lorsque le nombre d’attributs est supérieur a 2, nous appli-
quons la fonction Sammon du logiciel R pour obtenir une projection des données en
deux dimensions.
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Exemple 1

Dans I'exemple suivant, nous proposons une classification aboutissant a une bonne
reconnaissance d’'un symbole appartenant a la classe 3 (symbole '+’ vert). A 'étape 1
(Fig. 3.20), le symbole a reconnaitre est proche des classes 3 et 6, et éloigné des classes
2,4, 7,9 et 10. Des I'ajout d’un second attribut (étape 2 - Fig. 3.21)), on observe que
le symbole a reconnaitre est proche des objets de la classe 3 et que les classes 2 et 7 ne
sont plus candidates a la reconnaissance. A I'étape 3 (Fig. 3.22)), les nouveaux attributs
ajoutés confirment la proximité entre le symbole a reconnaitre et les éléments de la
classe 3. La classe 9 est éliminée des classes candidates. Ensuite, a I'étape 4 (Fig. [3.23)
il ne reste plus que les classes 3 et 10, et il n’y a pas d’ambiguité concernant I’affectation
de la classe au symbole a reconnaitre étant donné sa position a la fois proche de la classe
3 et éloignée de la classe 10.

Fic. 3.19 — Légende
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FiG. 3.20 — Exemple de classification d’'un symbole de la classe 3 : étape 1

o @ E HErw A S B &

I I I I
-1.5 -1.0 -0.5 0.0

Exemple 2

Dans ce nouvel exemple, nous proposons une classification aboutissant a une bonne
reconnaissance d'un symbole appartenant a la classe 2 (triangle rouge). A I'étape 1 (Fig.
3.20), le symbole a reconnaitre est proche des classes 2, 9 et dans une moindre mesure
de la classe 6. A V'étape 2 (Fig. 3.27), on observe que les objets de la classe 2 sont
regroupés en 2 ensembles éloignés. Le symbole a reconnaitre est proche d’un ensemble
de 3 objets de la classe 2. Les classes 6 et 9 ne sont plus candidates a la reconnaissance.
A Tétape 3 (Fig. 3.28)), les nouveaux attributs ajoutés confirment la proximité entre le
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FiG. 3.21 — Exemple de classification d’un symbole de la classe 3 : étape 2
7

1
S
=g s
1
- @

@ 7]

T T T
-1.5 1.0 -0.5



CHAPITRE 3. RECONNAISSANCE A L’AIDE DU TREILLIS DE GALOIS 130

FiG. 3.22 — Exemple de classification d'un symbole de la classe 3 : étape 3
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FiG. 3.23 — Exemple de classification d'un symbole de la classe 3 : étape 4
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Fia. 3.24 — Exemple de classification d'un symbole de la classe 3 : étape 5
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symbole a reconnaitre et un élément de la classe 2. La classe 3 est éliminée des classes
candidates. Ensuite, a 'étape 4 (Fig. 3.29) il ne reste plus que les classes 2, 4 et 7. Deux
éléments de la classe 2, sont éloignés du symbole a reconnaitre, le troisieme élément de
la classe 2 reste tres proche et c’est lui qui permet de classer le symbole correctement.
L’objet de la classe 7 est bien éloigné, en revanche, celui de la classe 4 est le second
objet le plus proche du symbole, il peut donc porter a confusion.

Fic. 3.25 — Légende

i Symbole Classe 5
areconhnaitre v Classe 6
o Classe 1 Classe 7
A Classe 2 Classe 8
+ Classe 3 e Classe 9
x  Classe 4 4 Classe 10

F1G. 3.26 — Exemple de classification d'un symbole de la classe 2 : étape 1
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Fi1G. 3.27 — Exemple de classification d'un symbole de la classe 2 : étape 2
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Fia. 3.28 — Exemple de classification d'un symbole de la classe 2 : étape 3
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Fi1G. 3.29 — Exemple de classification d'un symbole de la classe 2 : étape 4
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F1G. 3.30 — Exemple de classification d'un symbole de la classe 2 : étape 5
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FiG. 3.31 — Exemple de classification d'un symbole de la classe 2 :
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Exemple 3

Dans I'exemple suivant, nous proposons une mauvaise classification d’'un symbole
appartenant a la classe 4 (symbole *x” bleu foncé). L’erreur de classification est due au
fait que les attributs de la signature utilisée n’offrent pas un regroupement intra-classe
un espacement inter-classes assez importants entre les classes 2, 4 et 5. De ce fait, les
objets se mélangent et le risque de confusion est élevé (voir Fig. 3.34). Jusqu’a I'étape 4,
un des objets de la classe 4 reste le plus proche du symbole a reconnaitre, mais 1’ajout
d’attributs supplémentaires a 1’étape 5, entraine un rapprochement vers la classe 2.

Fic. 3.32 — Légende

I Symbole Classe 5
areconnaitre v Classe 6
o Classe 1 Classe 7
A Classe 2 Classe 8
+ Classe 3 e Classe 9
% Classe 4 4 Classe 10

Fi1c. 3.33 — Exemple d’erreur de classification d’un symbole de la classe 4 : étape 1
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FiG. 3.34 — Exemple d’erreur de classification d’un symbole de la classe 4 : étape 2
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F1G. 3.35 — Exemple d’erreur de classification d’un symbole de la classe 4 : étape 3
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FiG. 3.36 — Exemple d’erreur de classification d’un symbole de la classe 4 : étape 4
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FiG. 3.37 — Exemple d’erreur de classification d’un symbole de la classe 4 : étape 5
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F1G. 3.38 — Exemple d’erreur de classification d’un symbole de la classe 4 : étape 6
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3.5.8 Etude des types d’erreurs de classification

Nous avons recensé les différents types d’erreurs qui pouvaient se produire au cours
de la classification (voir Fig. [3.39). Dans ces schémas, l'intervalle vert et I'intervalle
rouge font chacun partie d'un concept successeur différent. L’intervalle vert appartient
au concept qui doit étre choisi car il contient la classe du symbole a reconnaitre et
I'intervalle rouge appartient au concept qui est en réalité choisi et entraine I'erreur de
classification. Lorsque les intervalles sont représentés sur un méme axe, ils sont issus
du méme attribut de la signature (type 1, 2 et 4). En revanche, dans le type 3, les
intervalles sont issus de deux attributs différents.

Fia. 3.39 — Types d’erreurs de classification

waleur du symhbole 3 reconnaitre waleur du symbole 3 reconnaitre
pour I'sttribut concerné pour 1'sttribut concerné
1 | 1 1 | 1
1 1 1 1 1 1 1 1
1 1 1 1 1 1 1 1
1 1 1 1 1 1 1 1
0 i 5 0 # T =
irtervalle qui aurait irtervalle choisi irtervalle qui aurait irtervalle choisi
dil &tre choisi a l'origine de I'erreur dil &tre choisi a l'origine de 'erreur
(a) type 1 (b) type 2

waleur du symhbole 3 reconnatre
pour 1'attribut concerng

1
, , intervalle choisi
| | a l'origine de l'erreur :
0 L ¥ L 4 waleur du symbole & reconngtre
L -
pour I'sttribut concerné
waleur du symbale & reconnatre 1
pour I'sttribut concerné |
1 , , . 0 ]
! : irtervalle gui aurait _ _ _ _ "_ _
! ! dil Etre choisi |r|terﬁ1r?lle Ui aurait ‘ irtervalle choisi
0 I dll Etre choisi a l'origine de l'erreur
(c) type 3 (d) type 4

Les deux premiers types d’erreurs correspondent a une valeur qui tombe dans le
mauvais intervalle (type 1) ou & proximité du mauvais intervalle (type 2) a cause du
bruit. Les types d’erreurs 3 et 4 sont issus d'un probleme d’égalité entre les intervalles.
Dans le cas 3, pour le premier intervalle, la valeur du symbole a reconnaitre est décalée
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a cause du bruit et tombe dans I'intervalle, alors qu’il ne caractérise pas la classe de ce
symbole. Pour le second intervalle, la valeur du symbole a reconnaitre est correcte et
tombe également dans I'intervalle. Nous sommes donc dans un cas d’égalité. Le critere
de choix préconise donc d’observer les valeurs qui tombent a proximité des intervalles :
sur 'exemple, il n’y a pas de valeurs dans ce cas. Il faut alors calculer la distance
minimale entre les valeurs et le milieu de I'intervalle (on peut aussi choisir le centre de
gravité ou la médiane comme repere pour U'intervalle). Et ¢’est sur ce critere de distance
minimale que ’on va finalement choisir I'intervalle rouge car la valeur est ici plus proche
du milieu de I'intervalle que pour I'intervalle vert. Dans le cas 4, il s’agit également d’un
probleme d’égalité entre les intervalles. Aucune valeur ne tombe dans un intervalle, donc
on passe directement a la seconde étape du critere de choix qui consiste a observer les
valeurs a proximité des intervalles. Il y a égalité car la valeur tombe dans les bornes
floues des deux intervalles. Il faut alors calculer la distance minimale et ¢’est I'intervalle
rouge qui 'emporte.

Nous avons réalisé une étude sur un ensemble de 64 erreurs de classification recensées
lors de la reconnaissance d'un ensemble de symboles de la base GREC 2003. Nous
présentons tout d’abord le nombre d’occurrences de chacun des quatre types d’erreurs
présentés précédemment (voir Fig. 3.40)). Le type d’erreur 1 est de loin le plus fréquent,
mais on observe que le type d’erreur 4 est également relativement fréquent.

Fia. 3.40 — Nombre d’occurrences des différents types d’erreurs

40
35-

30+
254

20+

151
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§ |

ol . .

Type 1 Type 2 Type 3 Type 4

MNombre d'occurrences

Parmi ces erreurs, nous avons voulu observer plus en détail les intervalles mis en jeu
dans ces erreurs de classement. Les figures 3.41 et 3.42 présentent respectivement les
tailles des intervalles ayant généré des erreurs, et les écarts entre ces mémes intervalles.
Remarquons qu’il n’est pas possible d’évaluer I’écart entre les intervalles pour le type
d’erreur 3-1 puisque les intervalles ne sont pas issus du méme attribut de la signature.

Les types d’erreurs 1, 2 et 3 semblent concerner des intervalles de toute taille, alors
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que le type d’erreur 4 est plutot réservé aux intervalles tres petits ou tres grands.
Concernant 1’écart entre les intervalles ayant généré des erreurs de classification, les
types d’erreurs 1 et 2 se produisent plutot sur des écarts faibles alors que le type
d’erreurs 4 se produit plutot sur des écarts moyens.

F1G. 3.41 — Nombre d’occurrences des tailles des intervalles ayant généré des erreurs

35

30
25 [ W <05
PWoS5=et<07
20 -
W 0.7==et=1
15 1 W i==et<15
[]15<= et <2
10 .>:2
5_
04

Type 1 Type 2 Type 3 Type 4

Nombre doccurrences

F1G. 3.42 - Nombre d’occurrences des écarts entre les intervalles ayant généré des erreurs
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187 | |[=0.01
W 0.01==et=0,05
104 | |005==et=01
PO1=et<03
[03=et =05
5 - [E==05
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MNombre doccurrences

Dans le cadre de la reconnaissance itérative le type d’erreur 4 devrait pouvoir étre
supprimé étant donné que la valeur est située dans une zone d’ambiguité (voir §3.4.2).
En revanche, pour les autres types d’erreurs, il y a deux possibilités quant a leur origine :
ils peuvent provenir d’un apprentissage pas assez représentatif ou bien d’une faible
discrimination de la signature ou les descriptions des objets sont trop proches et n’offrent
pas assez d’espace entre les intervalles pour assurer une certaine robustesse au bruit.
Ces types d’erreurs ne semblent pas pouvoir étre supprimés en phase de classification.
Ils sont déterminés lors de 'apprentissage et c’est seulement au cours de cette phase
que 'on peut agir sur eux.
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Cette obervation a également montré que les erreurs étaient en majorité situées assez
bas dans le treillis de Galois, c’est-a-dire dans les dernieres étapes de la navigation. Le
nombre d’objets diminue au fur et a mesure que l'on progresse dans le graphe. Cette
faible représentativité des classes dans les dernieres étapes du parcours du treillis, peut
expliquer les erreurs de classification.

C’est pourquoi, I'idée de mettre en place un systeme de reconnaissance itératif, lié
a ces différentes observations, prend tout son intérét. En cas d’ambiguité, le parcours
de classification serait stoppé avant d’atteindre une classe, et recommencerait ensuite
avec de nouveaux descripteurs.

3.6 Conclusion

Ce chapitre, principale contribution au travail de recherche de cette these, décrit la
mise en place d'un classifieur basé sur 'utilisation d’un treillis de Galois, que nous avons
baptisé NAVIGALA (NAVIgation into GAlois LAttice). Il reprend les grandes étapes
usuelles d’un processus de reconnaissance, a savoir ’apprentissage et la classification.
Lors de I'apprentissage, les données sont d’abord discrétisées selon un critere de coupe,
pour ensuite étre intégrées dans la construction d’un treillis de Galois. La classification
d’un symbole a reconnaitre s’effectue alors par une navigation dans le graphe généré,
au moyen d'une mesure de distance et d'un critére de choix.

L’utilisation du classifieur nécessite donc la prise en compte de trois parametres. Ce-
pendant, pour la mise en ceuvre d’une reconnaissance itérative, un quatrieme parametre
permettant 1'arrét de la navigation dans le treillis de Galois doit étre ajouté. Cette re-
connaissance itérative a pour objectif de stopper la classification, lorsque la prise de
décision entre deux ou plusieurs concepts est trop délicate et risque d’engendrer une
erreur. Dans ce cas, la poursuite de la classification est réalisée a partir de nouveaux
descripteurs des données, donnant lieu a la construction d’un nouveau treillis de Galois.

Enfin, plusieurs expérimentations sont proposées pour préciser le calibrage de ces
différents parametres, et pour mieux comprendre le fonctionnement du treillis de Galois
en reconnaissance. Par exemple, I’étude des erreurs de classification nous a montré que
tous les types d’erreur ne sont pas forcément corrigeables lors de la classification. En
effet, pour certains types d’erreur, seule une amélioration de la discrétisation peut éviter
ou limiter leur apparition.



Chapitre 4

Résultats, discussion et perspectives

4.1 Introduction

Ce chapitre a pour objectif premier de présenter plusieurs résultats expérimentaux
(§ 4.2) et notamment des études comparatives impliquant le classifieur basé sur le
treillis de Galois. Nous avons regrouper toutes les fonctionnalités de notre méthode de
reconnaissance, NAVIGALA, dans un logiciel du méme nom (voir Annexe Al). La figure
A.4 donne un apercu de l'interface de ce logiciel. C’est a partir de cette application
que tous les tests décrits dans cette étude expérimentale ont été réalisés. Pour terminer
ce chapitre, différents éléments de discussion seront abordés concernant les éventuelles
pistes de recherche envisageables (§/1.3).

4.2 Etude expérimentale

Cette étude comporte plusieurs résultats expérimentaux concernant 1'utilisation du
treillis de Galois comme classifieur (§4.2.1. Parmi ces résultats, nous proposons notam-
ment une étude de 'influence de 'augmentation de la taille de I'apprentissage sur la
classification et une comparaison entre reconnaissance simple et itérative. Ensuite, cette
étude présente également une comparaison théorique assez approfondie avec 'arbre de
décision, et une comparaison expérimentale avec des classifieurs usuels en reconnais-
sance de formes (§ 4.2.2). Enfin, une derniere étude comparative permet d’évaluer le
systeme NAVIGALA par rapport aux autres classifieurs issus de ’analyse formelle des
concepts sur des bases de données non dédiées a la reconnaissance de symboles (§4.2.3).
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F1G. 4.1 — Vue d’ensemble de l'interface et visualisation d’un treillis de Galois
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4.2.1 Reésultats expérimentaux concernant NAVIGALA

Tout d’abord, nous avons testé l'efficacité du classifieur NAVIGALA pour la recon-
naissance les symboles de 'apprentissage. Il s’est avéré que ’expérimentation a confirmé
ce que nous supposions. En effet, nous obtenons une reconnaissance parfaite de ces sym-
boles.

A - Augmentation de la taille de ’apprentissage

Cette expérimentation a pour but d’évaluer l'efficacité de notre systeme de recon-
naissance en fonction de la taille de I’ensemble d’apprentissage. En effet, nous avons
fait varier le nombre de symboles appris par type de bruit et par classe sur un groupe
de 10 classes. Rappelons que la base de symboles GREC 2003 [GREO3] contient 10
symboles de chaque classe pour chacun des 9 niveaux de dégradation. Plus précisément,
cette expérimentation a consisté pour chaque type de bruit, a sélectionner aléatoire-
ment n symboles (n allant de 1 & 9) de chaque classe pour les placer en apprentissage,
les symboles restants ont quant a eux été placés dans ’ensemble de test. Pour chaque
quantité de symboles appris par type de bruit, nous avons effectué 5 tirages (v0 a v4).
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Nous présentons dans la figure 4.2/ les taux de reconnaissance obtenus a ces 5 tirages, le
taux minimum, le premier quartile, le taux médian, le troisieme quartile, le taux maxi-
mum et le taux moyen. On observe que logiquement les taux s’améliorent en fonction
de I'augmentation du nombre de symboles appris par type de bruit. Au-dela d’une cer-
taine taille, les taux ont tendance a stagner voire a régresser légerement. Quant a elle, la
figure 4.3/ donne les tailles des treillis de Galois obtenus lors de ces 5 tirages, c¢’est-a-dire
le nombre de concepts générés. La taille des treillis augmente de maniere assez réguliere
au fur et a mesure de 'augmentation de la taille de ’ensemble d’apprentissage.

F1G. 4.2 — Evolution du taux de reconnaissance (en %) en fonction de la taille de
I’ensemble d’apprentissage
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F1G. 4.3 — Evolution de la taille du treillis de Galois (nombre de concepts) en fonction
de la taille de I'ensemble d’apprentissage
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En conclusion, pour un nombre fixé de classes, 'augmentation de la taille de 1’en-
semble d’apprentissage améliore la reconnaissance jusqu’a un certain niveau. Au-dela,
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les taux de classification restent stables ou régressent du fait du sur-apprentissage.
Concernant la taille du treillis de Galois, il est préférable qu’elle reste faible afin de ne
pas alourdir le traitement.

B - Comparaison de la reconnaissance avec / sans les symboles modeéles dans
I’ensemble d’apprentissage

Nous avons vu précédemment que les symboles appris par NAVIGALA étaient en-
suite parfaitement reconnus. Dans cette nouvelle expérience, nous avons voulu observer
si la présence des symboles modeles, c¢’est-a-dire non bruités, dans I’ensemble d’appren-
tissage composé de 10 classes avait une quelconque influence sur la reconnaissance.

Les taux de reconnaissance avec / sans les symboles modeles en apprentissage sont
présentés par la table 4.1] et I’évolution de la taille des treillis de Galois avec / sans les
symboles modeles en apprentissage est donnée dans la table 4.2, La taille de I'appren-
tissage correspond au nombre de symboles appris par type de bruit. On constate que les
tailles des treillis et les taux de reconnaissance restent la plupart du temps identiques.
Cependant quelques différences apparaissent (en rouge) dans cette comparaison.

TAB. 4.1 — Evolution des taux de reconnaissance (en %) obtenus aux 5 tirages (v0 a v4)
en fonction de la taille de I'ensemble d’apprentissage sans /avec les symboles modeles

Taille de v vl v2 v3 v4
I’apprentissage

Sans modeles | 3 99,52 | 99,21 | 99,84 | 99,21 | 99,21
4 99,63 | 99,44 | 99,63 | 99,44 | 96,67
5 99,56 | 100,00 | 99,56 | 99,56 | 99,11
6 99,44 | 99,44 | 99,72 | 99,44 | 100,00

Avec modeles | 3 99,52 | 99,21 | 99,84 | 99,37 | 99,21
4 99,63 | 99,44 | 99,63 | 99,44 | 96,85
5 99,56 | 100,00 | 99,56 | 99,56 | 99,11
6 99,44 | 99,44 | 99,72 | 99,44 | 100,00

D’une part, on observe par deux fois (en rouge) que le taux de reconnaissance est
légerement amélioré. Dans ces deux cas, nous avons comparé les intervalles générés
au cours de la discrétisation et les structures de treillis construites. Il s’avere que les
intervalles construits sont presque tous identiques, seules les bornes de deux ou trois
intervalles sont tres légerement décalées par les nouvelles valeurs ajoutées des symboles
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TAB. 4.2 — Evolution de la taille des treillis (nombre de concepts) obtenus aux 5 tirages
(v0 & v4) en fonction de la taille de I’ensemble d’apprentissage avec / sans les symboles
modeles

Taille de vO | vl | v2 | v3 v4
I’apprentissage

240 | 176 | 233 | 188 | 278
302 | 248 | 240 | 222 | 214
272 | 232 | 276 | 217 | 344
276 | 288 | 228 | 303 | 317

240 | 176 | 233 | 188 | 211
302 | 248 | 240 | 222 | 214
272 | 232 | 276 | 217 | 344
276 | 288 | 228 | 298 | 311

Sans modeles

Avec modeles

S| O = WO O =W

modeles. Les treillis sont pour leur part parfaitement identiques. Ce décalage des bornes
des intervalles permet alors de reconnaitre plus de symboles.

D’autre part, on observe une réduction de la taille du treillis par trois fois (en rouge).
Pour comprendre ce phénomene, nous avons comparé les discrétisations réalisées avec
et sans les symboles modeles en apprentissage. Intéressons-nous plus particulierement
au cas v4 (du tableau 4.2) concernant une taille d’apprentissage de 3 symboles par
type de bruit qui présente une diminution de 67 concepts avec l'ajout des symboles
modeles. Nous avons constaté que les intervalles construits ne sont pas les mémes. Des la
seconde étape de discrétisation, au lieu de découper 'attribut 24 dans la version sans les
symboles modeles, c’est 'attribut 26 qui est découpé une seconde fois. Ce changement
va etre déterminant pour toutes les découpes suivantes de la discrétisation, car les
intervalles générés a partir de lattribut 26 (126(26) et 151(26)) sont plus discriminants
que ceux obtenus a partir de lattribut 24 (124(24) et 151(24)). Dans le treillis issu de
I’apprentissage sans les symboles modeles, nous avons observé que l'intervalle 124(24)
complété par les intervalles 160(3), 126(26) et 152(48) caractérisent les classes C6, C7 et
C8, I'intervalle I151(24) caractérise les classes C1, C2, C3, C4, C5, C9 et C10 et 'intervalle
126(26) complété de l'intervalle 152(48) caractérisent les classes C1, C2, C4, C6, C7, C8
et C9. En revanche, dans le treillis issu de 'apprentissage avec les symboles modeles,
I'intervalle 126(26) complété par les intervalles 160(3) et 152(48) caractérisent les classes
C6, C7 et C8 et l'intervalle I51(26) complété par U'intervalle 152(48) caractérisent les
classes C1, C2, C4 et C9. Les classes sont donc mieux discriminées par les intervalles
issus de l'attribut 26 de la signature et le treillis généré est d’autant plus concis.
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Avec ces tests, on peut conclure qu’une légere modification de ’ensemble d’appren-
tissage peut parfois bouleverser la structure du treillis de Galois. On comprend donc
que le graphe construit est assez instable. Le fait d’ajouter un symbole pour une classe
donnée peut entrainer un agrandissement des intervalles correspondants a ce symbole,
et ainsi, modifier la discrétisation et donc la forme du graphe. D’autre part, ’ajout des
symboles modeles en apprentissage améliore légerement la reconnaissance et réduit le
nombre de concepts du treillis de Galois.

C - Comparaison de la taille du treillis et des taux de reconnaissance avec /
sans appliquer une analyse discriminante

Dans cette expérimentation, nous avons voulu évaluer I'effet d’une transformation
des attributs de la signature par une analyse discriminante sur la reconnaissance. Le
principe de 'analyse discriminante est de trouver un changement de repere qui offre
le maximum de discrimination entre les classes. Les attributs d’origines sont combinés
pour fournir un nouvel espace de représentation.

La table [4.3 présente les taux de reconnaissance obtenus avec / sans analyse discri-
minante appliquée sur les signatures des symboles, et la table 4.4 donne les tailles des
treillis correspondant. Nous avons utilisé 10 classes de symboles dans 1’ensemble d’ap-
prentissage. On constate que sur I'ensemble des tests effectués, 1'utilisation de I’analyse
discriminante ne permet d’améliorer les taux de reconnaissance qu’une seule fois. En
revanche, elle permet la construction d’un treillis de Galois de taille plus faible dans
8 cas sur 20. En observant les tailles de treillis obtenus sans analyse discriminante, on
peut constater qu’elles sont assez régulieres quelle que soit la taille de 'apprentissage ;
elles sont comprises entre 176 et 344 concepts. Par contre, I'utilisation de ’analyse dis-
criminante apporte une certaine instabilité dans les tailles des treillis qui sont comprises
entre 115 et 775. Il semble donc que pour ce jeu de données, 1'utilisation d’une analyse
discriminante n’est pas intéressante.

En conlusion, contrairement a ce qu’on pouvait supposer, ’ajout d’un pré-traitement
basé sur une analyse discriminante des données n’apporte pas toujours une amélioration
de la reconnaissance. La chute des taux de classification peut s’expliquer par le fait que
I’analyse discriminante ne permet pas d’obtenir une discrimination équivalente pour
toutes les classes considérées. Ainsi, le changement de repere peut étre plus favorable
a la discrimination de certaines classes alors que les autres restent plus difficilement
séparables.
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TAB. 4.3 — Evolution des taux de reconnaissance (en %) obtenus aux 5 tirages (v0 a v4)
en fonction de la taille de I'ensemble d’apprentissage avec / sans analyse discriminante

Taille de v0 vl v2 v3 v4d
I’apprentissage

99,52 | 99,21 | 99,84 | 99,21 | 99,21
99,63 | 99,44 | 99,63 | 99,44 | 96,67
99,56 | 100,00 | 99,56 | 99,56 | 99,11
99,44 | 99,44 | 99,72 | 99,44 | 100,00

98,10 | 98,89 | 97,78 | 97,46 | 97,94
96,85 | 98,33 | 98,89 | 98,15 | 98,52
99,33 | 98,44 | 99,33 | 99,11 | 98,67
98,61 | 98,89 | 99,17 | 98,89 | 97,22

Sans analyse

discriminante

Avec analyse

discriminante

O = WO O = | W

TAB. 4.4 — Evolution de la taille des treillis (nombre de concepts) obtenus aux 5 tirages
(vO & v4) en fonction de la taille de I'ensemble d’apprentissage avec / sans analyse

discriminante

Taille de v0 vl V2 v3 | v4
I’apprentissage

Sans analyse | 3 240 | 176 | 233 | 188 | 278

discriminante | 4 302 | 248 | 240 | 222 | 214
5 272 | 232 | 276 | 217 | 344
6 276 | 288 | 228 | 303 | 317

Avec analyse | 3 377 | 203 | 177 | 121 | 368

discriminante | 4 115 | 212 | 159 | 734 | 399
5 315 | 386 | 665 | 210 | 775
6 241 | 359 | 382 | 231 | 503

D - Comparaison entre reconnaissance simple et reconnaissance itérative

Nous avons souhaité effectuer une comparaison en terme de taux de reconnaissance
et de taille du treillis généré entre la reconnaissance simple et la reconnaissance itéra-
tive. Dans ce cadre, nous avons mis en place une étude comparative pour différentes
tailles d’apprentissage en faisant varier la quantité de classes observées et le nombre
de symboles appris par classe. Pour caractériser les symboles de la base GREC 2003,
nous avons calculé la signature de Radon. La reconnaissance simple consiste a utiliser
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cette signature une seule fois, alors que la reconnaissance itérative consiste a l'utiliser
au maximum trois fois. En effet, pour observer les effets de 1'utilisation du mode itératif,
il nous a paru intéressant d’observer les résultats avec une méme signature utilisée a
chaque itération. Le tableau 4.5 propose les taux de reconnaissance et taille de treillis
obtenus pour 10, 20 ou 39 classes et pour un ensemble d’apprentissage comportant 1
symbole modele, 1 symbole modele + 3 symboles bruités, ou 1 symbole modele + 9
symboles bruités, pour chaque classe.

On constate, d'une part, que les taux de reconnaissance obtenus en mode itératif
sont dans la plupart des cas légerement supérieurs a ceux obtenus en mode simple.
D’autre part, comme 'on pouvait s’y attendre, les treillis grossissent de maniere assez
conséquente lorsque le nombre de classes en apprentissage augmente. Cependant, cet
accroissement du nombre de classes n’implique pas toujours une chute des taux de
reconnaissance. Ces résultats peuvent s’expliquer par le fait que les classes ajoutées dans
I’ensemble d’apprentissage sont peut-étre plus simples a discriminer pour la signature
de Radon que celles contenues dans le paquet de 10 classes.

Pour conclure, la détection des erreurs dues aux zones d’ambiguité lors de 1'utili-
sation du mode de reconnaissance itératif semble fonctionner correctement. Il est vrai,
que ce type d’erreur (voir Expérimentation [3.5.8) n’est pas tres fréquent, c’est pour-
quoi 'amélioration des taux de reconnaissance n’est pas trés importante. Toutefois,
on constate une augmentation de la reconnaissance en mode itératif, qui prouve que
Iambiguité était réelle et que le fait d’utiliser de nouveaux attributs de la signature de
Radon a permis de lever cette ambiguité.

4.2.2 Comparaison avec quelques classifieurs usuels sur la re-
connaissance de symboles

Dans le domaine de la recherche, il est essentiel de créer des ponts entre les différents
outils qui peuvent étre issus de divers domaines. Ces liens entre les domaines permettent
de ne pas redécouvrir les mémes résultats sous des formalismes différents. Concernant
le treillis de Galois, un auteur a choisi en particulier de comparer théoriquement et
expérimentalement ce graphe a plusieurs autres classifieurs. En effet, des 1987, Oos-
thuizen a étudié le lien existant entre les treillis et les algorithmes génétiques [O0s87].
Il a également observé les points communs avec les réseaux de neurones [Oos89], et
plus récemment avec les rough sets [O0s94]. Plus récemment, Mephu Nguifo a montré
qu’un sup-demi treillis pouvait étre assimilable a I’architecture d’un réseau de neurones
multi-couches [MNO93]. Ces liens sont importants car ils permettent de mieux situer les
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TAB. 4.5 — Comparaison des taux de reconnaissance et taille des treillis entre recon-

naissance simple et itérative

connus sur 900
(387 erreurs)
88 concepts

Reconnaissance 10 classes 20 classes 39 classes
= | Apprentissage 56,99% 56,38% 61,68%
.U% 1 modele / classe | 513 symboles re- | 1015 symboles re- | 2165 symboles re-

connus sur 1800
(785 erreurs)
647 concepts

connus sur 3510
(1345 erreurs)
4002 concepts

Apprentissage
1 modele + 3
bruités / classe

84,94%

739 symboles re-
connus sur 870
(131 erreurs)

73 concepts

81,66%

1421 symboles re-
connus sur 1740
(319 erreurs)

680 concepts

80,63%

2736 symboles re-
connus sur 3393
(657 erreurs)
7825 concepts

Apprentissage
1 modele + 9
bruités / classe

97,28%

788 symboles re-
connus sur 810
(22 erreurs)

82 concepts

96,97%

1571 symboles re-
connus sur 1620
(49 erreurs)

1080 concepts

97,75%

3088 symboles re-
connus sur 3159
(71 erreurs)
17460 concepts

Ttérative

Apprentissage
1 modele / classe

58,22%

524 symboles re-
connus sur 900
(376 erreurs)

88 concepts

55,72%

1003 symboles re-
connus sur 1800
(797 erreurs)

647 concepts

62,84%

2206 symboles re-
connus sur 3510
(1304 erreurs)
4000 concepts

Apprentissage
1 modele + 3
bruités / classe

86,78%

755 symboles re-
connus sur 870
(115 erreurs)

73 concepts

81,14%

1412 symboles re-
connus sur 1740
(328 erreurs)

680 concepts

81,07%

2751 symboles re-
connus sur 3393
(642 erreurs)
7800 concepts

Apprentissage
1 modele + 9
bruités / classe

97.41%

789 symboles re-
connus sur 810
(21 erreurs)

82 concepts

97,28%

1576 symboles re-
connus sur 1620
(44 erreurs)

1080 concepts

97,81%

3090 symboles re-
connus sur 3159
(69 erreurs)
17505 concepts
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outils les uns par rapport aux autres et d’engager une réflexion plus poussée sur leurs
forces et leurs faiblesses.

Partant de ce constat, nous avons mis en place plusieurs comparaisons expérimen-
tales avec des classifieurs usuels de la reconnaissance de formes, et nous avons plus
particuliecrement détaillé I’analyse comparative entre 'arbre de décision et le treillis de
Galois.

A - Comparaison avec ’arbre de décision

Pour faciliter la compréhension du treillis de Galois et pour réaliser une comparaison
avec une autre structure, nous avons choisi un autre type de graphe mieux connu,
I’arbre de décision. Ce dernier se définit pour des données discrétisées, et integre dans
sa construction, tout comme le treillis de Galois, les étapes de sélection des intervalles et
de classification. La comparaison débute par une description de la phase d’apprentissage
pour l'arbre de décision, qui comprend une discrétisation des données, I'’expansion de
I’arbre et son élagage. Ensuite, vient la phase de classification assez similaire a celle
du treillis de Galois. Le formalisme mis en place permet de confronter relativement
simplement les deux approches. Pour finir, nous donnons une preuve de l'inclusion de
I’arbre de décision dans la structure du treillis de Galois.

A.1 - Description de 'apprentissage

La phase de discrétisation est commune aux deux méthodes. En revanche, la phase
de construction differe.

Pour construire un arbre de décision, il est nécessaire de passer par deux phases
successives : l’expansion de l’arbre, puis son élagage. L’étape d’expansion consiste a
sélectionner les tests a associer aux différents nceuds de décision et ainsi fixer 1'ordre
dans lequel ils seront effectués. Il est également important de déterminer la position
des feuilles et d’attribuer une classe a chacune d’elles. Cette étape est réalisée sur un
ensemble d’apprentissage. Ensuite vient la phase d’élagage, qui est faite a partir d'un
ensemble test. Elle permet de réduire la taille de 'arbre. Le principe d’élagage est le
suivant : en partant des feuilles de I'arbre, on remonte vers la racine en remplacant les
noeuds de décision par des feuilles. On construit ainsi tous les arbres élagués candidats
et pour chacun d’eux, on calcule I'erreur de classification sur I’ensemble test. L’arbre
retenu est celui qui minimise 1’erreur.
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Expansion Il n’est pas envisageable de construire ’ensemble des arbres de décision
pour ensuite sélectionner le meilleur, étant donné 'important nombre de combinaisons
possibles. Il faut savoir que pour n primitives prenant en moyenne chacune m valeurs,
il existe [}, i™""" arbres possibles. Par exemple, dans le cas de 4 primitives prenant
chacune 3 valeurs, on peut obtenir 55296 arbres différents. On cherche donc a construire
I’arbre intelligemment en suivant une méthode descendante. En observant I’algorithme 2
de construction d’un arbre binaire, on peut constater que la phase d’expansion requiert
la définition de trois opérateurs :

1. Sélectionner une primitive discriminante et donc un test a associer au nceud
2. Décider si un nocud est terminal
3. Affecter une classe & un noeud

Le premier opérateur nécessite I'utilisation d’une fonction caractérisant le degré de
mélange des classes. En effet, pour savoir si une primitive est discriminante, il faut
vérifier si elle sépare au mieux les objets de classes différentes, et donc il est obligatoire
de pouvoir estimer dans quelle proportion les objets sont mélangés. Généralement, on
utilise la fonction de Gini ou bien la fonction entropie. Toutes deux ont la particularité
d’atteindre leur maximum lorsque les objets de classes différentes sont mélangés de
maniere homogene et valent zéro s’il n’y a aucun mélange. On cherche donc a trouver la
primitive qui possede le plus grand pouvoir discriminant, c¢’est-a-dire celle qui minimise
la fonction de Gini ou d’entropie.

A partir de ces fonctions, on peut introduire la notion de gain, qui correspond a
la réduction d’entropie attendue suite a la partition des objets, suivant une primitive
qui peut prendre plusieurs valeurs. Ce calcul du gain est réalisé pour ’ensemble des
primitives. On choisira d’affecter au nceud de décision la primitive qui possede un gain
maximal.

S’agissant du second opérateur : "décider si un noeud est terminal”; il est possible
d’utiliser différents criteres. Le plus simple est de considérer que l'on crée une feuille
lorsqu’il ne reste que des objets appartenant a une méme classe. Cependant, ce critere
entraine un partitionnement relativement conséquent des objets de I’ensemble d’appren-
tissage. Il existe d’autres criteres permettant d’arréter plus rapidement la construction
de 'arbre tel que un seuil de profondeur maximal a ne pas dépasser, un seuil minimal
d’objets, un faible gain d’information, ou encore un seuil de pureté du nceud en terme
de classes au-dela duquel il faut interrompre le partitionnement des objets.

Enfin, pour le troisieme opérateur, on affecte la classe majoritaire au nceud.
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Nom : ContruireArbre(E, A)
Données: E = un ensemble d’apprentissage, A = un arbre (vide au début)
début

si le critére de terminaison de [’arbre est vérifié alors
Créer une feuille du nom de la classe dominante dans E;

Ajouter la feuille a A;

sinon
Sélectionner la primitive la plus discriminante;

Créer un noeud comportant un test sur la primitive afin de diviser E en 2
sous-ensembles Egauche qui vérifie la primitive et Edroit qui ne la vérifie
pas;

Ajouter le nceud a A;

ConstruireArbre(Egauche, A);

ConstruireArbre(Edroit, A);

fin
Algorithm 2: Construction d'un arbre binaire récursivement

Elagage 11 est réalisé sur I'arbre obtenu par 1'algorithme de construction. Lors de
la phase d’expansion, I'arbre est généralement développé jusqu’a obtenir des feuilles
pures; il contient donc un nombre conséquent de nceuds de décision. Sa complexité
doit nécessairement étre limitée. La phase d’élagage a pour objectif la simplification de
I’arbre qui se traduit par la réduction du nombre de nceuds de décision. L’élagage est
effectué progressivement en remontant des feuilles vers la racine. A chaque itération, on
sélectionne le nceud qui minimise un critere dans le but de le transformer en feuille. Le
critere doit étre choisi de maniere a ce que le bénéfice de 1’élagage soit un bon compromis
entre la complexité de I'arbre et I'erreur de classification obtenue sur un ensemble test.

Parmi les criteres existants, on peut citer :

le Minimal Cost-Complexity Pruning (MCCP) [BFOS84] Ils’agit de sélection-
ner selon certaines heuristiques une famille d’arbres de décision, et de choisir parmi
cette famille, 'arbre de décision T qui minimise la valeur R,(T") = R(T) +aC(T)
ou R(T') est le coit d'une mauvaise classification pour 7', o est un coefficient de
complexité et C'(T) est le nombre de feuilles de 7.

le Minimum Error Pruning (MEP) [NB86] Pour chaque nceud de l'arbre de dé-
cision, on calcule le taux d’erreur maximal acceptable, ainsi que le taux d’erreur
engendré par le sous-arbre issu du noeud. Si le taux du sous-arbre issu du noeud
est supérieur au taux maximal acceptable par le nceud, alors le noeud est élagé.

le Pessimistic Error Pruning (PEP) [Qui87] Le principe consiste a examiner chaque
sous-arbre en considérant le taux d’erreur observé et le nombre de feuilles du sous-
arbre. Si le sous-arbre obtient trop d’erreurs de classification, alors il est élagué et
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remplacé par 'une de ses feuilles. Il n’y a pas besoin d’un ensemble de validation
de I'élagage, mais seulement d’un ensemble d’apprentissage.

le Error-Based Pruning (EBP) [Qui93] Il s’agit d'une amélioration de la méthode
précédente (PEP) pour permettre en plus de 1'élagage, la greffe de certaines
branches de I’arbre. C’est la méthode implémentée dans 1'algorithme C4.5.

Lorsqu'un noeud est sélectionné par le critere, il est transformé en feuille. On ob-
tient alors un nouvel arbre qui est conservé pour étre comparé par la suite a tous les
autres arbres ainsi créés. L’arbre retenu est celui qui possede la plus petite erreur de
classification.

Nom : ElaguerArbre(A,,q.)
Données: A,,,, = I'arbre binaire obtenu par I'algorithme d’expansion

Résultat: I'un des arbres binaires de 1’ensemble (A,qz, A1, ..., Ap)
début

k = 0;

A = Apaz;

tant que A, posséde plus d’un neud faire

pour chaque neeud n de Ay faire
| Calculer le critere ¢(Ay, n) sur ensemble d’apprentissage;

Choisir le noeud n,,, pour lequel le critere est minimum;
Agiq se déduit de Ay en y remplagant n,, par une feuille;
| k= k+1;
Choisir dans ’ensemble des arbres obtenus (A,,40, A1, ..., Ay) celui qui

possede la plus petite erreur de classification sur I’ensemble test;
fin
Algorithm 3: Elagage d'un arbre binaire

A.2 - Description de la classification

Dans I’arbre de décision, un nceud de décision correspond a une étape élémentaire

de classification qui se caractérise completement par :

— I'ensemble D des primitives sélectionnées pour le test, et associées au nceud,

— I'ensemble V' des primitives validées, depuis ’étape initiale, la racine,

— l'ensemble C' des classes candidates a la classification, ensemble qui se déduit
de l'ensemble N des objets testés au nceud courant. Si 'indication de la classe
d’un objet x est donnée par ¢(x), on peut étendre cette indication de classe & un
ensemble d’objets N, ol ¢(IN) est ’ensemble des classes des objets de N

A T’étape initiale de classification, aucune primitive validée n’est associée au noeud

(V = 0) et toutes les classes sont candidates (|C| est maximal). A I’étape finale, toutes
les primitives nécessaires a la classification de I'objet sont associées au nceud, ainsi que
la classe obtenue (|C] =1).
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Rappelons qu'une étape élémentaire de classification (voir § [3.3.2) dans le treillis
de Galois consiste, a partir d’un concept courant, a sélectionner I’ensemble d’intervalles
S issus de la structure, et a faire un choix parmi ces intervalles. S est obtenu a partir
des concepts successeurs du concept courant. Plus formellement, si on note (A, B) le
concept courant, et (Ay, By), ..., (A,, By) ses n successeurs dans le treillis de Galois,
alors S est une famille d’intervalles :

S=JB\B={X1,...,X.}
i=1

Les ensembles de S vérifient les propriétés suivantes :

— Ils sont disjoints : X; N X; =0, Vi,j <n,i #j

— X; (i <n) ne peut contenir 2 intervalles issus d’une méme caractéristique j (j <
m) : | X; 1] < 1.

On peut ici remarquer que ’arbre de décision est un cas particulier ou :

— | X;| = 1 chaque ensemble d’intervalles X; de S est un singleton

~ U<, Xi = I I'union de ces singletons correspond exactement aux intervalles
d’une caractéristique I.

Ce principe de navigation dans le treillis s’étend donc a I'arbre de décision.

Que ce soit pour un arbre ou pour un treillis, la famille S des intervalles sélectionnés a
partir d’un concept courant s’obtient directement a partir de la structure, et ne nécessite
pas de paramétrage spécifique.

L’exemple suivant va nous permettre d’illustrer la comparaison entre les deux struc-
tures (graphe et arbre) construites a partir d'un méme ensemble de données.

Exemple 8 Le jeu de données présenté par la table /.0 (a gauche), nous a permis
d’obtenir la table discrétisée /.0 (a droite). Cette derniére nous a ensuite servi de base
pour construire un arbre de décision (voir Fig. [].5) et un treillis de Galois (voir Fig.
J.J). Sur Uarbre de décision, a partir de la racine de l'arbre, il faut choisir parmi
S = {ay,az} les intervalles créés a partir de la méme caractéristique a. En revanche,
dans le treillis de Galois, on mélange les intervalles provenant de différents attributs.
De plus, on peut étre amené a sélectionner plusieurs intervalles en méme temps alors
qu’on teste un seul intervalle a la fois avec l’arbre. Enfin, on peut constater qu’il existe
dans le treillis de Galois plusieurs chemins qui permettent d’aboutir a une méme classe
alors qu’il n’y a qu’une seule possibilité dans [’arbre de décision.

A.3 - Inclusion de ’arbre de décision dans le treillis de Galois
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Signatures des 10 objets (a gauche) et table discrétisée selon un critere

d’entropie (a droite)

Signature Intewvalles
Classe | Ident. I’ B c Classe | Ident. | al a2 b1 b2 el 2
[0-20] | [0-20] | [0-20] [0-3] | [6-20] | [0-4] |[12-20]]| [0-2] [11-20]

1 1 4 15 1 X X X
! 2 ] 0 18 ! 2 X X X
3 1 12 13 3 X X X
2 4 0 16 15 2 4 X X X
4 3 12 11 5 X X X
6 8 16 15 & 3 3 3
3 7 & 20 20 3 7 X X X
3 15 12 15 8 X X X

9 18 4 0 9 X X X

! 10 20 12 2 ! 10 X X X

La figure/4.5 représente I’arbre de décision associé aux données de I’exemple construit
selon une mesure d’entropie. Remarquons que la taille de I'arbre de décision est plus
condensée que celle du treillis de Galois. En effet, la taille d'un arbre est polynomiale
en la taille des données alors que celle d’'un treillis est exponentielle dans le pire des
cas. Une autre remarque importante porte sur le fait que tous les nceuds de l'arbre
de décision sont présents dans le treillis de Galois, et ce, quel que soit le critere de
construction de I’arbre. De plus, l'organisation de la structure de l'arbre se retrouve
dans le treillis comme le montre la figure 4.6, ou l'arbre (en gras) est inclus dans le
treillis.

Théoreme 2 Soit une relation R entre un ensemble d’objets et un ensemble d’inter-
valles.
Alors tout arbre de décision issu de R est inclus dans le treillis de Galois associé a R.

Preuve

Dans le treillis de Galois, a tout concept (A, B), on associe un concept de classification
(c(A), B), ou ¢(A) représente 1’ensemble des classes des objets de A. Dans l'arbre de
décision, a tout nceud de décision (V, D), ou V est I’ensemble des intervalles validés
et D Pensemble des intervalles sélectionnés pour le test (D = I;), on associe un neud
de classification (C,p(V)), ou C est 'ensemble des classes issues du nceud. 11 s’agit de
montrer que :

Tout "neeud de classification” est un “concept de classification”. C’est-a-dire qu’on
peut associer a tout neud de classification (C, (V') un unique concept de classification
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FiG. 4.4 — Treillis de Galois

Soit (C,¢(V)) un neeud de classification. Par définition d'un concept et de 1'opéra-
teur ¢, il existe un concept (4, B) tel que B = o(V) et A = g(¢(V)). 1l s’agit alors de
montrer que C' = ¢(A), sachant que C' est 1’ensemble des classes issues du nceud :

C=clpeO:¢(V)CI1,) parconstruction de l'arbre
C =c(g(p(V))) par définition de g
C =c(A) car (A,B) est un concept
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F1G. 4.6 — Inclusion de l'arbre de décision (en gras) dans le treillis de Galois

12345678910

12345678 34567810 678910
(:2 b2 a2

345678 67810
b2 c2

G}
ala2bl b2cl c2

Les deux égalités sont vérifiées donc tout "noeud de classification” est un “concept de
classification”. De plus, ’arbre possede, tout comme le treillis, la propriété d’inclusion
entre deux noeuds de décision. On peut donc en déduire que I'arbre de décision est inclus
dans le treillis de Galois. a

A.4 - Comparaison structurelle

Dans cette étude comparative, nous avons cherché a illustrer la reconnaissance du
treillis de Galois et de I'arbre de décision par des exemples. A partir de la table discré-
tisée donnée (voir Tab. 4.7), nous avons construit le treillis de Galois de la figure [4.10,
ainsi que six arbres de décision représentés sur les figures 4.7, 4.8 et [4.9. Ces six arbres
représentent toutes les combinaisons possibles de construction a partir des données de
la table discrétisée.

Prenons I’exemple d’un symbole bruité de la classe 2 a reconnaitre, dont la signature
est la suivante : a = 1, b = 4 et ¢ = 4. L’attribut b, qui semble moins robuste, a subi
I'influence du bruit, et la valeur de la signature se retrouve dans le mauvais intervalle
by, qui ne caractérise jamais la classe 2 dans la table discrétisée. Sur I'ensemble des
graphes, le chemin de reconnaissance est représenté par des fleches oranges.

Voyons maintenant comment se comportent les graphes lorsqu’il faut reconnaitre un
symbole bruité de la classe 1, dont la signature est la suivante : a = 1, b = 7et ¢ = 4. On
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TaB. 4.7 — Exemple de table discrétisée

Intervalles
Classe | Ident. | al a2 bi b2 cl c2 c3
[0-2] [3-5] | [0-2] [3-5] | [0-1] @ [2-3] [4-3]
1 X X X
1 2 X X X
3 X X X
4 X X X
: 5 X X X

Fi1a. 4.7 — Reconnaissance avec les arbres de décision 1 et 2

&

B

constate qu’'un bruit fort est porté sur I'attribut b qui expulse la valeur de la signature

hors des intervalles b; et by, tout en restant plus proche de l'intervalle by. De plus, du

bruit est également porté sur 'attribut ¢, puisque la valeur de la signature tombe dans

le mauvais intervalle c3, qui ne caractérise jamais la classe 1 dans la table discrétisée.

Cette fois, les chemins de reconnaissance sont représentés par des fleches vertes.

La table 4.8 présente différents résultats pour des exemples simples et représen-

tatifs de graphes. Selon 'arbre de décision construit, les résultats de reconnaissance

peuvent varier. La classification dépend largement de l'ordre dans lequel les attributs

sont proposés. Des que 'attribut ¢ est testé, il est déterminant pour la reconnaissance ;

il conditionne le résultat pour aboutir aussi bien a une classification correcte, qu’a une
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Fia. 4.8 — Reconnaissance avec les arbres de décision 3 et 4

i

erreur.

TAB. 4.8 — Reconnaissance des différents graphes

Graphe | Classification du symbole | Classification du symbole
a=1,b=4,c=4 a=1,b=7c=4

Arbre 1 Correcte Erreur

Arbre 2 Correcte Erreur

Arbre 3 Correcte Erreur

Arbre 4 Erreur Correcte

Arbre 5 Correcte Erreur

Arbre 6 Erreur Correcte

Treillis Erreur Correcte

A.5 - Comparaison expérimentale

Dans une seconde expérimentation, nous avons comparé les taux de reconnaissance
obtenus par les deux graphes sur les symboles de la base GREC 2003. La phase de
discrétisation a été réalisée de maniere commune pour que ’arbre de décision et le
treillis de Galois recoivent les mémes données en entrée. Pour la construction de ’arbre
de décision, nous avons utilisé la méthode CART. La figure 4.11] présente les résultats
obtenus pour deux groupes de symboles : les classes 1 a 10 et les classes 11 a 20. Sur ces
données, le treillis de Galois propose de meilleurs taux de reconnaissance que ’arbre de
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Fia. 4.9 — Reconnaissance avec les arbres de décision 5 et 6

- &
PO (&

.
DD R EN DD

décision, et ce pour les trois signatures utilisées.

En conclusion, nous avons tout d’abord apporté la preuve que quelle que soit la
structure d’arbre de décision obtenue, elle sera incluse dans celle du treillis de Galois.
Avec le formalisme mis en place, nous avons donc pu associer plus facilement les liens
de parenté entre ces deux structures. Toutefois, une distinction s’impose entre elles :
I’arbre de décision doit étre considéré comme un modele de raisonnement, alors que le
treillis de Galois est plutot un modele de représentation. Enfin, lors de 'expérimentation
sur les symboles de la base GREC 2003, nous avons observé que le treillis obtenait une
meilleure reconnaissance que ’arbre de décision.

B - Comparaison avec le k-ppv et le bayésien naif

Nous avons également effectué une comparaison expérimentale entre NAVIGALA, le
classifieur bayésien naif et les k-plus proches voisins (k-ppv). Pour le k-ppv, nous avons
utilisé la distance euclidienne comme mesure de similarité. La base de test comprend
deux ensembles de 10 classes de symboles (a savoir cl1-10 et cl11-20) issus de la base
GREC 2003 (voir § 2.2)) et un ensemble de 25 classes (a savoir cl1-25) de la base
GREC 2005 ou le bruit appliqué est beaucoup plus important. Dans cette expérience,
les symboles sont décrits par la signature statistique de Radon composée de 50 valeurs
(voir §1.2.1)).
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F1G. 4.10 — Reconnaissance avec le treillis de Galois

Les classifieurs sont évalués en validation croisée pour différentes tailles d’appren-
tissage des symboles de GREC 2003 : 5 blocs de 182 symboles (Expl), 10 blocs de 91
symboles (Exp2), 26 blocs de 35 symboles (Exp3), et pour GREC 2005 : 5 blocs de 35
symboles (Exp4). Les taux de reconnaissance moyens sont donnés en figure 4.12. Pour
Exp4, les mauvais taux sont dus au bruit tres important des images GREC 2005. On
constate que le k-ppv offre les meilleurs taux, et que NAVIGALA offre de meilleurs
résultats que Bayes. Cependant, Bayes est meilleur que NAVIGALA pour de grands
ensembles d’apprentissage (Expl et Exp2). Toutefois, NAVIGALA n’utilise que 6 a 15
des 50 attributs de la signature alors que les autres classifieurs en utilisent la totalité.

En conclusion, les résultats obtenus par NAVIGALA sont plutot encourageants ; le
treillis de Galois semble compétitif sur des ensembles d’apprentissage de taille réduite
et n’utilise qu’un faible nombre d’attributs pour décrire les symboles.
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F1G. 4.11 — Taux de reconnaissance obtenus par ’arbre de décision et le treillis de Galois
sur plusieurs signatures pour les classes de symboles 1 & 10 (graphique de gauche) et
11 a 20 (graphique de droite)

100 100
90
80
70
&0
504
404
30+
20+
104

04

[ Arbre
Il Treilis

Fi Radon Zemike Fhd Radon Zemnike

4.2.3 Comparaison avec quelques classifieurs issus de 'AFC
sur d’autres bases

Dans le chapitre présentant 1’état de ’art, nous avons décrit sept méthodes de classi-
fication basées sur le treillis de Galois (voir §[1.3.3). Nous souhaitons a présent proposer
des éléments comparatifs entre ces sept méthodes et la méthode NAVIGALA, et pré-
senter les résultats d’'une étude expérimentale réalisée sur plusieurs bases de données
issues de 'UCI Repository [BKMOS].

A - Comparaison théorique

La figure 4.13/ permet de situer toutes ces méthodes de classification, en décrivant les
grandes étapes de leur fonctionnement. En bleu, les méthodes de sélection peuvent étre
regroupées selon qu’elles utilisent seulement les concepts, les concepts et les regles de
classification, une double sélection, ou simplement des regles contextuelles. En rouge,
notre approche se distingue par une utilisation de l'intégralité du graphe pour une
classification des objets par navigation.

De meéme, les tableaux 4.9 et 4.10 proposent une synthese détaillée des méthodes
(S=Supervisé, NS=Non Supervisé), les constructions obtenues, le procédé de classifica-
tion, la complexité et les résultats expérimentaux obtenus par les auteurs des méthodes.
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F1G. 4.12 — Taux de reconnaissance obtenus en validation croisée pour les 3 classifieurs

100
g0 | | - - — -
g0+ - - - - -
701 | - - - L

G0 4 — — — — — — O Treillis

a0 - - | | || - [l Bavyes
[ Kppyv k=1

40 H - - - - -
a0+ . - - - -
204+ - - - - -
10 . - - - -

0

Taux de reconnaissance (en %)

Epl  Exql Eq? BEgpl Eqd EBEqad Expd
cl-10 cl11-20 =10 c11-20 c1-10 cl11-20  cl1-25

Expériences

Dans ce qui suit, nous discutons le comportement des huit méthodes dans le cas ou
les classes sont faiblement représentées, le cas bruité et le cas ou le nombre de classes
est important. Dans cette discussion, nous opposons les méthodes orientées sélection,
et la méthode NAVIGALA, orientée navigation.

Classes faiblement représentées Dans les méthodes orientées sélection, le fait
de limiter 'apprentissage aux objets les plus représentés, implique que certaines classes
d’objets faiblement représentées peuvent étre exclues de 'apprentissage. Ainsi avec la
méthode LEGAL-E [MN93], un sous-ensemble d’objets d’apprentissage ayant des attri-
buts tres similaires, ou des objets d’apprentissage isolés, vérifieront tres peu de concepts
pertinents et ne pourront donc pas étre reconnus. A l'inverse, dans NAVIGALA nous
conservons ’ensemble des objets sans favoriser les plus représentés, ce qui nous permet
d’étre exhaustif. En 1’état actuel des choses, la détection de données d’apprentissage
aberrantes n’est pas possible. Elles sont intégrées dans le treillis, alors qu’en sélection,
les données aberrantes a faible occurrence sont bien supprimées.

Robustesse au bruit La navigation permet d’éviter dans une certaine mesure,
I'influence d’un bruit porté sur plusieurs attributs. En effet, les attributs sont validés
les uns a la suite des autres et non par une moyenne, comme dans les méthodes orientées
sélection. De plus, I'ordre de validation des attributs est modifiable en fonction de leur
robustesse au bruit. Les attributs les plus représentés sur les objets sont proposés au
début du parcours du treillis et la fréquence diminue lors de la progression dans le
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F1G. 4.13 — Points communs / différences des méthodes

Donnees symboliques, discretisees

CONSTRUCTION
du treillis de Galois

SELECTION DE CONCEPTS:
-sup-demii treillis
-concepts pertinents

EXTRACTION
de regles contextuelles

REDESCRIPTION
frequentielle dattributs

SELECTION DE REGLES:
-regles pertinentes

EXTRACTION
de regles de classification

SELECTION D'OBJETS:
-prototypes

CLASSIFICATION
par NAVIGATION:
-distance floue
-critere de choix
-processus iteratif

CLASSIFICATION:
-vote majoritaire sur
les classes issues du
classifieur NN ou NB

CLASSIFICATION:
-k plus proches
prototypes

CLASSIFICATION:
-concept le plus similaire
-vote mgjoritaire

CLASSIFICATION:
-premiere regle
-vote mgjoritaire

-GRAND
-RULEARNER

graphe. Enfin, la mesure de distance floue permet d’assouplir les bornes des intervalles
caractérisant les attributs et d’absorber les perturbations des valeurs engendrées par le
bruit. Certaines méthodes de sélection font face a ce probleme : "LEGAL-E résiste bien
au bruit & cause de I'utilisation des criteres de validité et de quasi-cohérence” [NMN93],
mais, "le choix des seuils de validité et de quasi-cohérence peut nécessiter un temps de
travail considérable.” [MNO93]

Nombre important de classes Certains algorithmes de sélection ne sont pas
prévus pour gérer un grand nombre de classes. "CIBLe a du mal a caractériser des
données contenant un grand nombre de classes surtout lorsqu’elles sont complexes”
[NMN99]. En navigation, il est possible d’effectuer la classification en plusieurs phases
et en utilisant différents types de signatures. Il s’agit du mode de reconnaissance itératif.
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TAB. 4.9 — Propriétés des méthodes de classification basées sur les treillis de Galois
(S=Supervisé, NS=Non Supervisé)

Méthodes | Appren- | Construction Classification
tissage
GRAND | S et NS | Treillis Vote majoritaire parmi

Sélection des concepts les plus gé- | les regles les plus spéci-
néraux de chaque classe fiques pour 'objet
Extraction des regles de classifi-

cation
LEGAL | S Sup-demi treillis contenant les | Vote majoritaire parmi
concepts pertinents les concepts pertinents
GALOIS | S et NS | Treillis Concept le plus similaire

Sélection des concepts pertinents | pour I'objet

ou vote majoritaire
RULE- S Treillis Application de la pre-
ARNER Sélection des concepts pertinents | miere regle vérifiée par

Extraction des regles de classifi- | I'objet a classer
cation ou vote majoritaire
parmi les regles vérifiées

CIBLe S Sup-demi treillis Vote majoritaire parmi
Sélection des concepts pertinents | les plus proches voisins
Redescription du contexte
Sélection de prototypes

CLNN et | S Treillis Vote majoritaire parmi
CLNB Extraction des regles contex- | les classes retournées par
tuelles le classifieur NN ou NB
Sélection des regles pertinentes des regles contextuelles
vérifiées par 1'objet
Zenou et | S Treillis Classement si tous les
Samue- Concepts pertinents d’out sont ex- | amers visuels vérifiés ap-
lides traits des amers visuels (inten- | partiennent a une méme
tions des concepts) piece
NAVI- S (Treillis) optionnel Navigation dans le treillis
GALA Possibilité de générer les concepts | jusqu’a un concept repré-
a la demande sentant une classe

B - Comparaison expérimentale

Nous avons effectué des comparaisons expérimentales sur les systemes présentés
précédemment. Les bases de données utilisées sont issues de I'UCI Repository [BKM9S] :
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TAB. 4.10 — Propriétés des méthodes de classification basées sur les treillis de Galois
(suite)

Méthodes | Complexité Comparaison expérimentale
GRAND | O(2"n*) avec n minimum entre | Taux comparables aux autres
le nombre d’exemples et le | méthodes : Assistant, AQ15,
nombre d’attributs AQR, Bayes et CN2
LEGAL | O((|L|n(1 — «)) avec |L| le | Taux comparables & GLUE et
nombre de concepts du treillis | supérieurs C4.5
GALOIS | O(3™2™n) < O(3*™n) avec m | Taux comparables aux mé-
le nombre d’attributs et n le | thodes de la littérature
nombre d’exemples
RULE- O(2"n*) avec n minimum entre | Taux comparables & C4.5 et
ARNER | le nombre d’exemples et le | CN2, voire légerement supé-
nombre d’attributs rieurs
CIBLe O(min(n — 1,m — 1)"m3) | Taux supérieurs aux autres
construction du  sup-demi | méthodes :IBi, K* et Pebls
treillis
+ O(min(n — 1,m — 1)"*1)
recherche du seuil
CLNN et | O(|L||E]®* + |Llm + |L]) | Taux en moyenne supérieurs
CLNB +O(|L'|m).O(NN/NB) avec | a ceux de NBTree, CBA et
|E| le nombre de fils d'un nceud | C4.5Rules
|L'| < |L| et O(NN/NB) les
complexités des classifieurs
NN ou NB
Zenou et | O(3m2™n+|L|*m+|L|m) avec | Taux tres encourageants
Samue- n le nombre d’exemples et m le | (18 photographies reconnues
lides nombre d’attributs sur 20)
NAVI- (O(|L|n?) treillis optionnel +) | Taux proches du k-ppv, du
GALA O(nm?) classification avec n | bayésien et supérieurs & CART
le nombre d’exemples et m le
nombre d’attributs

Breast-cancer (BC), Iris (IR), Monksl, Monks2 et Monks3 (M1, M2, M3), Soybean-
small (SS) et Zoo (ZO) (voir Tab. 4.11). Nous avons repris les résultats expérimentaux
disponibles dans les papiers décrivant les méthodes : RULEARNER [Sah95], CIBLe
[INMN99], CLNB - CLNN [XHLL02], et C4.5Rules [XHLL02]. De ce fait, nous ne sommes
pas en mesure de présenter pour ces méthodes, les taux de reconnaissance de ’ensemble
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des bases de données. Le tableau 4.13 présente les taux d’erreur de classification obtenus

en validation croisée.

TAB. 4.11 — Bases de données du ML Repository

Bases de | Nombre d’objets Nombre d’attributs Nombre de classes
données
Numériques | Symboliques

BC 699 9 0 2

IR 150 4 0 3

M2 432 0 6 2

M3 432 0 6 2

SS 47 0 35 4

70 101 1 15 7

TAB. 4.12 — Nombre d’attributs et nombre de concepts utilisés en moyenne par NAVI-

GALA sur chaque base

Bases de | Validation | Nb attributs utilisés | Nb concepts du treillis
données | croisée
BC 10 blocs 32 6498
5 blocs 34 6512
IR 10 blocs 13 94
5 blocs 11 75
M2 1 bloc 16 1407
M3 1 bloc 16 1064
SS 10 blocs 6 11
5 blocs 6 11
70 10 blocs 19 722
5 blocs 18 538

En général, NAVIGALA obtient des taux d’erreurs de classification relativement

proches de ceux obtenus pour les autres classifieurs sauf pour les bases MONKS2 et

MONKS3. Ces deux bases ne correspondent pas au type de données que I'on souhaite

traiter avec NAVIGALA. En effet, ces bases contiennent seulement 2 classes, cas tres

rare en classification de symboles. D’autre part, sur la base MONKS3, 5% de bruit

est appliqué sur les classes (permutation des étiquettes de classe des signatures). Ce
type de bruit est différent de celui pour lequel le systeme NAVIGALA a été développé,
car habituellement le bruit s’applique sur les images et se répercute sur les attributs
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de la signature et non sur les classes. Ces résultats pourraient s’expliquer par un sur-
partitionnement des données comme en témoigne le nombre important de concepts dans
le treillis (voir Tab. 4.12)) et la présence de données aberrantes produites par ce type de
bruit. NAVIGALA obtient de meilleurs résultats que CIBLe pour les bases Soybean-
Small et Zoo ou le nombre de classes est plus important.

TAB. 4.13 — Résultats obtenus en validation croisée sur quelques bases de données du
ML Repository

Bases | Valid. Taux d’erreur de classification
croisée
NAVI. || RULE. | CIBLe CLNB CLNN C4.5R
[Sah95] | [NMN99] | [XHLL02] | [XHLL02] | [XHLLO2]
BC 10 blocs 5.4 3.1 3.4 5.0
5 blocs 5.5 4.6
IR 10 blocs 7.4 5.3 5.3 4.7
5 blocs 4.1
M2 1 bloc 24 25.2 10.2
M3 1 bloc 19 4.9 1.4
SS 10 blocs 2.5
5 blocs 2.3 8
70 10 blocs 4.0 3.9 3.9 7.8
5 blocs 4.9 6.1

En conclusion, cette étude comparative présente huit méthodes de classification ba-
sées sur 'utilisation du treillis de Galois. Les méthodes orientées sélection, dédiées a
la fouille de données, nécessitent un traitement rapide, sur des données en général non
bruitées. L’objectif de ces sélections est de réduire I'espace d’apprentissage selon diffé-
rents criteres de pertinence, tel que le nombre d’occurrence des attributs. La méthode
NAVIGALA, quant a elle, est orientée navigation, et développée pour traiter efficace-
ment des images de symboles dans un contexte bruité. Le nombre de classes traitées
est potentiellement important. Nous cherchons a conserver toute I'information de 1’ap-
prentissage pour proposer de nombreux scénarii de classification et ainsi limiter 'effet
du bruit sur la reconnaissance. Cette exhaustivité n’est cependant pas néfaste pour le
traitement, étant donné que la complexité est largement réduite par une génération a la
demande des concepts. Les données étudiées en fouille de données sont habituellement
décrites par un faible nombre d’attributs. En revanche, en traitement d’images, de nom-
breuses signatures peuvent étre extraites des images pour caractériser les objets, ainsi
il en résulte un tres grand nombre d’attributs. Ce type de contexte avec de nombreux
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attributs est appelé contexte génomique. Il possede entre autres la particularité d’étre
représenté par un nombre plus petit de concepts dans le treillis par rapport au nombre
de regles d’implication dans une base équivalente.

4.2.4 Conclusion

A partir de ces différents résultats proposés, nous avons d’abord pu déterminer
I'influence de I'augmentation de la taille de I’ensemble d’apprentissage sur la reconnais-
sance. Cette augmentation améliore la reconnaissance jusqu’a un certain seuil au-dela
duquel elle stagne ou régresse. Ensuite, une certaine instabilité de la structure du treillis
de Galois a été observée, avec 'expérimentation concernant l’ajout des symboles mo-
deles dans l’ensemble d’apprentissage. D’autre part, nous avons vu que l'utilisation
d’une analyse discriminante en pré-traitement ne permettait pas d’améliorer la recon-
naissance sur la base des symboles GREC. Nous avons également pu observer l'intérét
du mode de reconnaissance itératif par rapport au mode simple. En effet, ce mode
itératif permet de supprimer les erreurs relatives aux zones d’ambiguité.

Un résultat structurel important concerne l'inclusion de l’arbre de décision dans le
treillis de Galois. Cette inclusion permet notamment au treillis d’obtenir des taux de
reconnaissance comparables ou supérieurs a ceux de ’arbre de décision. De plus, il limite
davantage le partitionnement des données que I’arbre, puisque sa structure regroupe les
"feuilles” qui partagent les mémes attributs.

Nous avons également constaté que le treillis de Galois obtenait des résultats de
reconnaissance proches de ceux des classifieurs usuels en reconnaissance de formes. Il
améliore notamment la reconnaissance dans des conditions difficiles (faible taille d’ap-
prentissage, bruit important), alors qu’il n’utilise qu'une quantité tres restreinte d’at-
tributs de la signature.

Enfin, en comparaison avec les autres classifieurs basés sur le treillis de Galois,
I’approche NAVIGALA se distingue par son principe de classification par navigation.
En effet, dans le cadre de la reconnaissance d’objets bruités, il est important de conserver
I'exhaustivité de description du treillis, afin de minimiser les perturbations induites par
le bruit.
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4.3 Discussion et perspectives

Dans cette partie, nous souhaitons présenter certaines pistes de recherche concernant
I'utilisation du treillis de Galois comme classifieur. En effet, ce travail de these permet
d’envisager plusieurs éléments qui pourraient éventuellement permettre d’améliorer la
reconnaissance. Ces éléments ont été organisés selon qu’ils appartiennent a la phase
d’apprentissage, de validation ou de reconnaissance.

4.3.1 Phase d’apprentissage

L’efficacité du systeme de reconnaissance basé sur le treillis de Galois dépend es-
sentiellement de la robustesse des descripteurs des données et de la qualité de la dis-
crétisation obtenue en phase d’apprentissage. En effet, malgré la prise en compte des
bornes floues des intervalles, visant a apporter de la souplesse dans le traitement de re-
connaissance, on ne parvient pas totalement a éviter les erreurs dues a une trop grande
proximité des intervalles.

Changer la signature. Le calcul d’une signature plus robuste au bruit serait une
premiere solution pour un perfectionnement de la reconnaissance.

Modifier la discrétisation. Une seconde possibilité serait d’améliorer la discrétisa-
tion. Dans ce but, il est possible d’imaginer 1'utilisation d'un critere de coupe qui
évaluerait la robustesse des attributs, et refuserait les découpes entre intervalles
trop proches, de maniere a limiter les risques d’erreurs de reconnaissance. Toute
la difficulté consiste a évaluer le risque d’erreur. A priori, plus 'espace entre les
intervalles est important, plus le risque d’erreur est faible. Cependant, pour les
attributs tres robustes au bruit, ’espace entre les valeurs peut sembler faible, tout
en n’engendrant aucune erreur de classement. Il est difficile de mettre en place
un tel critere de coupe sans utiliser de seuils, ce qui ne constitue pas une solution
tres satisfaisante. De plus, les seuils sont difficiles a fixer car ’espacement entre
les données ne converge pas au fur et a mesure des découpes de la discrétisation.
Ainsi, une découpe "risquée” a un instant ¢ entre deux intervalles proches peut
étre a l'origine d'une découpe a un instant ¢t + 1 tres discriminante. Le critere
de coupe ne doit donc pas stopper la discrétisation trop tot afin de garantir la
séparation des classes et a 'inverse, ne doit pas non plus poursuivre les découpes
trop longtemps et étre a l'origine d'un sur-partitionnement des données. Pour
améliorer la discrétisation, il serait également envisageable d’utiliser un critere de
coupe multi-dimension, qui tiendrait compte des corrélations entre les attributs
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de la signature. Une meilleure connaissance de 'organisation des données pour-
rait ainsi permettre des découpes plus avantageuses entre les classes. Une autre
piste pourrait étre envisagée pour perfectionner le critere de coupe, qui consiste-
rait a reprendre le principe de fonctionnement des machines a vecteur de support
(SVM). En effet, pour limiter les erreurs de classification, il est judicieux d’effec-
tuer les découpes entre les données les plus espacées possibles, ce qui équivaut a
rechercher les marges les plus vastes dans le cadre de 1'utilisation des SVM.

Ajouter un post-traitement. Enfin, il est possible d’envisager un post-traitement
a la discrétisation, pour regrouper des intervalles issus d'un méme attribut dans
le treillis de Galois, afin de former des intervalles plus grands. Cette maniere
d’utiliser les intervalles est appelée "scaling”. On constate parfois dans le treillis
de Galois que pour certaines classes de symboles, un attribut en particulier ne
participe pas a la discrimination de la classe. Cependant, lors de la reconnaissance
des symboles de cette classe, le choix concernant cet attribut en particulier peut
engendrer une erreur de classement. Plus précisément, avec la mise en place du
scaling, les concepts du treillis de Galois contiendraient par exemple les intervalles
1y, I, ou encore I + Is.

Mettre en place un ajout incrémental. Une amélioration intéressante consisterait
a proposer une phase d’apprentissage incrémentale, ou ’ajout de nouveaux ob-
jets serait obtenu sans reprendre toute la discrétisation et la construction du
treillis de Galois. Pour la discrétisation et pour la construction du treillis, des
algorithmes incrémentaux existent et pourraient étre implémentés. D’autre part,
il serait judicieux de pouvoir identifier les modifications obtenues sur la structure
du treillis entre deux étapes successives de discrétisation. Dans cette optique, nous
avons réalisé une étude pour observer I'influence d'une découpe d’intervalle sur les
concepts du treillis. Nous avons recherché la présence de modifications particu-
lieres appelées "duplications” qui correspondent a des propriétés fortes d’évolution
de la structure de graphe. Cependant, d’apres ce que nous avons observé, il ne
semble pas que I'évolution du treillis de Galois en fonction de la discrétisation
respecte des propriétés particulieres. De plus, lors de I'ajout de nouveaux objets
dans I'’ensemble d’apprentissage, la structure du treillis de Galois semble évoluer
de maniere assez instable.

4.3.2 Phase de validation

Nous utilisons un ensemble de symboles pour I'apprentissage et un second ensemble
de symboles pour la reconnaissance. Afin d’optimiser le classifieur, il est envisageable
de considérer un troisieme ensemble de symboles dédié a la phase de validation. Cette
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phase de validation est effectuée juste apres I’apprentissage et permet d’intervenir sur le
classifieur et d’optimiser son comportement pour la phase de reconnaissance. Avec cette
phase de validation, trois possibilités d’intervention sur le treillis de Galois construit a
I’apprentissage s’offrent a nous :

Modification locale du contenu du treillis. La structure du treillis serait conser-
vée.

— Déplacer le repere considéré pour les intervalles (centre de gravité, médiane, ou
milieu) pour décaler les bornes floues.

— Modifier les bornes des intervalles, avec le risque de modifier la structure du
graphe et ne plus vérifier la propriété de treillis. En effet, si on rétrécit les bornes
des intervalles, le risque de bouleverser la structure du graphe est assez impor-
tant car certaines valeurs n’appartiendront plus a aucun intervalle. A I'inverse,
si on élargit les bornes des intervalles, on conserve la propriété de treillis tant
que les intervalles issus d’un méme attribut ne se chevauchent pas. Des qu’ils se
chevauchent, certaines valeurs peuvent appartenir a plusieurs intervalles issus
d’un meéme attribut. Dans I'expérimentation [4.2.1] nous avons présenté les ef-
fets d’une légere modification de I’ensemble d’apprentissage. L’ajout de quelques
symboles modeles entrainait des changements sur les bornes des intervalles qui
se répercutaient sur la discrétisation et ainsi bouleversaient la forme du treillis
de Galois.

— Ajouter une pondération aux arcs du treillis, pour favoriser les chemins les plus
empruntés. Cette maniere de procéder peut créer des inégalités entre les classes,
car les classes tres représentées seraient favorisées. On retrouve ce probleme de
sur-apprentissage dans les réseaux de neurones.

— Mettre en place le scaling a l'aide de ’ensemble de validation. En effet, on
pourrait détecter les intervalles a ’origine des erreurs et rechercher s’ils ne sont
pas essentiels dans la discrimination des classes concernées. Dans ce cas, il serait
possible de transformer les intervalles I; ou I, en un intervalle I + I plus grand
qui limiterait les erreurs de classification.

Reprise globale de la discrétisation. Il faudrait alors reconstruire un nouveau treillis
de Galois.

— Les techniques de bagging et de boosting peuvent étre envisagées. Il s’agit de
créer plusieurs classifieurs a partir d'un méme ensemble de données partagé
en plusieurs sous-ensembles et de les faire coopérer. Chaque sous-ensemble est
a l'origine d’un classifieur lui correspondant. Le résultat final est obtenu par
un vote. Dans ce cadre, I'ajout de nouveaux objets pourrait faire évoluer la
structure du treillis de Galois.

— La robustesse d’un attribut peut étre évaluée par une phase de validation. Les
attributs non robustes pourraient ainsi étre supprimés, et la discrétisation serait
effectuée a nouveau sans ces attributs.
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Utilisation d’un modele hiérarchique et itératif du treillis pour un sous-ensemble
d’objets. Le principe serait de détecter a la phase de validation les concepts sur
lesquels les erreurs de classification se produisent afin de stopper la reconnaissance
en ’état. Dans les concepts concernés par ces erreurs, il serait possible de récu-
pérer les objets afin de les caractériser par une nouvelle signature qui donnerait
lieu a une nouvelle discrétisation et un nouveau treillis. La reconnaissance pour-
rait alors étre effectuée par le parcours habituel du treillis et lors du passage sur
un concept qui pose probleme, le parcours basculerait sur un autre treillis et se
poursuivrait jusqu’a atteindre une classe.

4.3.3 Phase de reconnaissance

Comme nous 'avons précisé, I'efficacité de cette étape dépend largement de la struc-
ture de treillis obtenu a I'apprentissage. Toutefois, méme si la marge de progression est
restreinte, il est concevable d’améliorer la reconnaissance en apportant des modifications
a la navigation.

Navigation par sauts. Au lieu de se déplacer pas a pas dans le treillis, il est pos-
sible de faire des déplacements plus importants en effectuant des sauts. Tout le
probleme réside dans le choix de considérer les attributs indépendamment les
uns des autres ou bien au contraire de maniere globale. Lorsque 1'on choisit la
premiere option, un seul attribut peut faire basculer la reconnaissance vers une
mauvaise classe. En revanche, en considérant les attributs de maniere globale,
c’est I'influence des attributs en moyenne qui peut avoir tendance a fausser la
reconnaissance. Plusieurs navigations par sauts peuvent étre envisagées :

— La navigation peut débuter non pas par le concept min', mais par le concept
x qui contient tous les intervalles validés® par 1'objet a reconnaitre. Puis, la
navigation s’effectue pas a pas.

— Lorsque plusieurs intervalles issus de concepts successeurs différents sont validés
en méme temps, un saut vers le concept x qui contient tous ces intervalles validés
peut étre effectué. Le reste du temps, la navigation s’effectue pas a pas.

Dans ces deux cas, il est nécessaire de modifier le critere de choix en intégrant I'uti-

lisation de 'opérateur de fermeture pour retrouver dans ’ensemble des concepts

du treillis celui qui contient tous les intervalles validés. Il faut remarquer que cer-
tains intervalles non validés peuvent ainsi étre englobés par ce choix du concept.

Le danger de ce type de navigation par sauts est de se retrouver directement dans

LConcept min : premier concept de la navigation qui contient tous les objets
2Les valeurs tombent exactement dans les bornes des intervalles.
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le concept max®, ce qui pourrait se produire si une combinaison d’intervalles est
validée alors qu’elle n’apparait jamais dans la table discrétisée.

Navigation avec backtracking. Au lieu de toujours progresser du haut (concept
min) vers le bas du treillis (concepts finaux), il pourrait étre envisagé lorsque
la prise de décision est trop risquée, de remonter dans le treillis de Galois afin de
choisir un autre chemin de classification.

Aide a la navigation par intégration d’informations globale. Il est possible de
tempérer / moduler les décisions prises au niveau local lors de la navigation pas
a pas dans le treillis de Galois, par une / des confirmation(s) globale(s).

Classification avec rejet. Pour améliorer la classification, un systeme de rejet pour-
rait étre ajouté a la méthode Navigala. Ainsi, une classe d’objet qui n’a pas été
apprise lors de I'apprentissage, ne se verrait pas obligatoirement attribuer un label
de classe lors de la navigation dans le graphe, car elle pourrait étre détectée et
identifiée comme classe inconnue.

Pour comparer la navigation pas a pas (locale) et la navigation par saut du concept
min vers les concepts finaux correspondant aux classes (globale), nous avons cherché
a illustrer leur fonctionnement par des exemples. A partir de la table discrétisée (voir
Tab. 4.14), nous avons construit le treillis de Galois de la figure 4.14.

TaAB. 4.14 — Exemple de table discrétisée

Intermvalles
Classe | Jdent. | al a2 bi b2 cl 2 c3
[0-2] [3-5] | [0-2]  [3-5] | [0-1] @ [2-3] [4-5]
1 H X X
1 2 X X X
3 X X X
4 H X H
: 3 H X H

Imaginons que nous ayons a reconnaitre un symbole bruité de la classe 2 dont la
signature est la suivante : a = 1, b = 4 et ¢ = 4. L’attribut b, qui semble moins robuste,
a subi l'influence du bruit, et la valeur de la signature se retrouve dans le mauvais
intervalle by, qui ne caractérise jamais la classe 2 dans la table discrétisée. Dans ce cas,
la navigation globale permet de bien reconnaitre la classe du symbole malgré le bruit.

3Concept max : concept du treillis qui contient tous les intervalles et aucun objet corres-

pondant. Ce concept ne caractérise aucune classe.
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F1G. 4.14 — Reconnaissance locale vs globale dans le treillis de Galois

local

local L iglobal

)

al,bl, c3
v

En revanche, en navigation locale, la validation successive des attributs a;, puis c; mene
a une erreur de classification.

Prenons maintenant un nouvel exemple, avec un symbole bruité de la classe 1 a
reconnaitre, dont la signature est la suivante : a = 1, b = 7 et ¢ = 4. On constate
qu'un bruit fort est porté sur lattribut b qui expulse la valeur de la signature hors
des intervalles by et by, tout en restant plus proche de l'intervalle by,. De plus, du bruit
est également porté sur l'attribut ¢, puisque la valeur de la signature tombe dans le
mauvais intervalle c3, qui ne caractérise jamais la classe 1 dans la table discrétisée. Pour
ce nouveau symbole a reconnaitre, les parcours dans le treillis de Galois des navigations
globale et locale sont identiques a ceux obtenus pour le symbole précédent, mais cette
fois, c’est la navigation locale qui permet de bien reconnaitre le symbole.

D’apres ces exemples, il semble que la navigation locale permet d’absorber un bruit
plus fort que la navigation globale. Cependant, ces résultats sont a nuancer car ils
dépendent de 'ordre dans lequel sont proposés les intervalles et également des attributs
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sur lesquels le bruit se porte.

Dans le treillis de Galois, lors de la reconnaissance, les intervalles qui sont proposés
en premier dans la navigation, sont les intervalles partagés par le plus grand nombre
d’objets. Cette organisation peut étre contraignante si les intervalles les plus fréquents
sont peu robustes au bruit. Quelques expérimentations sur la base de symboles GREC
2003 ont été réalisées pour déterminer a quel niveau de profondeur dans le treillis
les erreurs pouvaient avoir lieu. Le but était d’évaluer l'intérét de mettre en place le
processus de reconnaissance itérative. Il s’est avéré que sur cette base, les erreurs étaient
situées tres tard dans la navigation, le plus souvent a I’avant-dernier concept. Les erreurs
correspondaient donc a des choix a effectuer entre deux ou trois classes représentées par
tres peu d’objets de I'’ensemble d’apprentissage. Suite a ce résultat, la reconnaissance
itérative a été mise en place.

La discrétisation que nous avons mise en place conduit a la construction d’un treillis
de Galois particulier. En effet, puisque 1’'on force chaque objet a avoir une valeur qui
tombe dans un intervalle pour chaque attribut de la signature, le treillis obtenu est co-
atomistique. Les co-atomes sont les concepts du treillis qui précedent le concept max ; il
s’agit des concepts représentant les classes. Cette propriété se caractérise par le fait que
chaque objet est décrit par le méme nombre d’intervalles. Cela crée un nombre important
de combinaisons entre les attributs et le treillis de Galois offre de ce fait autant de
possibilités de scénarii de classification. Cependant, il peut arriver parfois qu'une classe
soit tres simple a séparer des autres classes a 'aide de quelques attributs, et dans ce
cas, le fait de vouloir absolument décrire les objets de cette classe par tous les autres
attributs, peut alourdir le processus de reconnaissance. Sans co-atomicité, le concept
représentant cette classe serait alors situé beaucoup plus haut dans le treillis. D’autre
part, cette contrainte ne permet pas la gestion des données manquantes. En résumé,
la co-atomicité n’est pas une propriété obligatoire pour obtenir un treillis de Galois.
Elle est intéressante en terme de reconnaissance lorsque la description des données est
complete. Cependant, il est possible de s’en passer lorsque 1'objectif est de manipuler
des données manquantes.

Enfin, il serait intéressant d’envisager une comparaison théorique et expérimentale
entre des classifieurs basés sur des approches structurelles et la méthode Navigala com-
binée avec 1'utilisation de notre signature structurelle.
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4.4 Conclusion

Dans ce dernier chapitre, plusieurs études comparatives ont été énumérées, confron-
tant 'approche a base de treillis aux classifieurs usuels de la reconnaissance de formes,
puis aux classifieurs issus de I'analyse formelle des concepts. Dans ce cadre, NAVIGALA
a fourni des résultats relativement compétitifs.

Dans un second temps, différentes pistes de recherche ont été proposées pour amélio-
rer la reconnaissance obtenue par NAVIGALA. Il semble notamment, que I’ajout d’une
étape de validation au processus d’apprentissage permette la suppression de certaines
erreurs de classification, offrant ainsi des perspectives d’amélioration encourageantes.



Conclusion générale

Les travaux de recherche menés lors de cette theése, concernent un sujet a la frontiere
entre deux domaines, la reconnaissance de symboles d'une part, et 'analyse formelle
des concepts (AFC) d’autre part.

Dans I’état de l'art, nous avons donné différentes références concernant ces deux
domaines. Parmi les signatures utilisées dans la littérature en reconnaissance de formes,
nous avons plus particulierement détaillé les approches structurelles et statistiques. Nous
avons également décrit plusieurs classifieurs communément employés en reconnaissance
de formes. Enfin, nous avons achevé cet état de I’art par des fondements mathématiques
relatifs a ’AFC et au treillis de Galois, ainsi que quelques contributions concernant la
classification a base de treillis et de regles d’association.

Dans un second temps, nous avons présenté les descripteurs de formes utilisés pour
nos expérimentations et leurs paramétrages. Il s’agit des signatures de Fourier-Mellin,
Radon, Zernike et d'une signature structurelle. Cette derniere est fondée sur une ex-
traction de segments par une transformée de Hough et une description des symboles
constituée de chemins dans un graphe topologique.

Ensuite, dans le troisieme chapitre, la méthode de classification a base de treillis de
Galois est décrite de maniere détaillée. Elle suit les étapes classiques de la reconnaissance
(apprentissage et classification) et dépend de trois parametres : un critere de coupe,
une mesure de distance et un critere de choix. Une étude expérimentale relative a ces
parametres a également été mise en place. Ce chapitre détaille d’autre part, un mode de
reconnaissance itérative. Il s’agit de traiter les données a classer de maniere hiérarchique.
On affine petit a petit la reconnaissance des symboles en isolant un certain nombre de
classes parmi toutes les classes candidates. A chaque étape, il est possible d’'utiliser une
nouvelle signature pour décrire les symboles. Cette reconnaissance itérative nécessite
la mise en place d'un quatrieme parametre afin d’arréter la progression dans le graphe
lorsque la prise de décision est jugée trop risquée.
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Le dernier chapitre, quant a lui, recense plusieurs études comparatives entre la mé-
thode NAVIGALA et des classifieurs usuels de reconnaissance de formes d’'une part, et
entre cette méme méthode et des classifieurs issus de I’AFC d’autre part. Ce chapitre
offre également quelques pistes de recherche en perspective de ce travail.

Incontestablement, 1’essentiel de la contribution a cette these concerne le dévelop-
pement d’une nouvelle méthode de classification basée sur I'utilisation d’un treillis de
Galois. L’originalité de cette méthode tient tout d’abord au fait que ce graphe n’a ja-
mais été employé comme classifieur dans le domaine de la reconnaissance de symboles.
De plus, cette approche est basée sur une navigation dans le graphe, alors que les autres
classifieurs a base de treillis sont plutot utilisés comme outil de sélection des éléments
pertinents pour la classification.

Ce travail de these nous a également permis de réaliser un systeme de reconnais-
sance de symboles NAVIGALA. Cet outil, implémenté en langage Java, permet une
visualisation et une évaluation aisée de I’ensemble du processus de classification. Plus
particulierement, il est possible d’observer les symboles, les signatures générées, la table
discrétisée, le treillis de Galois et les résultats expérimentaux. NAVIGALA contient
également les deux modes de reconnaissance simple et itérative.

Un autre développement important porte sur la signature structurelle a base de
transformée de Hough. Comme en atteste ’état de I'art de ce manuscrit, il existe de
nombreuses références concernant ce type de signatures. La singularité de cette ap-
proche, provient de l'intégration de composantes structurelles de haut niveau dans la
représentation des symboles, et ce, de maniere générique. Par ailleurs, elle autorise un
ajustement de la complexité de la description.

Nous sommes conscients que cette méthode possede certaines limitations. Premie-
rement, elle n’est pas totalement automatique puisqu’elle dépend de trois parametres.
Meéme si un paramétrage par défaut peut sembler convenir, nous ne pouvons garantir
les résultats sur I’ensemble des bases de données existantes. Une autre difficulté a sur-
monter concerne la complexité du treillis de Galois. Méme si dans la pratique la taille
du graphe reste la plupart du temps raisonnable, elle peut, dans le pire des cas, étre
exponentielle. La génération a la demande du treillis est toutefois un moyen ingénieux
pour limiter les effets de cette exponentialité. Enfin, le systéme de reconnaissance est
largement dépendant de la qualité des signatures décrivant les symboles et de celle de
la discrétisation.

Cependant, nous avons montré que le treillis de Galois bénéficiait également de
nombreuses propriétés avantageuses pour un classifieur. Comme tout graphe, il offre
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une bonne lisibilité et les résultats expérimentaux sont facilement interprétables. A
Iinstar de 'arbre de décision, il nécessite une phase de discrétisation comportant un
certain nombre de parametres pour lui permettre de traiter des données numériques.
Mais, a I'inverse de ’arbre de décision, sa construction est unique et ne dépend d’aucun
parametre. De plus, le treillis integre naturellement dans sa structure le regroupement
des symboles qui partagent les mémes attributs. De ce fait, on obtient un moindre par-
titionnement des données que dans ’arbre de décision. Par ailleurs, le treillis de Galois
autorise une utilisation des données continues et discretes, ce qui est rarement le cas
pour les autres classifieurs. Les nombreux scénarii de classification qu’il propose lui
conferent une certaine robustesse au bruit puisque 'ordre de traitement des attributs
de la signature n’est pas totalement imposé. Pour finir, la mise en place d’une reconnais-
sance hiérarchique et itérative permet le traitement conjoint de descripteurs structurels
et statistiques.

Enfin, comme perspectives de travail, il peut étre envisagé de rechercher des signa-
tures plus performantes en terme de robustesse. Une autre possibilité d’amélioration
de la classification pourrait provenir d’une modification de la phase de discrétisation.
Pour cela, il faudrait réfléchir au moyen d’intégrer une évaluation de la résistance au
bruit dans le calcul du critere de coupe, ou bien permettre a ce critere de prendre en
compte plusieurs dimensions a la fois, ou encore de trouver un critere qui s’inspire du
principe des machines a vecteur de support. L’ajout d'un ensemble de validation se-
rait un autre moyen pour perfectionner plus aisément ’apprentissage et notamment la
discrétisation. Pour terminer, grace au développement de la signature structurelle, une
piste de recherche captivante s’ouvre a nous, qui consiste en I'adaptation du systeme
pour une reconnaissance des symboles en contexte.
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Annexe A

NAVIGALA

Avec l'aide de deux étudiants de Master, Philippe Sachot et Antoine Mercier, nous
avons créé une application pour le classifieur basé sur le treillis de Galois décrit pré-
cédemment dans le chapitre [3. Ce logiciel a été appelé NAVIGALA (NAVIgation into
GAlois LAttice), porte le méme nom que la méthode de reconnaissance qu'’il integre.
Nous avons fait le choix au départ de favoriser la portabilité du systeme, c¢’est pourquoi
I'implémentation a été réalisée en langage Java.

A.1 Description du prototype

L’application NAVIGALA suit exactement le fonctionnement décrit dans le cha-
pitre 3. Il comporte les deux étapes principales de la classification : apprentissage et
reconnaissance. L’apprentissage integre la description des symboles par une signature,
la construction de la table discrétisée et puis la génération du treillis de Galois. La re-
connaissance s’effectue ensuite par un parcours du graphe. Voici les différentes fonctions
proposées dans NAVIGALA ainsi que 'ordre dans lequel elles sont employées :

1. Importation et visualisation d’images de symboles.

2. Paramétrage et calcul des signatures suivantes : Fourier-Mellin, R-signature (Ra-
don), moments de Zernike ; Importation de signatures au format XML. Visualisa-
tion des fichiers signatures (rappel visuel du symbole et du paramétrage).

3. Normalisation des signatures (linéaire ou normale).

4. Construction de la table discrétisée et visualisation des intervalles obtenus.
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5. Génération du treillis de Galois entier / a la demande et visualisation du treillis
obtenu.

6. Reconnaissance simple / itérative. La reconnaissance itérative contient au plus
trois étapes. A chaque étape, il est possible d’utiliser la signature de notre choix
avec le paramétrage désiré. La méme signature peut servir plusieurs fois. Dans
ce cas, les descripteurs utilisés lors d’une étape précédente sont supprimés de la
signature pour 1’étape courante.

7. Visualisation des résultats de la reconnaissance : matrice de confusion et taux de
classification.

Les résultats et structures obtenus (signatures, table discrétisée, treillis de Galois, ré-
sultats de reconnaissance) sont conservés dans un répertoire propre a l’expérimentation
courante.

A.2 Interface graphique

Le développement de I'interface a été pensé pour obtenir un résultat visuel agréable
et pour une utilisation la plus simple possible. L’ordre des traitements est contraint
afin de guider 'utilisateur et d’éviter les erreurs de manipulation. L’interface comprend
trois parties : en haut, le menu décline les fonctions présentées dans la description du
prototype ; a gauche, une arborescence permet de naviguer dans les différentes expéri-
mentations; et au centre, la fenétre principale sert a visualiser les différents résultats
obtenus lors des traitements.

Le menu propose I’ensemble des fonctionnalités que nous venons de présenter. L’ordre
de lancement des actions est contraint, c’est-a-dire que les boutons sont grisés tant qu’il
n’est pas possible de les exécuter. Un menu contextuel équivalent est disponible par
un clic droit, a partir des éléments situés dans I'arborescence. La figure /A.1l présente le
menu principal du bouton Apprentissage et le menu contextuel du bouton Reconnais-
sance accessible par ’arborescence.

Dans le bandeau de gauche, les différentes expérimentations apparaissent sous forme
de projets (ou dossiers). Chaque dossier a la racine représente une expérimentation.
Le dossier correspondant a l'expérimentation courante est en gras. Un dossier jaune
indique qu’il s’agit d’une reconnaissance simple, et un dossier bleu représente une re-
connaissance itérative. Dans ces dossiers d’expérimentation, la structure choisie pour
organiser les données est toujours la méme. Elle se décline en deux dossiers : Apprentis-
sage et Reconnaissance. Comme son nom l'indique, le dossier Apprentissage renferme
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F1a. A.1 — Menu principal (a gauche) et contextuel (a droite)

__'NAYIGALA |NAYIGALA

Fichier | Apprentissage | Reconnaissance Aide Fichier Apprentissage Reconnaissance Aide
| GRE| Ajouter des Symboles | GREC2003
L;_J testl Importer un paguet ... L_,_} testiteratit
| lterat T T T T e |_J HeratifGREC2003
| Sim - - __ Simple
Ajouter des Signatures

o | Apprentissage
Générer des Signatures | BerOonpaisoos

Ajouter des images ...

Discratiser

Générer les Classifieurs LD L DTS

Ajouter des signatures ...

Générer les signatures ...

Lancer la reconnaissance ...

les données de I'apprentissage. Il contient un dossier Symboles, un/plusieurs dossier(s)
Signatures, un/plusieurs fichier(s) d’extension .disc représentant la/les table(s) discré-
tisée(s) et un fichier d’extension .dot correspondant au treillis de Galois. Le dossier
Reconnaissance contient la méme hiérarchie que le dossier Apprentissage mais pour les
données a reconnaitre, avec en plus un fichier d’extension .reco qui décrit les résultats
expérimentaux. Un exemple d’arborescence est donné dans la figure [A.2. Notons qu’il
est possible d’importer directement des fichiers signatures sans avoir a les calculer a
partir des images.

La fenétre principale sert a visualiser les données. Un double-clic dans le bandeau
de gauche sélectionne un élément qui apparait dans cette fenétre principale. A chaque
élément correspond un onglet qui apparait en téte de cette fenétre et facilite la na-
vigation. Les onglets sont de couleur différente pour différencier les données issues de
I'apprentissage (bleu) de celles issues de la reconnaissance (vert). Pour les signatures
calculées par NAVIGALA, les onglets contiennent bien évidemment les valeurs des inva-
riants obtenus, mais également un rappel visuel du symbole correspondant, ainsi que les
parametres sélectionnés pour 'obtention de la signature. La figure 'A.3/ donne un apercu
de la fenétre principale lorsque différents onglets bleus et verts sont ouverts. L’onglet
principal en cours de visualisation correspond a la signature de Radon d’un symbole.
Pour finir, la figure '/A.4 donne une vision d’ensemble de 'interface avec I’affichage d’'un
treillis de Galois.
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Fi1G. A.2 — Arborescence contenant différentes expérimentations

INAYIGALA

Fichier Apprentissage Reconnaissance Aide

__||GRECzZ003

¢ | Apprentizsage
o | BignatureRadon
ﬁ SignatureRadon.disc
o | 8ymboles
4 TreillisSignatureRadon.dot
¢ | Reconnaissance
o | BignatureRadon
o | Symboles
4 TreillisSignatureRadon.dat
(g TreilisSignatureRadon.reco
] testiteratit
o | Apprentissage
o || Feconnaissance
|_] teratifGREC2003
¢ | Apprentissage
o= | SignatureGenerique
ﬁ SignatureGenerigue.disc
o= | SignatureGeneriquel
E SignatureGeneriguel disc
o= | SignatureGenerique2
ﬁ SignatureGenerigue? disc
4 TreillisSignatureGenerigue.dot
¢ | Reconnaissance
o | SignatureGenerique
o= | SignatureGenerique
o= | BignatureGenerique2
4 TreillisSignatureGenerigue.dot
@ TreillizSignatureGenerigue.reco
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F1G. A.3 — Onglets de couleur de la fenétre principale et visualisation d’une signature

connaissance Aide
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[»

Fia. A.4 — Vue d’ensemble de l'interface et visualisation d’un treillis de Galois
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843832 0 [-1.4502360, 0.8907627) 114: [-1.2174836, 0.881546] 13: [-1.4635304, 0.7511641]
291175] 110: [-1.3867123, 0.0462320] 122: [-1. 1640457, 0.9301179) 19: [-1.4502369, 0.8007627)
T665614] 122: [-1.1640457, 0.93091175] 123 [-1.2109659, 0.97665614] 110: [-1.3867123, 0.9462329]
97216] 123; [-1.2109659, 0.97665614] 124 [-1.2570964, 0.7397216] 116: [-1.5377367, 0.8241177]
aas363] 124: [-1.2570964, 0.7397216] 129 [-1.1947014, 0.8646363] 117: [-1.0011674, 0.28391752]
067761] 129: [-1.1947014, 0.8646363)] 130; [-1. 1383878, 0.9062761) [18; [-0.5931775, -0.09329035]
710025] 130: [-1.1383878, 0.9062761] 131: [-1.065704, 0.9720025] 119: [-0.54582185, -0.043490344]
01551] 131 [-1.065704, 0.0720035] 132 [-0.80220625, 1.0201551] 120: [-0.8246004, 0.0843833]
S05548] 132 [-0.80220625, 1.0201551] 138: [-1.1670315, 1.0370353] 135: [-1.6170675, 0.8570835]
N477721 135: [-1.6179675, 0.B579835] 139: [-1. 1088487, 0.9612533] 136: [-1.5231473, 0.93928134]
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